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Resumo

A elaboracdo desta tese teve em atenc@o dois objectivos principais: em primeiro lugar dar
uma visdo global sobre o tema do reconhecimento de padrdes e em particular sobre a
classificacdo supervisionada; em segundo lugar, desenvolver uma metodologia de
classificacdo de um objecto, em c+2 classes, alternativa a cldssica, com introdugao de duas
classes de rejeicdo, uma por indecisdo, outra para outliers. Os dois primeiros capitulos estdo
relacionados com o primeiro e os restantes com o segundo.

O terceiro e quarto capitulo abordam, respectivamente, a questdo da rejei¢ao por indecisdao
e por existéncia de outliers. No Capitulo 4 propde-se um novo método de detec¢do de
outliers, RRO, baseado na divisdo dos dados em nuvens e na utilizacdo de diferentes tipos de
estimadores (robustos e classicos).

No Capitulo 5 descrevem-se e discutem-se os resultados de um estudo de simulacdo, para
comparacdo da RRO com os métodos tradicionais existentes. Mostra-se que além de
funcionar bem nas situagdes tradicionais, também revela um bom desempenho em contextos
mais gerais.

O Capitulo 6 é dedicado a apresentacdo do método genérico de classificagcdo em c+2
classes. Finalmente no Capitulo 7 registam-se as principais conclusdes e referem-se linhas de

orientacdo para continuagdo do trabalho aqui iniciado.
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Abstract

This thesis was developed bearing in mind two main purposes: first, to give an overview
of the pattern recognition area, and supervised classification in particular; second, the
development of a methodology to classify an object into c+2 classes, in alternative to
the classical one, with the introduction of two rejection classes, one for indecision
(doubt) and one for outliers. The first two chapters are related to the first purpose and
the remaining to the second.

The third and fourth chapters address the question of rejection by indecision and
rejection for outliers, respectively. In Chapter 4 a new method to detect outliers, RRO,
based on clustering analysis and different estimators (classical and robust), is proposed.

Chapter 5 describes and discusses the results of a simulation study designed to
compare the RRO with the traditional methods. It is showed that, while performing well
in traditional situations, the method reveals a good performance in general contexts.

Chapter 6 is devoted to the presentation of a generic classification method into c+2
classes. Finally, Chapter 7 states the main conclusions and some guidelines to proceed

with the work started here.
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Nota introdutoria

O reconhecimento de padrdes € uma drea cientifica multidisciplinar de inegédvel
utilidade prética e grande actualidade. As suas aplicagdes sdo as mais diversas, podendo
citar-se o reconhecimento de imagens, caracteres manuscritos ou fala, a classificacdo
automdtica de objectos ou o diagndstico médico. As ligagdes multidisciplinares vao
desde a matemadtica e a estatistica a inteligéncia artificial, passando por processamento
de sinais, optimizac¢do, modelacdo estrutural, linguagens formais, percepcao bioldgica
ou ciéncias cognitivas.

Ha muitas definicdes para o reconhecimento de padrdes e que estdo associadas as
vdrias escolas de pensamento e as vdarias aplicacdes que caracterizam as diferentes
abordagens frequentemente utilizadas para o tratamento deste tema. O termo
“reconhecimento de padrdes” € algo abrangente na medida em que designa todo um
processo que passa pela seleccdo e extrac¢do das caracteristicas, pela aprendizagem,
pelo treino e culmina na classificagio ou descri¢ao.

Nao € de estranhar o grande interesse que o tema tem suscitado e que alids se reflecte
na vasta literatura que tem surgido nos ultimos anos. O incremento verificado na
quantidade de trabalho de investigagdo produzido tem sido tdo grande, que se torna
impossivel acompanhar o seu desenvolvimento em tempo util.

Como consequéncia da natureza interdisciplinar existem varias abordagens,
necessariamente interrelacionadas e que sdo geralmente divididas em: estatistica,
estrutural (ou sintdctica) e neuronal. Apesar da existéncia de uma abordagem chamada
“estatistica”, as contribui¢des e o interesse da comunidade matemadtica, e em particular
da estatistica, na drea do reconhecimento de padrdes, ndao tém sido tdo significativas
como se poderia a partida pensar. Sendo assim o objectivo primério desta tese comecou
por ser o de contribuir para o aumento dessa interdiscipliniaridade. Procurou-se em
primeiro lugar relacionar e quando possivel unificar ou criar pontes entre as diversas
abordagens, numa perspectiva matematica. Em segundo lugar tentou-se fazer um
cruzamento de conhecimentos isto €, ir ao reconhecimento de padrdes “importar” ideias
que possam ser uteis em dreas tradicionais e proximas da estatistica (como € o caso da
andlise discriminante) e “exportar” para o reconhecimento de padrdes desenvolvimentos

recentes da estatistica, como por exemplo os conceitos de robustez.
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Nota introdutoria

Podem agora enunciar-se os objectivos gerais desta tese e que sao:

® em primeiro lugar dar uma vis@o global sobre o tema do reconhecimento
de padrdes e aspectos gerais associados a classificagdo e em particular a
classificac@o supervisionada;

e desenvolver uma metodologia de classificacdo de um objecto (padrio)
alternativa a cldssica com introdu¢do de uma classe de rejeicdo por
indecisdo e de uma classe de rejeicdo por existéncia de outliers, e que
seja competitiva em termos de performance com as regras de decisdo

tradicionais.

Tendo em atencdo estes objectivos estruturou-se o trabalho ao longo de sete
capitulos da forma que a seguir se passa a descrever.

O primeiro capitulo pretende ser uma introducdo ao tema do reconhecimento de
padrdes comecgando pela apresentacdo de vdrias defini¢des, pela exposi¢do dos aspectos
gerais associados a classificacio e a descricdo dos termos/designacdes a este
associados- com especial destaque no contexto de um problema de classificagdo- e
terminando com a apresentacdo das principais caracteristicas, diferencas e semelhancas
entre as vdarias abordagens. Considera-se essencial a clarificagdo das designacdes
adoptadas para que possam ser compreendidos mais tarde aquando a sua utilizagdo nos
restantes capitulos. Relativamente as abordagens ao reconhecimento de padrdes, embora
por razdes Obvias se realce a abordagem estatistica e alguns detalhes da abordagem
neuronal que também ird ser utilizada na prética, optou-se por referir a estrutural por
duas razdes. Por um lado, porque se faz uma introdu¢do ao tema r.p. e esta aparece na
maior parte da literatura e, por outro, porque serve de introducdo as drvores que t€ém um
papel muito importante na abordagem estatistica.

No segundo capitulo particulariza-se um dos objectivos gerais considerando-se o
caso particular da classificacdo supervisionada e fazendo-se uma breve reflexdo sobre
os factores relevantes para a classificacdo. E feita a formulacdo de um problema tipico
de classificagdo e da notacdo adoptada, e sdo introduzidos os principais critérios de
decisido para obtencdo da regra de decisio. E também aqui que se trata a questio da
avaliacdo da regra de decisdo, enumerando-se os vdrios critérios de avaliacdo da
performance de um classificador. E neste capitulo que também se aborda pela primeira
vez a questdo da rejeicdo, alertando-se ndo s6 para a necessidade e vantagens da sua

introdu¢do como também para o facto da rejei¢do nao significar exclusdao, mas apenas o
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Nota introdutoria

suster da decisdo para tratamento posterior. O capitulo termina com a catalogacdo dos
métodos de classificagdo existentes de acordo com os varios critérios de divisdo
tradicionalmente efectuados e que sdo dependentes das propriedades que se pretendem
realcar. De salientar as dicotomias que compdem as duas grandes divisdes geralmente
consideradas: métodos paramétricos versus métodos nao paramétricos e métodos de
estimacdo de densidades versus métodos de estimacdo directa das probabilidades a
posteriori. Algumas notas sdo também dedicadas a combinacdo de classificadores uma
vez que comeca a ser uma alternativa bastante popular nos dias de hoje. Este inventdrio
permite ter uma ideia da grande diversidade de métodos existentes e das suas condi¢des
de aplicabilidade.

Os dois primeiros capitulos sdo bastante gerais e consideram-se essenciais para um
melhor entendimento dos capitulos seguintes. A partir do terceiro capitulo apresentam-
se as vdarias componentes que compdem o método genérico de classificacdo. Dado um
objecto na forma de um vector com caracteristicas X=(X1,X2,...,XP)T, um conjunto de ¢
classes distintas e uma amostra de treino (conjunto de objectos rotulados), o objectivo
final é o da classificacdo desse novo objecto numa de c+2 classes distintas Gy, G, ...,
G., I e O onde I representa uma classe de indecis@o e O uma classe de outliers.

No terceiro capitulo aborda-se com mais detalhe a questdao da rejeicdo no contexto
da classificacdo supervisionada. Comeca-se por enunciar os varios critérios de decisdao
com inclusdo de uma opg¢do de rejeicdo por indecisdo, generalizando-se o que foi
apresentado no capitulo anterior. Apresenta-se uma regra de decisdo Optima, baseada na
regra 6ptima de Chow (1970), que pode escrita quer em termos das probabilidades a
posteriori quer em termos das densidades condicionais as classes. A regra proposta,
embora baseada na teoria da decisdo de Bayes, constitui uma generalizacao da regra de
Chow, na medida em que se utiliza uma funcdo de custos genérica e, que se saiba,
nunca foi explorada na pratica. Seguem-se alguns exemplos de aplicagdo, com os
classificadores tradicionais da andlise discriminante (linear, quadratica e logistica), onde
sdo deduzidas previamente as expressOes associadas a regra e a avaliacdo da
classificag@o para o caso particular de duas classes. Para finalizar o capitulo, estabelece-
se a ligacdo entre a abordagem proposta, baseada na regra 6ptima de Chow, e uma
abordagem baseada em curvas ROC proposta por Tortorella (2000), apresentando-se
ainda um estudo experimental com trés classificadores (discriminante linear,
discriminante logistica e redes neuronais) efectuado sobre um conjunto de dados reais,

para comparacao das duas abordagens.
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O Capitulo 4 é dedicado em exclusivo a deteccdo de outliers. Discute-se o
significado do termo, os procedimentos classicos para a sua identificacio e respectivas
vantagens. A par de uma breve resenha histérica apresentam-se alguns procedimentos
robustos alternativos entre os quais se destacam os estimadores MCD de Rousseeuw
(1985) e o recente estimador OGK de Maronna e Zamar (2002). Depois da formalizacdo
do significado do termo outlier, propde-se um novo método de detec¢do de outliers-
designado por RRO e baseado na divisdo dos dados em clusters (nuvens)- que além de
funcionar bem nas situagdes tradicionais, também revela um bom desempenho em
contextos ndo elipticamente simétricos. Procede-se em seguida a apresentacao da RRO,
dos motivos da necessidade da sua implementacdo, bem como dos aspectos que
serviram de base a constru¢do deste método. A proposta de um novo método de
deteccdo de outliers é aqui apresentada com o objectivo de integrar uma das
componentes que ird culminar no método genérico de classificacdo em c+2 classes. Para
terminar discutem-se alguns procedimentos alternativos ao método proposto.

Antes de prosseguir deixa-se aqui uma adverténcia relativa a designacio “outlier”.
Uma possivel traducdo seria “observagdo atipica” mas optou-se por nao o fazer por a
mesma ndo ser consensual.

No Capitulo 5 descrevem-se e discutem-se os resultados de um estudo de simulacao
extensivo, destinado a comparar o desempenho do método proposto com o método
tradicional baseado nas distancias de Mahalanobis, incidindo sobre vdrias configuragdes
de dados normais e ndo normais com diferentes dimensdes e diferentes percentagens de
contaminagdo, com estimadores cldssicos e robustos (MCD e OGK) e diferentes
métodos de clustering. Este estudo tem como objectivo mostrar o bom desempenho da
RRO em situagdes ndo standard sem detrimento do desempenho do método nas
situagdes standard, tornando-o assim competitivo em relacdo aos métodos tradicionais
existentes. O capitulo finaliza com uma breve descricdo da estrutura e funcionamento
do programa que implementa a RRO e permitiu levar a bom termo o estudo de
simulagdo apresentado.

A inclusdo da opg¢do de rejeicdo por indecisdo e por existéncia de outliers é
efectuada no Capitulo 6. E neste capitulo que se apresenta a aplicacdo do método
genérico de classificacdo em c+2 classes a dados simulados e a diversos conjuntos de
dados reais, que constituem exemplos cldssicos do reconhecimento de padrdes. E

também apresentada uma proposta de estimacdo de densidades, alternativa as
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tradicionais referidas no Capitulo 2, demonstrando-se a sua utilizacdo nos exemplos
tratados.

Finalmente no Capitulo 7 registam-se as principais conclusdes gerais € avancga-se
com algumas linhas de orientacao para futuros trabalhos de investiga¢do que permitam a
continuacdo do trabalho aqui iniciado. Embora fosse um grande desafio explorar outros
aspectos relevantes neste contexto, tal ndo foi possivel neste trabalho limitado no espago

€ no tempo.
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“Farei rigorosamente perante o Sol e a Lua
o que me alegrar o espirito e que o meu corag¢do me indicar”

Ralph Waldo Emerson
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Capitulo 1

Sobre o reconhecimento de padroes

1.1 Introducao

O reconhecimento de padroes (r.p.) € uma actividade do nosso dia a dia e na qual somos
particularmente bons: recebemos dados dos nossos sentidos e somos capazes de
imediatamente e sem efeito consciente, identificar a respectiva fonte. Por exemplo,
muitos de nds conseguem:
e Reconhecer uma cara que nao véem hd muito tempo;
e Reconhecer uma voz através de uma linha telefonica;
e Reconhecer letras num texto.
Qual € o bebé que nao reconhece a sua mae pelo cheiro?
Citando Leondes (1998),
“Pattern recognition is the science and the art of giving names to natural

objects in the real world.”

A palavra padrao deriva de patron que segundo Pavlidis (1977, Cap. 1, pag. 1)
significa, na sua utilizacdo original, algo que representa um exemplo perfeito a ser
imitado; ndo menos rica a sua tradu¢do de padroeiro, o padroado de um beneficio. De
certa forma, conforme este autor também refere, lembra-nos a ideia de Platao:

“The perfect forms, which the objects of the real world are imperfect

replicas of.”

O termo padrdo é uma palavra corrente do nosso vocabuldrio e representa algo que
exibe uma certa regularidade, algo que pode ser visto de certa forma como um modelo’

e que pode ser descrito por um conjunto de medidas ou observagoes.

' O termo modelo é aqui utilizado de uma forma genérica. Enquanto que este pode ser visto como um
resumo de dados de grandes dimensdes, um padrdo é caracterizado por pequenas caracteristicas de um
conjunto de dados ou seja, uma estrutura exibida por um pequeno conjunto de pontos. Alids, um padrido
pode ser utilizado para descrever um modelo. Para mais detalhes sobre as diferencas entre estes dois
termos ver Hand (2000).
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Um padrao representa portanto um todo, uma estrutura associada a determinado
conceito observado. Os elementos que constituem um padrdao podem ser, por exemplo,
acusticos, opticos, eléctricos, nimeros numa pagina, sinais de um radar, etc. Com base
nestas ideias a metodologia ligada a classificacdo de padrdes torna-a formal; faz a
ligacdo entre dois mundos- o mundo das observacdes (medidas fisicas) e o mundo dos

conceitos, das ideias (Shiirmann, 1996, Cap. 1, pag. 2).

Areas como as da ciéncia e da tecnologia apresentam-nos com frequéncia
incumbéncias tais como o diagndstico de doengas, o reconhecimento de condi¢des de
condugio perigosas, a leitura de cédigos postais em envelopes, a inspec¢ao de controlo
de qualidade, a leitura de mapas, a identificacdo de chegada de misseis através de radar
ou de sinais sonoros, etc; uma lista intermindvel de problemas para resolver no seio
deste tema. Os humanos conseguem realizar estas tarefas mas o que se pretende € criar
tecnologia que permita construir “maquinas” capazes de a efectuarem de uma forma
precisa, rdpida e menos dispendiosa, at€é porque nem todas as tarefas sdo tdo bem
realizadas pelos humanos (por exemplo a leitura de cédigos de barras). Claro que ha
outras situacdes em que o proprio reconhecimento ndo tem explicagdo légica (por
exemplo a forma como se processa a informacao de caras) ou ainda casos, como o ainda
agora referido (identificagdo de cddigos de barras) onde ndo hé necessidade de nenhuma

explicacdo mas apenas de velocidade e precisao.

Segundo Ripley (1996, Cap. 1, pag. 2) o r.p. é precisamente a disciplina da
construcdo de tais maquinas. Fukunaga (1972, Cap. 1, pag. 1) clarifica mais esta ideia
ao afirmar que o objectivo desta drea € o de ilustrar estes mecanismos complexos do
processo de tomada de decisdo (que apelida, como alids outros autores, de decision

making) e automatizar estas fungdes através da utilizacao da tecnologia informatica.

Batchelor (1974) alerta-nos para um facto importante no sentido de poder orientar
que caminho seguir para a resolu¢do deste tipo de problemas: o facto do
reconhecimento exigir decisdo. Ao reconhecermos determinada caracteristica, por
exemplo uma letra num texto, estamos de facto a decidir que a caracteristica € essa
porque a nossa mente nos diz que ela € mais parecida com a letra A, do que por
exemplo com a letra B ou C. Por outro lado quando a analisamos e lhe atribuimos um

“rétulo” caimos efectivamente num problema de classificacdo. Tal como Bathelor
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(1974, Cap. 1, pag. 1) também refere, os termos reconhecimento, detec¢do, tomada de
decisdo e classificacdo sdo aparentemente sinénimos. Contudo podem e devem,
consoante o contexto em que sdo utilizados, ter significados diferentes. De seguida
analisa-se um pouco a diferenca entre dois dos ‘“principais” termos neste contexto,

reconhecimento e classificacao.

Um problema de classificagdo consiste em encontrar uma forma de decidir se um
dado objecto € idéntico a um determinado protétipo, a um padrdo ou mesmo a uma dada
estrutura. O reconhecimento, por outro lado, obriga a identificacdo e esta precede a
classificacao. Reconhecer € mais do que classificar ja que “re-conhecer” obriga a
especificar o padrido (no sentido genérico) a que se deve associar determinado objecto
(Pavel, 1993). Ao classificar ndo necessitamos de ser especificos acerca da associacdo

de um objecto com uma determinada estrutura enquanto que no reconhecimento esta

tem de ser estipulada.

Nesta breve discussao tenta-se clarificar o facto do r.p. estar obviamente relacionado
com a classificacdo; embora ndo sejam dois termos equivalentes, um ndo pode existir
sem o outro. Sendo assim, e pelo facto do conceito de reconhecimento ser mais
abrangente do que o conceito de classificagdo, opta-se nesta discussdo inicial que
compde o Capitulo 1, por intituld-la de r.p. no sentido de se referir a todo o processo

que culmina na classificacao.

H4 muitas defini¢cbes para o r.p. e que estdo associadas as vdrias escolas de
pensamento e as vdrias aplicacdes que caracterizam as diferentes abordagens
frequentemente utilizadas para o tratamento deste tema. Apresentam-se de seguida

algumas destas defini¢des:

“Field concerned with machine recognition of meaningful regularities in

noisy or complex environments”.

Duda e Hart (1973)
“... is the search of structure in data... is, by its very nature, an inexact

science and thus admits many approaches”.

Bezdek (1992)
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“... is about guessing or predicting the unknown nature of an observation...”.

Devroye et al. (1996)

“... is the research area that studies the operation and the design of systems
that recognize patterns in data”.

Duin (2000)

“... is an information-reduction process: the assignment of visual or logical
patterns to classes based on the features of these patterns and their

relationships”.

Leondes (1998)

Quais as principais motivacdes que levaram a necessidade de modelacdo de um
sistema de r.p.? Bathelor (1974, Cap.1, pag.2) € um dos que responde a esta questao ao
frisar que existem muitas aplicacdes onde o desenvolvimento de técnicas adequadas
poderd trazer grandes beneficios. Sdo estes, por exemplo, o dispensar dos humanos de
determinadas tarefas onde se verifica tédio ou se lida com situacdes perigosas, o que
conduz a economia de mao de obra e a um acréscimo na qualidade de produtos, etc.

Em resposta a esta questdo julga-se que Bezdek (1992, Cap. 1, pag. 6) consegue
sintetizar de forma concisa ao focar:

® a necessidade de processamento de dados e informacdo obtida em interaccoes

entre cientistas, técnicos e a propria comunidade em geral,

® a necessidade que o individuo tem em comunicar através dos computadores

numa linguagem natural entendida por todos e

¢ talvez a mais importante motivacao, o facto dos cientistas se preocuparem (cada

vez mais) com a construcdo de mdaquinas “inteligentes” que possam realizar

certas tarefas com desempenho comparavel ao dos seres humanos.

Mas serd que € possivel encontrar, ou melhor construir, uma teoria universal para o
sistema de r.p.? Serd que cada problema ndo € um caso particular devendo ser tratado
como tal? Serd que o que € melhor para uma aplicacio nao poderd ter um mau
desempenho noutra situacdo? A resposta € bastante subjectiva como se pode perceber

pela variedade de opinides proferidas:
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“ Pattern recognition in general covers a wide range of problems, and it is
hard to find a unified view or approach”.

Fukunaga (1972)

“No single theory of pattern recognition embraces all of the important
topics because each domain has unique characteristics that mold and shape
the appropriate approach’.

Duda e Hart (1973)

“The goal of pattern classification cannot be in finding a universal solution
for a universal task. Instead pattern classification is the universal theory
approach to solving a diversity of different tasks, all having their own

solutions”.

Shiirmann (1996)

“Pattern recognition is not comprised of one approach, but rather is a
broad body of often loosely related knowledge and techniques ... as with
most technical disciplines, the concept of ‘pattern recognition’ means
different things to different people...”.

Shalkoff (1992)

“The variety of areas of applications may cause one to wonder whether a
general approach to pattern recognition is possible. This book is based in
the assumption that an affirmative answer exists. The problem can be
expressed in general terms and a general methodology can be developed. Of
course, the engineer or scientist must exercise his judgment or lack of
imagination. But they can help one to avoid reinventing the wheel”.

Pavlidis (1977)

“What is essentially missing today in pattern recognition is a well
grounded-based or, more precisely, its mathematical formalization... for us,
the open problem, whose solutions is in progress, consists in constituting
‘the theory of automatic pattern recognition”.

Pavel (1993)
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Deparamo-nos no dltimo pardgrafo com a questao da possibilidade de construcao de

uma teoria universal para o r.p. Neste momento, s6 pela breve diversidade de opinides

e como resposta a esta questdo, nada melhor que deixar a resposta em aberto

remetendo-a para o comentdrio de Batchelor (1974):

“Pattern recognition is steal a dream, but what a dream!”.

Ja aqui foi salientado que a area do r.p. estd relacionada com muitas outras onde sao

desenvolvidos sistemas, técnicas e metodologias semelhantes. Sao exemplos disso:

Como

Inteligéncia artificial (expert systems e machine learning),
Percepcao visual,

Ciéncias cognitivas, percep¢do bioldgica e taxonomia,
Optimizacao,

Estatistica,

Redes neuronais,

Andlise numérica,

Sistemas de engenharia,

Teoria dos conjuntos imprecisos (fuzzy sets),

Teoria dos autématos,

Linguagens formais.

consequéncia de tdo forte e vasta ligacdo interdisciplinar, o r.p. tem

. ~ . 2
aphcagoes numerosas entre as quais se destacam™:

Processamento, segmentacido e andlise de imagem (como por exemplo a
identificacdo de individuos e impressoes digitais),

Reconhecimento de caracteres,

Anélise de discursos (speech analysis),

Inspeccao industrial,

Credit scoring,

Sismologia,

Diagndstico médico,

Data mim’ng.3

? Todos as aplicacdes aqui referidas sdo exemplos tipicos frequentemente apresentados em qualquer livro
na drea do r.p.
3 A relagio desta aplicagio com o r.p voltard a ser abordada mais adiante na secgio 1.3.
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Leondes (1998) destaca um grande conjunto de exemplos, no contexto da redes
neuronais, dedicando também um capitulo a andlise de imagens. No que diz respeito a
teoria dos conjuntos imprecisos Bezdek (1992) constitui uma boa referéncia, ndo sé
pelo conjunto de técnicas apresentadas, como pela riqueza dos exemplos que

disponibiliza.

1.2 Aspectos gerais associados a classificacio e descricao

1.2.1 Padroes, medidas e features

Um padrdo pode ser descrito como um vector de medidas (varidveis) referentes as
caracteristicas observadas. As classes de padrdes podem ser representadas por um ou

varios protétipos padrao conforme se descreve na Figura 1.1.

Espaco das medidas Espaco dos padroes Espaco das classes

Figura 1.1- Representacao basica da aplicagdo que constitui o r. p..

O termo feature ¢ geralmente utilizado como sinénimo do termo “medida”. No
entanto, enquanto que as medidas sd@o simplesmente observacdes que se espera que
sejam uteis para a tarefa do r. p., as features sdo construidas por forma a terem poder
discriminante. Esta alteracdo pode levar a uma grande melhoria desde que se proceda a
escolha de transformagdes apropriadas e € de importancia extrema na maior parte das
aplicacdes, como, por exemplo, demonstra Shiirmann (1996, Cap. 9) em problemas de
reconstru¢do de imagens ou caracteres. Mais uma vez se reforca a ideia de que os

padrdes podem ser de varios tipos e sdo representados por varidveis (também de varios
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tipos). Shalkoff (1992) constitui uma boa referéncia do ponto de vista de apresentagdo

de exemplos de varios tipos de padrao.

Quanto a extraccdo e seleccdo de features, as quais se passard a designar por
caracteristicas, muito poderia ser dito mas sai fora Ambito desta dissertacdo. No
contexto das redes neuronais, por exemplo, Bishop (1995, 1998) constitui uma boa
referéncia. Neste momento o que se pretende € que fique claro a grande importincia
que estd associada a transformacgdo das medidas num conjunto menor de valores que
irdo ser as caracteristicas necessdrias para se avangar com um sistema de r.p. A escolha
das caracteristicas € um passo fundamental para um bom desempenho do classificador.
Marques (1999, Cap. 1, pag. 10-12) refere que enquanto que esta escolha depende do
problema especifico em estudo, a concepcao, propriamente dita, do classificador, pode
ser formulada em termos mais abstractos. No entanto quando se passa a pratica ha que
ter cuidado, se quisermos ser rigorosos e obter bons resultados, com a escolha do
classificador que melhor se adapta ao problema em causa. Pretende-se com isto frisar,
que esta escolha ndo podera ser linear no sentido de optar por aquele classificador que
satisfaz os requisitos impostos na teoria mas sim, deverd ser levado a cabo todo um
processo de experimentacdo que inclusive poderd até culminar na obtencdo de
resultados surpreendentes relativamente ao que se esperava. Neste aspecto constata-se

uma grande diferenca entre a comunidade do r.p. € a comunidade estatistica.

De uma forma geral pode ser dito que num sistema de r.p. o input é um vector
p-dimensional (um ponto no espaco R”) cujas componentes sdo as caracteristicas. A
tarefa principal deste sistema consiste em atribuir o input, o qual passard a ser
designado genericamente por objecto, a uma de ¢ possiveis classes padrdo (ou ainda
classificd-lo numa classe de indecisdo ou numa classe de observacdes outliers)".
Atribuicdes a mesma classe sdo baseadas em similaridades. Claro que a quantifica¢io
de similaridade é geralmente dificil e por vezes até subjectiva. Shalkoff (1992) e Webb
(1999) sao dois dos autores que dedicam apéndices apenas ao tratamento deste aspecto.
Devijver e Kittler (1982, Cap. 1, pag. 8-10) defendem que a questdo da similaridade

pode ser abordada de uma forma informal por imposi¢do de requisitos especificos no

4 . . . - ~ P 2

Deixa-se para mais tarde explicacdes detalhadas acerca destas duas “novas” opcdes, até porque este serd
0 objectivo principal desta tese. Nesta fase, por uma questdo de simplificacdo, falar-se-4 apenas na
classificag¢@o associada a um conjunto de c classes.
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processo de obtencdo dos dados traduzindo-se no seguinte: observacgdes repetidas do
mesmo padrdo devem produzir a mesma representacdo no espaco dos padrdes, dois
pontos diferentes devem dar origem a duas representacdes também diferentes e uma
ligeira distorcdo num dado padrao produz uma pequena deslocagdo na sua
representacdo (de acordo com alguma métrica definida no espaco de representacio).
Estes requisitos sugerem entdo que uma pequena distancia entre duas representacoes €
sindnimo de similaridade. Contudo, como se julga 6bvio, ha que ter o cuidado de ndo
cometer erros de extrapolacdo do tipo “quanto maior € a distdncia, menor € o grau de

similaridade”.

1.2.2 Aprendizagem e treino (learning and training)

Neste momento ja fard sentido afirmar que um sistema de r.p. € composto por duas
componentes essenciais, uma unidade de definicdo e uma unidade de classificacdo,

conforme se descreve na Figura 1.2.

TTnidade de Caracter sticas Tnidade de

Dados em bruto _ _
— | definigio — P | classificacio

Decisﬁof@lassiﬁca;ﬁro

Figura 1.2 — Representagdo genérica de um sistema de r.p..

Os classificadores t€ém de lidar com diferentes fontes de informacao pelo que a sua
constru¢do deve preceder uma clarificacdo da aplicacdo em causa; hd que identificar as
propriedades importantes antes que este seja treinado para a sua funcao especifica.

A analogia das tarefas de r.p. com a aptiddo humana constitui uma fonte de
inspiragdo e proporciona, pelo menos, uma primeira ideia para o caminho que podera
levar a solu¢do. Claro que ndo se pretende dizer que a facilidade com que os humanos
reconhecem, ou mesmo classificam, um determinado padrdao é a mesma com que se
consegue automatiza-lo. Por outro lado existem outras situacdes onde nds préprios nao
conseguimos reconhecer. Se ndo conseguimos, por exemplo, diferenciar um “1” de um
“T”, como podemos esperar que uma maquina os reconhecga?

O procedimento utilizado para se conseguir atingir o reconhecimento ou a

classificacdo deverd comecar pela recolha de um conjunto de dados observados- a que
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se chamara exemplos, dentro de cada classe, e utiliza-los para a construcdo do sistema
de r.p. A criagdo deste sistema obedece a um procedimento de aprendizagem
dedutivo/indutivo que, curiosamente, tem um grande paralelismo com a forma como a
crianca aprende. Nao podemos dizer a uma crianca como falar ou como proceder, mas
esta ird aprender através do nosso exemplo. A maior parte das nossas regras de
aprendizagem sao precisamente baseadas na “intuicdo”: quase todas as situacdes com
que nos deparamos diariamente sdo similares a situagdes pelas quais ja passamos

anteriormente.

O paradigma da aprendizagem cientifica € conhecido desde o tempo de Aristételes
(384-322 A.C.). O homem pode chegar a novos conhecimentos sé pelo raciocinio, a
partir de conhecimentos disponibilizados chega a conclusdes e adquire novos
conhecimentos; serve-se do que conhece para encontrar o que ignora partilhando uma
verdade universal (dedu¢do) ou a informagao de um ou vérios casos (inducao). Julga-se
que uma discussio mais detalhada acerca da forma como se processam o0s varios tipos
de raciocinio utilizados habitualmente pelo homem, analogia, indu¢do e deducdo, bem
como das suas vantagens e desvantagens, poderd ajudar na compreensao das técnicas de

aprendizagem existentes, bem como na construcao de novas.

Raciocinar por analogia € partir de certas semelhangas ou relacdes conhecidas entre
objectos e supor que existem outras semelhancas ou relacdes. Embora este tipo de
raciocinio tenha algumas limitagdes, tal como a ambiguidade ou a falta de rigor, poder-

nos-a encaminhar no sentido das “conclusdes provaveis”.

O raciocinio do tipo indutivo € bastante relevante pelo seu sentido de generalizagao:
a partir de uma certa amostra obtemos conclusdes acerca de casos nao incluidos,
antecipando o que podera ocorrer numa ocasido futura. Desta forma o papel da indugdo
torna-se duplo: ao nivel pratico permite compreender as regularidades da natureza
criando convicgdes e crengas, ao nivel tedrico serve para criar representacdes do real,
para inventar hipdteses, modelos e teorias (Pissarra e Reis, 1996). O problema da
validacio da inducdo pode ser sempre minimizado recorrendo-se a indugdo
probabilistica.

Analogia e inducdo sdo generalizantes, a deducdo por sua vez € discriminante;

caracteriza-se pelo estabelecimento de uma relagdo entre dois ou mais juizos. O
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raciocinio por dedugdo vai do geral para o particular, do abstracto para o concreto e do

antecedente para o consequente (Pissarra e Reis, 1996).

Estudos ao longo de décadas do cérebro humano confirmam que este estd dividido
em duas partes construidas por forma a efectuar conjuntamente o processo iterativo de
indugdo-deducdo. Na generalidade dos humanos o lado esquerdo do cérebro concentra-
se em particular na deducdo, andlise e pensamento racional, enquanto que o lado direito
estd mais direccionado para a inducdo, reconhecimento e criatividade.
Consequentemente, e para justificar toda esta exposi¢do, a obtencdo de conhecimento
através da investigacdo, com vista a constru¢do de sistemas automaticos de r.p., deve

ser realizada via processo iterativo de aprendizagem do tipo indutivo-dedutivo.

Box (1996) partilha a opinido de que a revolugdo verificada ao nivel das
potencialidades computacionais ird ajudar a solucionar os problemas relacionados com
os aspectos indutivos-dedutivos, permitindo que se ultrapassem as barreiras ainda
existentes no ambito da “aprendizagem”.

E voltando novamente a questdo crucial da aprendizagem, hd que definir a
terminologia a esta associada. A colec¢do de exemplos rotulados, i.e., aqueles cujas
classes a que pertencem sdao conhecidas, € habitual designar por conjunto ou amostra
de treino. Por outras palavras, a amostra de treino pode ser vista como uma amostra de
uma populacdo de exemplos possiveis onde as similaridades de cada classe sdo
extraidas, ou sdo encontradas as diferencas mais significativas. Se, por outro lado, a
proveniéncia dos exemplos for desconhecida ou seja, se ndo se conhecem as
verdadeiras classes de onde os exemplos sdo provenientes, entdo cai-se num problema
de aprendizagem ndo supervisionada (unsupervised learning) a qual nao ird ser
abordada nesta dissertacdo. Todo o trabalho que ird aqui ser desenvolvido estad

integrado no contexto da classificacdo supervisionada.

Sempre que possivel € habitual e de extrema importancia para a avaliacdo da
performance, considerar-se um outro conjunto de exemplos o qual € designado por
amostra de teste para que se possa proceder a validacdo do classificador. Este novo
conjunto tem a vantagem de eliminar o aparecimento de resultados demasiado

optimistas que surgem naturalmente ao utilizar a mesma amostra para a construgao e

-11-



Sobre o reconhecimento de padroes

validacdo do classificador. Ao processo de avaliacdo da performance baseado na
amostra de treino € habitual chamar reclassificagdo. Quanto aos processos que utilizam
uma outra amostra independente (amostra de teste) sdo geralmente referidos como
generalizacdo (generalization), termo que deriva da psicologia e que se refere a
facilidade de se inferir correctamente sobre uma estrutura, através de exemplos (ver por

exemplo Ripley, 1996).

Voltando a constituicio de um sistema de r.p., a unidade de -classificacio
representada na Figura 1.2 deverd ser processada em duas fases, uma que diz respeito a
aprendizagem e treino, por vezes também designada por store (ver por exemplo
Batchelor, 1974, Cap. 1) e uma subsequente que trata da propria decisdo e a qual se
passard a designar por fase operativa. E esta fase que nos permite dizer:

“ este exemplo pertence a classe ¢” ou,

(X3 ~ 2 M

este exemplo ndo pertence a nenhuma das classes” ou ainda,

“este exemplo € demasiado complexo”.

A Figura 1.3 apresentada a seguir, ja contempla estas duas novas fases no contexto

de um sistema genérico de r.p.

Drados em bimto Carac teristicas Classificagans
Fase de Fase -
— ———» | | apendizagern W Operativa | (2SS0 e
e treino
Unidade de
definigia
Unidade de
clazsificacio

Figura 1.3 — Representagdo mais detalhada de um sistema de r.p..

De salientar ainda que treino e aprendizagem sdao dois conceitos completamente
interligados. A amostra de treino € utilizada para permitir que o sistema “aprenda” a
distinguir a informacao relevante.

Na terminologia do r.p. a fase de aprendizagem/treino nao € mais que o processo de

estimacdo dos vérios parametros (seja por métodos paramétricos, semi-paramétricos ou
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nio paramétricos) que permitirdo construir a regra de classificagdo (ou classificador)

necessdria a tomada de decisdo, na fase operativa.

1.2.3 Classificacao versus descri¢cao

Por muito bom que seja determinado método de classificacdo, dele s6 surgirdo bons
resultados se forem tomadas as medidas certas. Existem muitas formas de encontrar as
caracteristicas mais apropriadas de entre um vasto conjunto de candidatas (processo que
ja foi aqui referido como seleccdo de caracteristicas). Mas isto se for possivel encontrar
primeiro o tal conjunto. A op¢do pela descricdao ou classificagdo tem frequentemente
origem nesta demanda. Ha muitos problemas no contexto do r.p. para os quais o modelo
de classificacdo € claramente inapropriado. Noutros casos o que se pretende ¢ mesmo
descricdo e ndo classificacdo, quando analisamos uma figura, por exemplo. Tal
descricdo deve conter informagdo acerca de todas as partes individuais da mesma bem
como das relacdes existentes entre as diversas partes. Idealmente deve reflectir

directamente a estrutura presente na figura original.

Esta questdo levou ao aparecimento de uma nova abordagem baseada na ideia de
que uma estrutura complexa pode ser dividida em varias partes e descrita em termos das
componentes dessas partes (por exemplo o diagrama de um circuito eléctrico). Leondes
(1998, pag. 161-164) € de opinido que descricdoes adequadas permitem que sejam
utilizadas técnicas de classificacdo simples pelo que considera o problema de
classificac@o subordinado ao problema da descricdo: para que uma descri¢cdo seja fidvel,
a decomposi¢cao do todo em partes tem de ser estdvel com respeito as variagdes entre
amostras pertencentes a mesma classe, por forma a nao destruir a informac@o necessaria
para a discriminacao. Embora ndo seja facil, esta abordagem torna-se interessante pelo
simples facto das caracteristicas, ao fazerem parte do padrdo, permitirem uma espécie
de avaliacdo a priori da fiabilidade das descri¢des. H4 ainda uma agravante comum a
problemas que surgem neste contexto: muitos padroes contém informacao estrutural ou
relacional, dificil de quantificar em termos de caracteristicas. A Figura 1.4 ja contempla

a opg¢ao de descri¢do no contexto de um sistema de r.p.
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Dados em bruto Carac teristicas Fase de Fass Classificagdo
— EEmm—— aprendizagern ™ Cperatiea EEE—
e treino
Urdade de
definigio
Unidade de
rlassificagio
Daseriglio
Unidade de
descrigio

Figura 1.4 — Sistema genérico de r.p..

Estas ideias indiciam que a divisdo do todo em partes tem uma analogia directa com
a teoria formal da linguagem. Um texto pode ser descrito como um conjunto de frases,
uma frase como um conjunto de palavras, uma palavra como um conjunto de letras,...
Consequentemente, os termos reconhecimento de padroes linguistico e
reconhecimento sintactico de padrées (ou parsing) tém sido utilizados para descrever
as metodologias baseadas nestas ideias. Mas, tal como refere Pavlidis (1977, Cap. 1,
pag. 3-4) a teoria formal das linguagens, na qual a estrutura dos objectos € utilizada para
a descrigdo, constitui apenas um aspecto desta metodologia. Por esta razdo, no fim dos
anos sessenta, passou a utilizar-se o termo reconhecimento de padroes estrutural. O
objectivo consiste na descricdo dos objectos com base em modelos matematicos
adequados. Este processo torna-se assim relativamente simples: se se utilizarem
ferramentas sintdcticas, as correspondentes gramdticas devem ter poucas regras e serem
facilmente analisdveis. Se for utilizada uma abordagem geométrica, cai-se no que ja
aqui foi referido anteriormente, pontos que correspondam a objectos da mesma classe

devem estar proximos de acordo com alguma métrica.

Duda e Hart (1973) dedicam alguns capitulos a apresentacdo dos fundamentos da
scene analysis comegando por referir alguns exemplos onde este tipo de abordagem se
torna particularmente util. O que se pretende neste caso € responder a questdes do tipo.

“esta figura mostra, por exemplo, uma cadeira?”’, “indique todos os objectos que
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2% &

aparecem na figura”, “estas duas figuras mostram o mesmo objecto?”, ou ainda de uma

forma mais geral, “descreva esta figura”.

1.3 As varias abordagens

Devido a sua importancia de natureza pratica, o r.p. tem sido um campo de pesquisa
muito activo. Muitas das primeiras tentativas nesta drea resultaram da utiliza¢do de uma
abordagem baseada na teoria das configuracdes apelidada de Gestalt. O r.p. tornou-se
nesta fase como sendo a procura de regides no espaco onde caem os pontos que
permitem a identificacdo de determinado padrdo. Esta forma de abordar o problema
surgiu de ideias muito simples. Os padrdoes podem ser representados por vectores de
nimeros resultantes das medi¢des efectuadas a partir de uma amostra; estes nimeros
podem ser interpretados como coordenadas de pontos num determinado espaco com
tantas dimensdes quanto o nimero de entradas do correspondente vector. Escolhidas as
medidas apropriadas, os pontos que correspondam a objectos com o mesmo padrio,
estardo “préoximos” em termos de distancia geométrica. Parece entdo plausivel que se
assuma que os pontos que representam padrdes idénticos tendam a agrupar-se de acordo
com alguma métrica. Foi esta interpretacdo que levou a constru¢do da estrutura que

permitiu o recente desenvolvimento nesta area.

Um dos primeiros projectos associados ao r.p., apresentado por esta comunidade nos
anos 50 (do século XX) foi o perceptron. As suas raizes derivam do trabalho de Fisher
para a andlise discriminante linear com duas classes que alids constitui a primeira
referéncia histérica de andlise discriminante (Fisher, 1936). O perceptron, resulta
também num modelo simples com uma diferenca, a sua constru¢io é baseada nao em
termos de um critério de separabilidade mas sim num algoritmo de optimizacao
construido com o objectivo da minimizacdo do numero de observagdes mal
classificadas, em suma um simples classificador em duas classes baseado numa

combinagio linear dos vectores medida.’

5 N -4 4 . <. Al
Mais a frente ird ser abordado novamente este método, devido, nomeadamente a importancia que
assumiu para o desenvolvimento de outros trabalhos no contexto das redes neuronais.
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Nos anos 60 e 70 (do século XX) as atengdes viraram-se essencialmente para a
extraccdo de medidas e para a forma de as combinar e transformar por forma a
constituirem as caracteristicas necessdrias para a obtencdo de “bons” classificadores
(Hand, 1997). E foi, de certa forma, com o surgimento do perceptron, que se

comegaram também a implementar métodos de escolha automatica das mesmas.

O perceptron sobreviveu a anos de criticas severas nomeadamente pela investigacao
desenvolvida pela comunidade das ciéncias dos computadores. No entanto, o trabalho

foi continuado e deu grandes frutos.

Uma classe de métodos, que surgiu em meados dos anos 80 (do século XX) e que
veio por fim a um vasto conjunto de problemas, designadamente a implementacio de
estruturas complexas (atraindo ao mesmo tempo grandes massas), foi a classe dos
chamados modelos de redes neuronais. Esta classe de modelos traduz-se numa
combinacdo linear de transformacdes ndo lineares de combinacdes lineares de
transformagdes ndo lineares... ; em destaque portanto, o facto das varidveis em bruto

serem transformadas antes de combinadas (Hand, 1996).

Através dos exemplos que tém sido referidos, ndo restam duvidas que as aplicagdes
do r.p. surgem nas mais variadas formas. Em alguns casos existe uma base estatistica
subjacente para a geracdo de padrdes. Noutros, a propria estrutura subjacente permite
que se retire a informagao fundamental para o reconhecimento. Noutros ainda, ndo ha
enquadramento em nenhuma das situagOes anteriores pelo que serd necessario
desenvolver sistemas que permitam associar o input a respostas que sejam “desejaveis”.
Daqui se infere que um problema particular pode dar origem a utilizacdo de uma ou

varias abordagens.

Sdo sugeridas pelos investigadores diferentes divisdes dos diferentes tipos de
abordagens. De um modo geral podem destacar-se trés principais: a abordagem
estatistica, a neuronal e a estrutural. Claro que além destes trés grandes grupos
aparecem na literatura algumas mais, embora sejam casos particulares (ou mesmo
“generalizacdes”) das anteriores. E o caso da abordagem black box, da abordagem
grafica (Shalkoff, 1992, Cap.8) ou, por exemplo, da abordagem pelo método dos

conjuntos imprecisos (teoria dos fuzzy sets), descrita com pormenor em Bezdek (1992).
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A abordagem black box é bastante adequada quando € necessdria a utilizagdo de um
grande nimero de parametros como € o caso da andlise de imagens (ver exemplos desta
aplicacdo em Leondes, Cap. 2, 1998). Um sistema deste tipo é caracterizado por dois
ingredientes, um computador e uma amostra de treino input/output tendo no entanto
uma particularidade que a ird distinguir da abordagem neuronal (na forma como ira ser
aqui apresentada). Esta particularidade, que alids tem a ver com a propria designagao,
baseia-se no facto de ndo interessar o que se passa ao nivel interno do sistema, embora
seja implementado computacionalmente. Uma outra referéncia para sistemas deste tipo
€ o livro de Shalkoff (1992), onde alids se estabelece a analogia com o cérebro humano
para a concretizacdo de objectivos ligados a implementacio de problemas de

inteligéncia artificial.

Uma outra drea, actualmente com grande visibilidade, e com grande interaccao com
o r.p. na medida em que sdo utilizadas muitas técnicas comuns, € o data mining. Este
termo estd relacionado com exploracdo e procura de estruturas em grandes conjuntos de
dados. Estes conjuntos de dados podem ter vdrias proveniéncias, ndo tendo sido
geralmente recolhidos por amostragem nem com qualquer objectivo especifico,
apresentando por esta razdo grandes defici€ncias (tais como valores omissos ou valores
mal introduzidos). Hand (2000) define o data mining como sendo “as descobertas de
interesse, inesperadas, ou estruturas valiosas em grandes conjuntos de dados”. Neste
artigo de Hand podem ser encontradas varias referéncias bibliograficas acerca de toda a

problemadtica que envolve este tema.

Friedman (1997) relaciona a estatistica e o data mining apresentando defini¢des
propostas por varios investigadores, aplicacdes, sugestdes e ‘“‘criticas” ao data mining,
lancando inclusive algumas ideias que deixam em aberto o facto do data mining poder
fazer parte integrante da estatistica. Rocke (1998) apresenta a sua perspectiva de como
as ferramentas estatisticas podem e devem ser utilizadas no data mining alertando para
as vantagens e desvantagens da utilizacdo de alguns métodos. A estatistica trata da
andlise de dados e visto desta forma o data mining deve ser tido como um ramo da
estatistica. No entanto este campo tem sido desenvolvido de uma forma praticamente
independente. Mas quais as razdes desta separacdo? Uma das razdes baseia-se no facto

dos métodos serem desenvolvidos por pessoas que necessitam de resolver os problemas
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com que se deparam e estes raramente incluem investigadores cuja drea primdria de
interesse € a teoria e a metodologia estatistica. Rocke (1998) contribui para esta
discussdo apontando algumas referéncias que indicam caminhos através dos quais as
ideias vindas da estatistica podem ter grande utilidade. No entanto existem outros
problemas mais criticos. Tradicionalmente os métodos estatisticos foram desenvolvidos
para fazer o maior uso da dispersdo dos dados. O conceito de eficiéncia, por exemplo, é
crucial quando os dados sdo “caros” e menos importante quando o “preco” da obten¢do
de novos casos € apenas o de ir carregar mais informacgdo ao disco. Por outro lado a
eficiéncia computacional deixou de ter um grande papel aquando dos avancos
computacionais. O que acontece é que quando se analisam vastos conjuntos de dados as
prioridades alteram-se, chegando mesmo a inverter-se. Talvez seja esta a razdo que mais
tem pesado para que a utilizacdo dos métodos estatisticos seja pouco comum no campo
do data mining. Mas algumas dificuldades que surgem nao tém sé a ver com a grande
quantidade de dados; ha muitos métodos exploratérios em que as respostas sao claras e
faceis de obter independentemente da dimensdo dos dados, é o caso das medidas de
localizagdo ou dispersdo cldssicas ou mesmo da estimacdo dos coeficientes duma
regressdo. No entanto hd muitos problemas no data mining onde ocorre aquilo que é
apelidado de “‘estrutura delicada” (subtle structure) no sentido de serem estruturas
dificeis de encontrar mesmo em grandes conjuntos de dados. A deteccao de outliers em
dados multivariados e a andlise de clusters caiem nesta categoria. No caso dos clusters,
por exemplo, a grande quantidade de dados dificulta a procura da forma como os dados
se dividem em nuvens. O melhor éptimo global pode ser facil de encontrar em pequenos
conjuntos de dados mas procedimentos computacionais bons com pequenos conjuntos
de dados podem tornar-se impraticaveis com conjuntos grandes. Um exemplo bastante
importante € o caso do estimador MCD proposto em Rousseeuw (1985) (ver também
Rousseeuw e Leroy, 1987) onde o esfor¢o computacional aumenta exponencialmente
com a dimensdo da amostra. Rocke (1998) explica com detalhe o que acontece para
determinadas dimensdes amostrais particulares. Em suma, uma perspectiva do ponto de
vista estatistico no data mining podera trazer grandes beneficios e deverd ser tomada em
consideragdo em todo o processo devendo os métodos estatisticos ser utilizados
independentemente do conhecimento a priori da estrutura dos dados. Rocke (1998) tece

ainda algumas recomendacdes especificas entre as quais se destaca a seguinte:
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“ Although data mining has developed mostly independently of statistics as
a discipline, a fusion of ideas from these two fields will lead to better

methods for the analysis of massive data sets”

Rocke e Woodruff (1998) acrescentam mais alguns comentdrios ao artigo de Rocke
(1998) no que diz respeito a técnicas estatisticas de aplicacdo no data mining,
nomeadamente com consideracdes sobre a detec¢do de outliers em dados multivariados
e a andlise de clusters. Hastie et al. (2001) apresentam uma série de conceitos e técnicas
numa tentativa de juntar ideias novas que tém surgido no seio da aprendizagem® e com
0 objectivo de as inserir no ambito da estatistica. Embora sejam necessarios alguns
detalhes matematicos, € dada maior €nfase aos métodos e as suas bases conceptuais do
que propriamente as suas propriedades tedricas. Visto desta forma aquilo que estes
autores esperam € que este livro sirva ndo s6 a comunidade estatistica mas também
investigadores e profissionais de uma vasta variedade de dreas. Sendo assim, € como o
proprio nome indica (The Elements of Statistical Learning: Data Mining, Inference and
Prediction) este livro também constitui uma boa referéncia para o data mining. Uma
outra referéncia também interessante, mas do ponto de vista de uma aplicacdo pratica

concreta, € o artigo de Hébrail (2000).

Voltando as trés grandes abordagens referidas anteriormente, e pelas consideragdes
acerca de outras que aqui foram referidas, € facil concluir que os respectivos limites sao
imprecisos e que elas partilham objectivos e caracteristicas comuns. O que € mais
natural é que, para um problema especifico, se escolha a abordagem ou abordagens mais
adequada(s). Schalkoff (1992, Cap. 1, pdg. 21) apresenta uma tabela que resume as

principais diferencas entre as trés abordagens tradicionais.

A mais profunda dicotomia surge entre as abordagens estatistica e sintictica, embora
também seja feita, por muitos autores, uma separacao entre a abordagem estatistica e a
neuronal. Mas esta separacdo s6 poderd ser util se quisermos olhar as duas como
totalmente desligadas constituindo até, alternativas competitivas. Leondes (1998, pég.
21) refere que de uma forma extremista, as redes neuronais podem ser vistas como

caminhos iterativos para atingir resultados cldssicos dos métodos estatisticos

® No sentido referido na Secgio 1.2.2.
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tradicionais. Talvez o ideal fosse descrever todas estas abordagens através da utiliza¢ao
de termos comuns. Afinal o r.p. ndo € simplesmente o automatizar dos procedimentos

realizados pelos humanos?

1.3.1. A abordagem estatistica

Devijver e Kitler (1982) afirmam que a estatistica e a teoria das probabilidades tém
muito para oferecer na drea do r.p.. E porque € que esta afirmacao € vélida? Por aquilo
que ja foi aqui referido julga-se 6bvio que estes exemplificam todos os objectivos
principais da estatistica. Desde a formulacdo de problemas, passando pela recolha e
andlise de dados, estimacdo, validacdo, interpretagdo, culminando na tomada de decisdo,

ou ainda, na previsao.

Em algumas situacdes, por exemplo, as distribui¢cdes estatisticas multivariadas
poderdo ser utilizadas tanto como um modelo adequado para descrever a variabilidade
dos padrées como também a propria geragdo dos mesmos. Todas as dreas da andlise
estatistica multivariada tém ligacdes muito proximas com o r.p, em particular a andlise
discriminante (a qual, alids, ird ser alvo de especial destaque nesta dissertacdo). A teoria
da decisdo, ou mesmo os testes de hipdteses, poderdo contribuir para a questao de um

dado padrao pertencer, ou ndo, a determinada classe.

Ja que os problemas nesta drea t€m uma componente estatistica bastante forte,
deverdo ser abordados como um procedimento de classificacdo onde se pretende
minimizar a probabilidade de erro. Afinal ndo restam dividas que de uma forma sucinta
o problema estd associado a escolha de varidveis, recolha de amostras e divisdo de
espacos em regides. O objectivo serd entdo o de encontrar determinada fungdo de
classificacdo, o que implica que de uma forma ou de outra, terd de se proceder a

estimacgdo de parametros.

Por outro lado, serd que a informacao sugerida pela amostra se comporta do mesmo
modo quando se obtém novas amostras? O mais prudente seria recolher mais amostras e
verificar quantas estariam correctamente classificadas. Infelizmente nem sempre isto é

possivel.
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Todas as questdes aqui levantadas encaminham-nos para situacdes em que existe um
fundamento estatistico, quanto mais ndo seja porque o homem ndo pensa de uma forma
linear; joga em simultdneo com vdrios dados que incrementam a complexidade do
raciocinio e fazem com que este acabe por se mover no terreno do provavel, levando ao
aparecimento de um conjunto de hipéteses. O proprio raciocinio nunca € uma certeza,
como na matematica. A estatistica impde rigor e exactiddo necessarios na andlise de
situagdes contempladas na drea do r.p. Associada a estatistica outra drea fundamental

serve-lhe de apoio (assim como a todas as outras), a computacao (ver Hand, 1996).

Claro que, como € 6bvio, nem tudo sdo vantagens. E a principal desvantagem
apontada a abordagem estatistica € a sua simplicidade em expressar relacdes estruturais;
a estrutura do padrdo € considerada de pouca relevancia (ou mesmo insignificante, na
opinido de alguns). Toda a estrutura é descoberta a partir dos dados, embora, pela
escolha de varidveis adequadas, possa reflectir a auséncia ou presenca de determinadas
relacdes. Claro que se esta informacdo ndo estd disponivel ou € irrelevante, se deve

optar pela abordagem estatistica.

Dependendo da informagdo disponibilizada, das suposicoes a ser efectuadas e das
propriedades que se pretendem salientar, ainda podera ser feita uma subdivisdao em trés
sub-abordagens: a paramétrica, semi-paramétrica e nao paramétrica. E uma vez que esta
abordagem € aquela que ird dominar e prevalecer nos capitulos que se seguem nesta

dissertacdo, deixar-se-ao para mais tarde consideragdes mais detalhadas.

1.3.2. A abordagem neuronal

As redes neuronais ou neurais, também conhecidas por ANN (artificial neural
networks) ou outras designagdes mais especificas como parallel distributed processing
model (PDF) sdo, de uma forma genérica, uma colec¢ao de modelos mateméticos que se
baseiam nas propriedades observadas do sistema nervoso humano. Ou ainda, entrando
no campo da informdtica, um sistema de computacao constituido por um conjunto de
unidades de processamento interligadas que processam a informacdo, com capacidade

de aprender, memorizar e criar relagdes a partir dos dados. Dai que, por vezes as redes
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neuronais sejam descritas como sistemas de ligacdo devido as préprias ligacdes
existentes entre unidades de processamento individuais. E, apesar da simplicidade de
cada unidade de processamento, a utilizacdo de um numero elevado de unidades

interligadas permite a execucao de tarefas complexas.

Como € sabido, os computadores tradicionais (digitais) tiveram uma evolugdo
notavel e possuem um elevado poder de calculo. No entanto, ndo conseguem realizar
facilmente tarefas que o cérebro humano efectua continuamente, como o
reconhecimento de objectos ou da fala. Este tipo de computadores centra-se na
constru¢do de programas que resolvem determinado problema através de séries pré
determinadas de passos, os algoritmos. Os programas sdo controlados por uma unica
unidade de processamento central e armazenam informac¢do em localizagdes especificas
de memdria: trata-se de uma estrutura de processamento em série em que tudo acontece
como uma sequéncia de operagdes em contraste com o cérebro humano que realiza as

suas operagdes de forma paralela e distribuida.

Uma rede neuronal ndo € sequencial nem necessariamente deterministica; nao tem
uma memdria para armazenamento de dados. E composta por um vasto conjunto de
elementos de simples processamento que formam uma soma “pesada” do input. Nao
executa uma série de instrugdes, responde ao input que lhe € apresentado. O resultado
ndo € armazenado numa posi¢do de memdria especifica, consiste sim, no estado geral da
rede depois de ter alcangado alguma condic@o. Nao se pode aceder a um dado endereco
de memoria, por exemplo o 1532, e recuperar determinado valor. O conhecimento é
armazenado nos chamados “sinapses” (por analogia aos pontos de contacto entre
neurénios do cérebro humano) de uma forma diferente, tanto pelo processo como os
elementos processadores estdo interligados (a forma como um determinado output esta
ligado ao input de outro elemento processador) como pela sua importancia (medida pelo
correspondente “peso”). Torna-se assim uma fun¢do da arquitectura da rede e ndo do
conteddo de uma localizacao particular; o controlo fica assim distribuido pelas ligacdes

entre os varios neuronios.

Nao pretendendo replicar o cérebro humano, as redes neuronais consistem em

simulacdes da forma como actuam as células nervosas proporcionando assim solucdes
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para determinados problemas que requeriam a intervengdo directa dos humanos e o
processo do pensamento. Por outro lado, o préprio cérebro humano tem limitagcdes: os
neurénios sdo propensos a falhas, morrem com frequéncia e sdo irregulares; os

computadores tém de operar com “perfeicao’.

Embora, na maior parte da literatura se refira o aparecimento da teoria das redes
neuronais com inicio na década de 40 (do século XX), ela realmente comecou em 1890
com a publicacdo da teoria do funcionamento do cérebro pelo psicélogo americano
William James. De entre muitas outras ideias relevantes, a teoria proposta por James
(1890) refere que a eficiéncia da transmissao entre os estimulos o correspondente output

aumenta significativamente com a aprendizagem.

Os trabalhos normalmente designadas como pioneiros apareceram em 1943 com
McCulloch e Pitts na forma de um modelo simples, mas poderoso, de um neurénio real
e que ndo € mais do que uma combinagdo linear de inputs, seguida de uma decisdo
bindria (McCulloch e Pitts, 1948). Apesar da sua simplicidade, este modelo constitui a
estrutura de processamento bdsica pelo que ainda se encontra em uso na maioria dos
modelos de redes neuronais artificiais. Este modelo é baseado na plausibilidade
neurofisiolégica de um neurénio onde os pesos nas conexdes (capazes de serem
adaptados por um processo de aprendizagem de forma a que a rede desempenhe a
funcdo desejada) correspondem as sinapses inibidoras e excitadoras de um neurénio

real.

A primeira teoria neurofisiologica para modificacdo de sinapses em neurdnio reais
foi proposta por Hebb (1949). Segundo ele, o fortalecimento da conexdo entre
neurénios deve ser aumentada se estes forem activados em conjunto, o que deu origem
ao aparecimento da conhecida regra de aprendizagem de Hebb (ver por exemplo
Friedman e Kandel, Cap. 8, 1999 ou Olmsted, 1998). Esta ideia foi adaptada e deu
bastantes frutos, nomeadamente nos trabalhos de Widrow e Hoff (1960), autores da
regra delta (ou Least Mean Square, LMS), uma das mais conhecidas regras de
aprendizagem e da utilizacdo dos sistemas adalines (adaptive linear element) bem como
no trabalho de Rosenblatt o qual iniciou uma nova fase com a apresentacdo do
perceptron em 1958 (Rosenblatt, 1958). Isto causou grande impacto na comunidade

cientifica que viu nele a possibilidade de realizar tarefas de classificagdo com treino

23



Sobre o reconhecimento de padroes

automdtico a partir dos dados, de uma forma inspirada no cérebro humano. O
perceptron (ou perceptrdo, traducdo adaptada, por exemplo, por Marques, 1999) € uma
rede constituida por vdrias unidades interligadas estando estas unidades, frequentemente
organizadas em camadas (layers). As entradas ou inputs de uma camada sdo saidas ou
outputs da camada anterior. Cada camada € descrita através de um modelo de
McClulloch e Pitts seguida de uma decisdo bindria ou continua (sigmdide). Quando a
rede € constituida por uma unica camada, € designada por classic perceptron e quando
tem vdarias camadas por multi-layer perceptron, MLP (perceptrdo de multicamada). A
ultima camada é geralmente designada por camada de saida, e as anteriores, cujas saidas

sao internas, sdo as camadas escondidas (hidden layers).

No entanto o perceptron teve uma vida curta nomeadamente devido a publicac¢do do
livro de Minsky e Papert (1969) onde sdo demonstradas formalmente as suas limitacdes.
Uma das dificuldades surge quando os dados ndo sdo linearmente separdveis- o
algoritmo de aprendizagem nunca termina. Mesmo que se pare nao ha garantias que o
vector de pesos encontrado tenha um bom comportamento em novos dados, i.e. na sua
generalizacdo (Bishop, 1995). O que acontece é que a superficie de decisdo de um
perceptron nio é mais do que um hiperplano. E ai que surge o MLP e com este o
aparecimento do algoritmo de aprendizagem backpropagation (retropropagacao de erro,
segundo designagdo adoptada por Marques, 1999) através da investigacdo independente
de vérios autores em 1986 (ver Olmested, 1998) e que provocou novamente um forte
interesse pela drea. A par deste modelo surgiram também outros com destaque, tais
como o modelo SOM (self-organizing map) de Kohonen (1982) motivado por Anderson
(1972), o modelo de Hopfield em 1982 e as maquinas de Boltzman em 1985, estes

ultimos ligados a classificagdo ndo supervisionada (ver, por exemplo, Leondes, 1998).

Um outro tipo de rede que concorre com o MLP, aparece com Powell (1987) e mais
tarde em 1995 com Lowe (1995) no contexto da literatura de técnicas para interpolacio
exacta de fungdes em espacos multi-dimensionais e € designada por radial basis
functions, RBF (fun¢des de base radiais). Matematicamente podem ser descritas como
combinacdes lineares de fungdes base ndo lineares radiais simétricas; um modelo alids
bastante semelhante ao de Kernel (qual ira ser referido mais a frente ja que se inclui no
contexto da abordagem dita estatistica). Esta rede € constituida por uma camada

escondida, com fungdes de activacdo locais, ligada a uma camada de saida linear. A
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saida € definida por uma funcdo que depende apenas da distancia do vector de
caracteristicas a um vector de “centros”, por isso apelidada de funcdo de base radial,
sendo a escolha mais comum a fun¢do Gaussiana. As saidas de rede sdo somas

ponderadas dessas mesmas funcoes.

As RBF tém um treino mais rdpido do que o MLP e permitem interpretar a
contribuicdo de cada unidade para o comportamento global da rede, pois cada unidade
sO € activada numa zona limitada do espaco de input (Marques, 1999, Cap. 5, pag. 181).
Vantagens, desvantagens, motivagdes, propriedades e recomendacdes de utilizacdo
tanto do MLP como do RBF, podem ser encontradas numa vasta literatura de forma
bastante explicita e pormenorizada de que sdo exemplo Bishop (1995, 1998), Webb
(1999) e Leondes (1998), ou através de uma abordagem uma pouco mais superficial
para quem inicia este tema, em Marques (1999). Ainda de um ponto de vista mais
prético e critico, em Alder (1997). Uma boa descri¢do de cada tipo de rede no contexto

historico € realizada por Olmsted (1998).

Em suma, uma rede neuronal € composta por dois elementos primdrios chave: os
elementos processadores ou neurénios que recebem o input € geram O output € as

interligacdes entre estes que determinam a arquitectura da rede. Numa rede neuronal:

e O processamento da informacdo € feito através de um vasto nimero de
elementos processadores ou neuronios.

e A informacdo, por vezes também designada por sinal, € transmitida entre
neurénios através de elos de ligacao.

e A cada elo € atribuido um peso que propaga o sinal transmitido.

e (Cada neurénio utiliza uma funcao de activacido, ndo linear que € a soma pesada

dos sinais de input, para obter o sinal de output.

Com base nesta descri¢do poder-se-a dizer que uma rede neuronal € caracterizada pelos

seguintes elementos:
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e Elos de ligacdo entre os neurénios que definem a arquitectura de rede
(informag¢do sobre o numero de neurénios em cada camada e as suas
ligacoes);

e Me¢étodo para a obtengao dos pesos, ou seja, o algoritmo de aprendizagem:;

¢ Funcdo de activagdo (geralmente ndo linear);

¢ Controlo distribuido em forma paralela.

Podera parecer, neste momento, por tudo aquilo que foi referido que os
computadores tradicionais sdo um tanto antagénicos as redes neuronais. Tal ndo é
verdade, enquanto que o computador tradicional tem de ser programado utilizando-se
algum tipo de linguagem simbdlica, por forma a prepara-lo para o seu trabalho, as redes
neuronais sdo programadas por ajustamento dos seus pesos com base na optimizacao
matematica. Através de uma escolha conveniente da funcdo de activacdo pode-se fazer
com que a rede sirva uma série de objectivos diferentes. Mais ainda, a maior parte do
trabalho carece de computadores, embora estes sejam utilizados de uma forma diferente
da tradicional. O software que realiza esta tarefa é geralmente conhecido por “netware”
ou “neural network simulation software”. Hoje em dia, até alguns dos packages
estatisticos mais utilizados ja incluem moddulos de redes neuronais: é o caso do
STATISTICA. Neste package as redes neuronais estdo incluidas no médulo das

.. .. , 7
técnicas de data mining onde se podera ler':

“StatSoft's STATISTICA Neural Networks software contains the most
comprehensive selection of neural network methods with intelligent problem
solvers and automatic wizards, a C-code generator add-on is available. It
also features:

Intelligent Problem Solver Wizard,

Automatic Search for Best Architecture,

Multilayer Perceptrons,

Radial Basis Function Networks, and Many Others,

Self-Organizing Feature Map,

Back Propogation,

7 Para mais detalhes ver http://www.statsoft.com/textbook/stathome.html)
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Conjugate Gradient Descent,

Numerous Analytical Graphs,

Resampling (Cross Validation, Bootstrap),
Sensitivity Analysis, ROC Curves,
Network Ensembles,

API Interface,

and much, much more...”

Neste contexto e de uma forma simplista, o processo de aprendizagem consiste na
procura de um Optimo local com base na modificagdo de um conjunto de pesos (o
simular da intensidade de transferéncia de informacdo) ou ainda na procura de
hiperplanos que separem o espaco das caracteristicas em regioes de decisdo. No entanto,
de uma forma mais rigorosa, a questdo da aprendizagem envolve duas fases: a escolha
da arquitectura e s6 depois o célculo dos pesos. SO a primeira requer antes de mais que
se proceda a uma escolha apropriada da complexidade ou da ordem do modelo em dois
sentidos, tanto no que envolve o nimero de fungdes e a complexidade das mesmas,
como na definicdo do nimero de camadas, do nimero de neurénios por camada e das
ligacOes. A resposta para esta fase estd obviamente dependente dos dados na medida em
que hd um “interplay” entre a ordem do modelo, a dimensdo da amostra de teste e a
dimensdo da amostra de treino, questdo que alids estd muito em voga (Webb, 1999,
Cap. 5, pag. 134) pela inexisténcia de uma equacao que as relacione (pelo menos para
dados de dimensao nao elevada). Por consequéncia esta operacao € realizada de forma
ndo automadtica, com base em critérios heuristicos e dependentes da experiéncia do
utilizador. Quanto a segunda fase, embora de mais facil resolucdo, envolve
procedimentos associados a critérios (como por exemplo, a minimizagdo do risco
empirico) de optimizagdo nao linear que poderdo na pratica adquirir uma certa

complexidade.

A aprendizagem ocorre através do treino, ja que utiliza exemplos (“‘exposi¢ao” a
um conjunto do qual se conhece o verdadeiro input e output) através de um algoritmo
iterativo que ajusta os pesos das ligacOes (sinapses) por forma a que o sistema possa
aprender as relacdes existentes e armazenar o conhecimento necessario para a resolugao

de problemas especificos. Uma vez estabelecidas tais relacdes podem tomar-se novos
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inputs por forma a serem feitas previsdes. Mais tarde retomar-se-4 a questdo da

aprendizagem.

A Figura 1.5 seguinte mostra uma rede neuronal simples com X, X,, ..., X,, como
neurénios de input, Y como neurdnio escondido que activa o input através da fungdo de
activacdo e que permite gerar o output e onde wy, wa, ..., w, SA0 0s pesos associados as

ligacdes entre os neurdnios de input € o neuronio escondido.

l

w

input_, fun¢@o de activagado

»  output

7

Figura 1.5- Rede neuronal com um neurdnio escondido.

Podera também incluir-se uma componente correspondente a ordenada na origem ou
termo independente, apelidada por alguns de enviesamento (ver Friedman e Kandel,
1999, Cap. 8), bastando para tal que se adicione a constante 1 ao vector X. Designando
por fa funcio de activagdo e por res o output, entdo res = f(s) e s = w' X onde w' = (wp ,

Wi, ey Wn)eXZ(l ,X], ceesy Xn).

Conforme ja foi focado € habitual e também, de uma forma geral, mais conveniente,
tratar os neurénios em camadas. Assim dentro de cada camada todos os neurénios t€ém a
mesma activacdo e o mesmo padrio de ligacdo. Por exemplo, se um neurénio da
primeira camada tem um elo de ligacdo com um neurénio da segunda camada, entdo

cada neurdénio da primeira estd ligado com todo o neurénio da segunda.
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A fungdo de activacdo, por vezes também designada por “squashing function”, pode
assumir vdrias formas estando naturalmente dependente da aplicacdo. Algumas sdo
utilizadas frequentemente, a saber,

e A funcdo de passo bindrio que atribui ao output o valor 1 caso X exceda
determinado valor, designado na literatura por “threshold”, e 0 caso
contrario,

e A funcio bipolar que atribui os valores +1 ou -1,

¢ A funcdo sigmoide.

com a constante a geralmente igual a 1, ¢é

—ax

. . 1
Esta dltima, descrita por f(x) =1
+

particularmente Util nas redes neuronais que sdo treinadas pelo método

backpropagation. Nalguns casos torna-se ainda mais facil lidar com a rede se a fungdo

o o 1; s . 1 et —e ™
sigmoide for “alisada” a custa da tangente hiperbélica, tanh(x) =———.
e“+e

As redes neuronais sdo caracterizadas e diferenciadas dos restantes métodos
essencialmente pelo seu processo de aprendizagem, sendo com frequéncia tteis em
problemas de classificagdo. Ha intimeras vantagens que podem ser apontadas a este tipo
de abordagem. A aplicacdo desta metodologia permite generalizar a tomada de decisdao
sendo util para a obten¢ao de boas previsdes. Além disso fornece solucdes eficazes para
uma variedade de problemas tradicionais na drea do r.p. tal como o reconhecimento de
caracteres ou a modelagdo de sistemas onde os processos fisicos ndo sdo bem
compreendidos ou sdo bastante complexos. Podem e devem também ser aplicadas em
problemas onde existem distor¢des nos dados pela forma como lidam com grande

elasticidade contra ruidos, dados incertos ou mesmo dados omissos.

As redes neuronais também tém mostrado um bom desempenho na resolucdo de
problemas demasiado complexos (por exemplo em problemas que ndo t€ém solucdo
algoritmica), nomeadamente naqueles em que os humanos conseguem solucionar
facilmente mas as técnicas tradicionais ndo. Isto porque as redes caracterizam-se nao sé
pela capacidade de aprendizagem mas também pela simplicidade com que efectuam
operacdes elementares e pelos curtos espacos de tempo que sdo necessdrios para

operarem; nao hd necessidade de se desenvolver nenhum programa, podem ser

-29.



Sobre o reconhecimento de padroes

implementadas em hardware paralelo para uma grande velocidade de operacdao. Mais
ainda, podem trabalhar com um grande nimero de varidveis ou parametros conseguindo
contornar-se de uma forma simples o problema da relagdo entre o tamanho da amostra e
o numero de parametros. As densidades sdo estimadas directamente sem necessidade de

se assumir qualquer modelo estatistico.

Digno de nota € a opinido de Smith (1996) acerca da vantagem da utilizacdo das

redes neuronais:

“Neural networks cannot do anything that cannot be done using traditional
computing techniques, BUT they can do some things which would otherwise
be very difficult. In particular, they can form a model from their training
data (or possibly input data) alone... there may be an algorithm, but is not
known, or has too many variables. It is easier to let the network learn from

examples...”

Para terminar as consideracdes que, no fundo, visam servir de suporte a escolha
entre a abordagem estatistica e a abordagem neuronal apresenta-se de seguida uma
descricdo dos aspectos positivos e negativos de cada abordagem, realizada recentemente
por Raudys (2001). Raudys (1998, 2001) desenvolve uma nova abordagem que apelida

de abordagem integrada e que vai de encontro a conjectura efectuada no udltimo

paragrafo da Secc¢do 1.3 (pag. 20).

Raudys, (2001). Statistical and Neural Classifiers: an Integrated
Approach to Design

Na abordagem estatistica fazem-se suposi¢des acerca das densidades condicionais as
classes e escolhe-se o critério de performance. De seguida utiliza-se uma amostra de

treino para constru¢cdo de uma regra de decisao 6ptima.

Aspectos positivos da abordagem estatistica:

- possibilidade de obten¢do de algoritmos rigorosamente Optimos.
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- possibilidade de usar informacdo contida nas hipotese estatisticas acerca das
densidades condicionais as classes. No caso de existirem fortes indicios de que
as hipdteses estao correctas, a amostra de treino pode ser de pequena dimensao.

- A performance em termos das relagdes entre os tamanhos das diferentes
amostras de treino, para os algoritmos estatisticos de classificagdo mais

populares, € conhecida.

Aspectos negativos da abordagem estatistica:

- Em muitos casos préticos desconhecem-se as densidades condicionais as classes.
O modelo escolhido pode estar muito longe do verdadeiro levando a um
aumento significativo do erro de classificacao.

- A técnica plug-in para obtencdo de regras de classificacdo baseadas na amostra
ndo € 6ptima no caso de amostras de treino de diferentes dimensoes.

- A técnica preditiva de Bayes para obtencao de regras de classificagao baseadas
na amostra requer a escolha das distribuicdes de probabilidade a priori dos
parametros desconhecidos.

- Em muitos modelos de dados multivariados, tanto as expressdes analiticas que
formam a regra de decisdo como, em relacdo a performance, as relacdes com as
dimensdes das amostra de treino sdo muito complexas e nido podem ser
aplicadas de uma forma pratica.

- Algoritmos estatisticos de classificacdo complexos requerem que se estime um
grande numero de parametros o que se traduz num grave problema para
aplicacdes com elevado nimero de variaveis (curse of dimensionality).

- Para cada problema de r.p. particular tem de ser escolhido o melhor algoritmo de

um vasto nimero de possiveis candidatos.
Na abordagem neuronal fazem-se suposicdes acerca do tipo de contorno de decisdo e
utiliza-se directamente a amostra de treino para determinar os coeficientes

desconhecidos (pesos) da regra de classificacdo.

Aspectos positivos da abordagem neuronal:

- Nao € necessario assumir qualquer hipdtese acerca da densidades e pode utilizar-
se a amostra de treino directamente por forma a determinar os coeficientes

desconhecidos (pesos) da regra de decisao.
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- Asredes neuronais constituem aproximagdes universais.

- Durante o treino dos classificadores perceptron , MLP e RBF, podera obter-se
varios classificadores estatisticos de diferentes complexidades.

- Em alguns casos, perceptron, MLP e RBF podem ter boas propriedades para
amostras de treino de pequenas dimensoes.

- A informacao contida em quase todos os pesos iniciais correctos do classificador
perceptron pode ser guardada se pararmos, por obtencdo da solu¢do Optima, o

processo de treino.

Aspectos negativos da abordagem neuronal:

- Tem de ser escolhida a arquitectura da rede e fixado o niimero de parametros.

- O treino tem de ser parado algum processo 6ptimo.

- Com excep¢ao de alguns casos associados a diferentes niveis do treino do
perceptron e para contornos errados irrealistas, a performance em termos das
relagdes entre as dimensdes das amostras de treino € desconhecida.

- O processo de treino € afectado pela singularidade dos dados, a inicializacdo dos
pesos e os minimos locais. Frequentemente o processo de treino é muito lento e
muitos autores estdo quase certos ao dizer que “o treino das redes neuronais nao

é uma ciéncia, € uma arte”.

Raudys (2001) reafirma que tanto a abordagem estatistica como a neuronal tém os
seus aspectos positivos € negativos; sugere que em vez de nos questionarmos ou
disputarmos os atributos de cada tipo de abordagem, serd mais sensato explorar os
aspectos positivos de cada uma delas por forma a criacdo de uma abordagem integrada
conforme apresenta nas sec¢des seguintes do Capitulo 5. Como conclusao sumaria em

cinco pontos as principais razdes para o sucesso da abordagem que apelida de integrada.

Voltando as redes neuronais, em que consiste afinal, a aprendizagem através de
exemplos? Para que fique mais claro como € que este passo se processa na pratica
considere-se o exemplo da modelacdo da fun¢do l6gica AND com utilizagdo da regra
Hebb como método de aprendizagem (adaptado de Friedman e Kandel, 1999, Cap. 8).
Esta funcdo € modelada por dois inputs X; e X, e um neurénio de output T, com

activacoes bipolares xj, X, e t dando origem a seguinte tabela de verdade:
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X1 Xo |t |T
I 1 |1 |1
I -1 (0 |-1
-1 1 |0 |-1
-1 -1 0 |-1

Tomando como zero o valor inicial para w;, w;, e b (peso anteriormente designado
por wy), e fazendo ,
Aw; = X;T, w; (novo)=w; (antigo)+ Aw; para i=1,2 e Ab=T, b(novo)=b(antigo)+ Ab

obtém-se o processo descrito na Tabela 1.1.

Input Output ~ Mudancas nos pesos Pesos
Passos| X X2 1 T Aw, Aw, Ab W %) b
1 1 1 1 1 1 1 1 1 1 1
2 1 -1 1 -1 -1 1 -1 0 2 0
3 -1 1 1 -1 1 -1 -1 1 1 -1
4 -1 -1 1 -1 1 1 -1 2 2 -2

Tabela 1.1 - Exemplo da modelagdo da funcdo l6gica AND.

A linha de separacdo final é 2x;+2x,-2=0, embora neste exemplo nao fosse
necessdria a consideracdo dos quatro padrdes de treino; apOs o terceiro passo ja se
obtinha a decisdo final. A regra de decisdo consiste em classificar uma nova observagao
(ou um novo objecto, no caso geral) na classe G; se 2x;+2x,-2>0 e em G, caso

contrario.

Aqui se mostra como uma rede neuronal pode dividir o espaco de regides em
hiperplanos (note-se que nem sempre isso se verifica) por forma a que os pontos com a
mesma categoria, digamos assim, caiam na mesma regido. A questao que se prende com

a localizag¢do dos hiperplanos, que efectuam tal divisdo, é tomada recorrendo-se a um
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algoritmo de treino até que se atinja a convergéncia ou até que uma medida de erro,
previamente escolhida, seja suficientemente pequena. As redes neuronais podem
demorar algum tempo neste processo de treino mas sido geralmente bastante rapidas para
praticas de classificacdo de padrdes pelo facto do nimero de operacdes internas a ser

efectuadas, ser geralmente inferior 2 quantidade de dados disponiveis (Alder, 1997)°.

A regra de aprendizagem utilizada tem algumas limitagdes. No entanto, as
limitacOes desta regra sdo compartilhadas com muitas outras regras de aprendizagem
existindo mesmo condicdes suficientes para a convergéncia de outros processos
iterativos. Por outro lado, e como € 6bvio, este exemplo s6 foi referido para dar uma
ideia da forma como se processa a aprendizagem, nao interessando a utilizacdo de um

método eficiente mas sim de facil compreensao.

Como se pode ver, o design de classificadores de redes neuronais obriga a
numerosas escolhas que podem influenciar significativamente os resultados, quer na
fase de treino, quer na fase operativa. De acordo com a aplica¢do, podem ser escolhidos
vérios tipos de rede, bem como o nimero de neurénios ou camadas nela inseridos e
também a forma como irdo estar relacionados(as). Relativamente aos neurdnios
incluidos, o seu nimero pode ser fixado a partida e manter-se inalterdvel durante a fase
de treino ou pode ser modificado de acordo com técnicas apropriadas. Tal como €
referido por Leondes (1998, pdg. 167), no primeiro caso este nimero tem de ser
estimado antes da fase de aprendizagem, com base num critério que depende da
distribuicdo amostral no espaco das caracteristicas; no segundo a escolha inicial €
menos critica mas os métodos até ao momento disponibilizados ndo podem ser
considerados de aplicacdo geral uma vez que s6 foram testados em aplicacdes
particulares. Muitos neurénios por camada podem causar sobreajustamento, correndo-se
o risco da rede se tornar demasiado “especializada” na amostra. Pelo contrario, com
poucos a rede pode ndo alcancar um reconhecimento ‘“‘satisfatério” (mesmo para a

amostra de treino).

¥ Conforme este autor explica, ao dividir o espaco em regides, cada uma das quais prova que é convexa,
pode-se concluir que se um dado ponto estd cercado por outros, todos da mesma classe, entio ele também
pertence certamente a essa mesma classe.
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Muito ja foi aqui referido acerca da aprendizagem e das escolhas que t€m de ser
feitas neste contexto, ndo s6 em termos de algoritmos como também nas amostras ou até
na prépria definicio do tempo Optimo para se proceder a paragem. Mais ainda, ndo
existem apenas diferentes algoritmos como também diferentes condi¢des iniciais,
diferentes modalidades de treino (por exemplo supervisionada ou ndao) ou mesmo
diferentes estratégias. Mesmo a ordem pela qual a amostra é processada deve ser

controlada por forma a evitar efeitos que possam diminuir a performance.

O ndmero de ciclos de aprendizagem podera afectar a capacidade de generalizacao
da rede ou seja, a sua habilidade em classificar correctamente amostras com algumas
diferencas relativamente a amostra de treino. Mais uma vez, tal como na abordagem
estatistica, serd conveniente recorrer a uma amostra de teste. Leondes (1998, pag. 168)
afirma que enquanto a taxa de erro na amostra de treino decresce de uma forma
monotona com o nimero de ciclos de aprendizagem, a taxa de erro na amostra de teste
primeiro atinge um minimo e depois aumenta; 0 minimo corresponde ao nimero éptimo

de ciclos de aprendizagem por forma a evitar sobretreino.

Resumindo, as arquitecturas de rede mais conhecidas sao:
o  MLP- Multi-layer perceptron (generalizacao da regra delta que por sua vez é
descendente do famoso perceptron),
e RBF- Radial basis functions,
e  LVQ- learning vector quantization network,
e  SOM- self organizing map,
® ART- adaptative resonance theory network,
e PNN- probabilistic neural network,

®  Hopfield network.

De acordo com a forma como os dados “circulam”, desde que entram na rede como
input até que saem na forma de output, pode ainda ser feita uma subdivisao em:
e EN- Feedforward network, onde os dados fluem por um tinico caminho.
e RN- recurrent network, onde os valores de output sao utilizados novamente

como input.
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Além destes dois tipos poderd ainda existir uma variagido intermédia que permite a
existéncia de ligacdes entre neurdnios da mesma camada a qual é designada por LC

(lateral connection).

A Tabela 1.2 resume as arquitecturas de rede utilizadas com maior frequéncia a par
da subdivisdo agora apresentada, das respectivas modalidades de treino (S-

.. - .. . . 9
supervisionada/N-nao supervisionada) e do correspondente algoritmo de aprendizagem’.

Arquitectura de | Tipo de circulacao Modalidade de Algoritmo de
rede de dados treino aprendizagem
MLP FN S Back-propagation
RBF FN SeN RBF
LVQ LC SouN LVQ
SOM LC N Kohonen’s SOM
ART LC N ART
PNN FN - -

Hopfield RN N Hebb

Tabela 1.2 — Algumas das arquitecturas de rede mais conhecidas (fonte: Leondes, 1998, pag.
169).

Em relacdo aos métodos ligados a classificagdo supervisionada, também se poderd
fazer, resumidamente, algumas consideracdes. Tanto a rede MLP como a RBF sio
desenvolvimentos da regra delta (com origem no perceptron). A grande diferenca entre
estas duas arquitecturas € a func¢do de activacdo utilizada nos neurénios escondidos.
Enquanto que na primeira se utiliza a funcdo sigméide, na rede RBF a funcdo de
activacdo € Gaussiana. O numero de neurdnios escondidos da RBF é geralmente
superior. Quanto a duracdo da fase de treino esta é geralmente inferior na RBF;

enquanto que esta arquitectura possui apenas uma camada de neurénios escondidos a

% Se se pretendesse detalhar toda a metodologia associada 2 abordagem neuronal teria de existir mais
rigor, como por exemplo deveria ser feita uma distingdo entre aquilo a que se chama regra de
aprendizagem e algoritmo de aprendizagem. Infelizmente, mesmo quem trata unicamente desta
abordagem, ou de problemas especificos com ela relacionados, comete frequentemente um abuso de
linguagem. Sugere-se que para mais detalhe se consulte Leondes (1998).
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MLP poderéd ter mais. Para consideracdes mais detalhadas sobre as diferengas entre

estes dois tipos de rede ver, por exemplo, Bishop (1995, pag. 182).

O conjunto de métodos descritos nesta seccdo € de implementacdo relativamente

facil devido a grande evolucdo na drea da computacdo. No entanto antes de se

implementar métodos deste tipo hd que em primeiro lugar pensar nas razdes que

justificam a necessidade deste tipo de abordagem. Serd verdade, por exemplo, que a

superficie de decisdo € ndo linear? Serd que a performance atingida com a utilizacdo da

abordagem neuronal € superior aquela que seria conseguida com a aplicacdo de outro

tipo de abordagem? Webb (1999, Cap. 5, pag. 170) d4 algumas sugestdes, que designa

~ . . . 10
por recomendagdes, entre as quais se destacam as mais gerais

Uma técnica simples de r.p. (tal como por exemplo a discriminante linear)
deve ser implementada como um “guia”, antes de se avancar com uma rede
neuronal.

H4 que ter cuidado na selec¢do do modelo para que ndo se corra o risco de
sobretreino- sugere-se alguma forma de regularizacdo no procedimento de
treino ou a recolha de uma amostra de teste para determina¢do da ordem do
modelo.

Devera ser utilizado todo o conhecimento acerca do processo de geracao dos
dados, incluindo ruidos, para o design da rede ou para o seu pre-

processamento.

As aplicacdes das redes neuronais sdo quase ilimitadas e aparecem referenciadas em

quase toda a literatura nesta drea (desde as aplicacOes tipicas até casos particulares) mas

todas elas caem numa ou mais das seguintes categorias:

Classificacdo (diagndstico médico, reconhecimento de voz ou imagem,
classificacdo de micrébios, verificagdo de assinaturas- aplicacdo de grande
escalanos EU.A.,...)

Previsdo (vendas futuras, indicadores econémicos, necessidades energéticas,
reaccdo de produtos quimicos, riscos ambientais, meteorologia,...)

Modelacao (estruturas quimicas, controlo de robots, sistemas dinamicos,...)

I . = p . . .
% No sentido de nio se entrar em pormenores sobre o que deverd ser feito em cada tipo de arquitectura de
rede mas sim no contexto geral da abordagem neuronal.
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Até a data, tem vindo a ser realizada, nesta drea, uma pesquisa a nivel mundial desde
a metodologia bdésica, tal como a formulacdo de algoritmos de aprendizagem mais
eficientes, até a redes que respondam a variagdes tempordrias nos padroes ou técnicas
que permitam implementar directamente as redes neuronais em silicone. A
Universidade de Edimburgo, por exemplo, implementou um chip de rede neuronal e
encontra-se a desenvolver processos de aprendizagem. A producdo de um chip que seja
capaz de aprender, ird permitir a aplicacdo desta tecnologia a um vasto conjunto de
aplicacdes onde o preco de um PC e do respectivo software, deixa de ser justificado.
Existe um interesse particular em aplicagcdes sensoriais: redes que aprendem por forma a

interpretar sensagdes reais e que aprendem com o ambiente que as rodeia.

Areas de aplicacdo relativamente recentes sdo os Pen PC’s ( PC’s onde se pode
escrever numa placa e aquilo que € escrito é reconhecido e traduzido para cédigo
ASCII), sistemas de reconhecimento de visdo e voz para incorporacdo em brinquedos,
maquinas de lavar, etc., que permitem reconhecer entidades simples e que

inclusivamente ja estdo a ser utilizados no Japao.

1.3.3. A abordagem estrutural

Embora a abordagem estrutural nao seja de forma alguma objecto desta dissertacdo,
julga-se que é importante tecer-se algumas consideragdes que permitam ter uma ideia
genérica de como funciona este tipo de abordagem, visto que esta aparece referenciada

num grande nimero de publicacdes na drea do r.p.

Frequentemente a informacao contida num padrao ndo é meramente a presenga ou
auséncia de determinada caracteristica, ou simplesmente um conjunto de valores
numéricos. Pelo contrdrio, as inter-relagdes entre as vérias medidas incluem uma
informacao estrutural importante que facilita a descricdo ou até a classificacdo. Embora
se tenha de extrair, quantificar e avaliar similaridades sob a informagdo relevante, a

estrutura € a base da abordagem estrutural para o r.p.

Esta abordagem deverd ser utilizada quando o padrdo a ser reconhecido estd

fortemente estruturado e/ou quando nao had dados suficientes para o treino,

-38-



Sobre o reconhecimento de padroes

impossibilitando a utilizacdo da abordagem estatistica ou neuronal. Por conseguinte, a
abordagem estrutural poderd ter alguma utilidade na resolucdo de problemas
“particulares”'!. Como alternativa 2 abordagem estrutural ainda se poderd optar pelos
chamados métodos baseados em regras (rule-based methods) no caso em que as classes
podem ser caracterizadas por relagdes gerais entre 0s objectos e nao por si s6 (ver por

exemplo Duda et al., 2001- Secgdo. 8.8).

O aparecimento do reconhecimento estrutural de padrdes data de meados dos anos
60 (do século XX) quando estava em voga a aprendizagem por meio de madquinas,
sendo os primeiros conceitos introduzidos nesta drea devidos a Kirsh, Ledley,
Nararimhan e Shaw. Inicialmente tornou-se conhecida com a designacdo de
reconhecimento sintictico de padrdes quando se comecou a recorrer a teoria das
linguagens formais para a resolucdo de problemas que envolviam um conjunto de
amostras sintdcticas. Desde o principio dos anos 70 até meados dos anos 80 que Fu (ver
referéncias varias em Schalkoff, 1992), foi dos que mais contribui com papers neste
contexto. No entanto, rapidamente se concluiu que como o objectivo principal era o da
andlise de caracteristicas e das suas relacdes, entdo a resolucdo deste tipo de problemas
poderia ser realizada através de ferramentas nas quais se poderia incluir a utiliza¢do de
strings, arvores ou correspondéncias graficas. Foi assim que esta abordagem passou a
ser conhecida como a do reconhecimento estrutural, designa¢ao introduzida por Pavlidis

e que se julga mais adequada pelo seu generalismo.

Ja foi aqui frisado que o objectivo principal deste tipo de abordagem é o
reconhecimento de um objecto pela descricdo. Esta € realizada sob as suas componentes
basicas incluindo a comparacdo com outros possiveis objectos “armazenados em
memoria”. Se o input corresponde a uma das descricdes armazenadas entdo este €
classificado nessa categoria, ou reconhecido como sendo desse tipo. Uma vez que se
trabalha com dados nominais, o input ja ndo € representado por vectores de nimeros
mas sim descrito por elementos bdsicos, designados por primitivas e por um conjunto
de regras sint4cticas especificando a forma como as primitivas podem ser concatenadas

para formar um padrdo legitimo dentro de cada classe de padrdes. Pavlidis (1977,

1 . . ~ .
No sentido de serem especificos e ndo de casos restritos.
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Seccao 8.6) apresenta uma série de exemplos ilustrativos da forma como se podem

transformar descri¢cdes na terminologia de linguagens naturais.

As descrigdes formais do r.p. estrutural utilizam muitos termos em comum com a
teoria das linguagens formais. As caracteristicas individuais podem ser consideradas
como simbolos de um alfabeto que sdo agrupados sequencialmente numa string
(sequéncia de simbolos nominais) ou frase (string gerada por um conjunto de regras).12
Ao conjunto de regras que definem como se forma uma frase chama-se gramatica.
Assume-se que existe uma gramatica para cada classe padrdo construida com base num
conjunto de padrdes amostrais 0 que remete, consequentemente, para algo semelhante
ao que se apelidou anteriormente de treino. A linguagem gerada pela gramdtica é o
mecanismo que permite expressar ideias gerais13 e a sintaxe a estrutura da linguagem.
Claro que a utilizacdo de gramadticas formais em aplicagcdes deste tipo sé € razodvel se

for possivel uma decomposi¢ao do input num conjunto de primitivas.

A quantificagdo da estrutura a reconhecer, classificar ou descrever pode ser feita
quer através de gramdticas, quer através de descri¢des relacionais, nomeadamente por
métodos graficos.

As gramdticas sdo compostas por quatro entidades fundamentais que correspondem
a notacdo convencionada no sistema AnaGram e no BNF (Backus-Naur Form) para
gramdticas ou para gramaticas de contexto livro, respectivamente (ver por exemplo

glossério de termos neste contexto: http.//www.parsifalsoft.com/gloss.html#Grammar).

e Um conjunto de primitivas (7), ou simbolos terminais, que ndo podem ser
decompostos e que constituem um subconjunto do alfabeto.

¢  Um conjunto de simbolos nao terminais (N7) utilizados como intermediarios
para se gerar o resultado final e que, por consequéncia, podem ser
posteriormente decompostos.

¢ Um conjunto de producdes (P), regras de producdo ou regras de reescrita que
permitam a “producdo” de strings de uma dada linguagem, definindo a
estrutura da gramadtica.

¢ Um simbolo de comeco ou raiz ().

'2 Apesar desta distingdo entre string e frase, utilizar-se-d, ao longo do resto da exposi¢do, um ou outro
termo indiscriminadamente.

' Note-se que o termo linguagem significa apenas “palavras proferidas”. Inclui, por exemplo, linguagens
de programac@o ou linguagens utilizadas para descrever musica (Shalkoff, 1992)
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Os padrdes complexos sao transformados através de decomposi¢des hierdrquicas até

que se obtenham as primitivas. Desta forma uma gramatica pode ser definida por:

G=(T,NT,P,S)

e neste contexto uma linguagem gerada pela gramética € o conjunto de strings ou frases

que satisfazem os seguintes requisitos (Shalkoff, 1992):

e (ada string € somente constituida por simbolos terminais.

e (ada string € produzida a partir de S utilizando P de G.

Consoante as restricdes impostas, relativamente ao conjunto de simbolos terminais e

ndo terminais, as gramdticas podem ser de varios tipos, a saber:

e Gramaticas livres (free grammar).
e Gramadticas de contexto sensitivo (context-sensitive grammar).
e Gramadticas de contexto livre (context-free grammar).

e Gramdticas de estados finitos ou regulares (autématos finitos).

Estas dltimas s@o bastante populares nomeadamente pela facilidade em se proceder
a sua representacdo grafica. Seja qual for o tipo de gramadtica utilizada, ela pode servir

uma ou ambas das seguintes fungdes:

e Produzir uma string, de simbolos terminais, utilizando P ou seja, gerar uma
frase na linguagem da gramatica G.
¢ Dada uma frase e uma gramatica G, determinar se a frase foi gerada por G e,

caso afirmativo, a estrutura da mesma.

Sendo assim pode dizer-se que uma gramatica pode ser utilizada de dois modos:
® Producdo (generative)- tal como o proprio nome indica tem como objectivo
criar uma string de primitivas por via das produgdes, string esta que € uma

frase na linguagem considerada.
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e Analitico (analitic)- dada uma frase avaliar se esta pode ser integrada na
linguagem i.e., se pode ser gerada utilizando-se a gramdtica em causa e/ou,

se a sua estrutura tem proveniéncia daquela linguagem.

Devido a possivel e provavel existéncia de ruidos que induzem ambiguidade, é
comum a utilizacdo de gramadticas estocdsticas. Anteriormente ndo se incluia a
possibilidade de ocorréncia de erros, nas frases produzidas pela gramética, nem existia a
possibilidade de se incorporar informacdo a priori. Por estas razdes, a utilizagdo de
gramdticas estocdsticas pode ser util. A principal diferenca entre estas e as gramdticas
descritas anteriormente (gramdticas de strings) sdo as producdes e o simbolo de
comeco: a nocdo de producdo € generalizada por adi¢cdo da correspondente
probabilidade e a escolha de S € caracterizada por uma distribui¢do de probabilidade. A
gramdtica passa assim a ser definida por um conjunto mais vasto G=(7T,NT,P,S,(Q), onde
Q € o conjunto das probabilidades associadas a cada uma das producdes. Uma string
produzida por G passa a ser vista como um resultado de uma sequéncia de ensaios e as

descendéncias de uma frase como uma sequéncia de eventos probabilisticos.

Na maior parte das aplicacdes a gramatica € “desenhada a mao”. No entanto, como
tem sido aqui bastante salientado (na medida em que se discute o r.p.) a aprendizagem
assume um papel preponderante. Por outro lado, o introduzir-se o conceito de gramatica
estocdstica € natural que também surja o conceito de inferéncia gramatical pelo que €
desejdvel que as graméticas possam ser construidas com base numa amostra de padrdes.
No entanto, além deste aspecto estar ligado a uma série de problemas de grande
complexidade (ver Shalkoff, 1992, Duda, Hart e Stork, 2001 e Pavlidis, 1977), como € o
caso da ambiguidade introduzida por algumas gramaticas (como se verd mais a frente
pode ndo existir uma ligacao tnica entre uma gramatica e a correspondente linguagem),
a utilizacdo da inferéncia gramatical restringe-se a aplicacdes bastante especificas, para
além da area do r.p., como é o caso da implementacao de linguagens de programacao.
Por esta razdo fica aqui apenas a referéncia de uma homepage que pretende ser uma
fonte de informacdo centralizada da inferéncia gramatical e suas aplicacoes:

http://www.cs.iastate.edu/~honavar/gi/ei_main.html.

Para o reconhecimento existem basicamente dois processos possiveis: string

matching- processo heuristico em que nio se t€ém em consideracdo modelos detalhados
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nem a utilizacdo de regras rigidas, e o parsing. O procedimento utilizado com maior
frequéncia, para o reconhecimento, é via parsing, conceito fundamental neste contexto
(quanto ao outro processo deixa-se como referéncia, por exemplo, Duda et al., 2001,
Seccdo 8.5). O parsing tem como objectivo primdrio verificar se uma dada string
(input) esté sintacticamente bem formada. Por outras palavras, € o processo que consiste
em avaliar se o input é valido para uma dada linguagem e no contexto de determinada
graméticaM. A string pode ser decomposta de uma forma que permita um
processamento posterior pelo que deve obedecer a uma determinada estrutura

hierarquica.

O parsing € frequentemente utilizado para o processamento de programas de
computadores ja que estes devem ser alvos de uma inspec¢do que permita avaliar se estd
sintacticamente correcto e se a estrutura dos dados se reflecte na estrutura do préprio
programa; se tal for verificado, poderd ser compilado numa linguagem a um nivel
inferior (assembler). O parsing também assume um papel fundamental na interpretacao
de linguagens “naturais”, tal como o Portugués. Os analisadores (parsers) apoiam-se na
gramética que define as expressoes validas em determinada linguagem. Neste exemplo,
serd apenas a gramatica de Portugués, para outros, tais como as linguagens de
programacdo, serd uma gramdtica que define as construgdes vdlidas nessa linguagem
(com frequéncia, as gramaticas de contexto livre).

Mas o parsing de uma frase pode ir mais além do que a simples verificacdo da sua
boa ou ma constitui¢ao, poderd envolver toda a descricao estrutural, especificada pela
gramética. O trabalho associado a todo este processo pode assim abranger varios
aspectos tais como:

¢ Defini¢do matemaética das derivacdes de uma gramdtica e dos respectivos
algoritmos,

e (dlculo das complexidades de tempo e espaco dos algoritmos em termos
de comprimento da frase e tamanho das gramaticas (especialmente),

e Comparacgdo de diferentes formalismos de gramdticas, mostrando sempre
que possivel as respectivas equivaléncias,

e (Combinacdo da informacdo estatistica e gramatical por forma a

incrementar a eficiéncia dos analisadores.

14 . . »
Note-se que uma linguagem pode ser gerada por mais do que uma gramdtica
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Na linguagem formal das gramadticas a func¢do dos analisadores (parsers) é
reconhecer a sintaxe da linguagem. Qualquer estrutura que subsista a capta¢do pelo
analisador remete para a andlise designada por semantica. Retomando o exemplo das
linguagens de programacdo, e no caso de uma operacdo bindria em Pascal, o facto do
operador poder assumir dois argumentos (expressdes) e de gerar uma expressao diz
respeito a sintaxe; no entanto, o facto destes argumentos puderem ser ndmeros inteiros
ou reais ja diz respeito a semantica. Um outro exemplo contemplado na andlise
semantica diz respeito a declaracdo de uma varidvel antes desta ser utilizada; este tipo
de dependéncia ndo pode ser capturada pelo analisador porque a utilizacdo da varidvel
nio ocorre como parte da declaracdo. SO os programas sintacticamente correctos tém

também semantica.

A sintaxe integra também os simbolos que permitem a construcao de palavras bem
como a respectiva estrutura de frases bem formadas. Voltando ao exemplo da
linguagem Pascal, pode entender-se como simbolos as letras, digitos e operadores, como
palavras as palavras chave ou nimeros e como frases as expressoes ou declaragdes que

formam os programas.

No contexto das linguagens de programacdo poder-se—4 entdo dizer que a sintaxe se
prende com o aspecto do programa, a respectiva estrutura e a definicdo matematica
enquanto que a semantica estd associada ao significado do préprio programa, sendo por

isso dificil dar uma defini¢do matematica.

Feitas estas consideragcdes, pode sintetizar-se as quatro tarefas essenciais de um

parsing da seguinte forma:

1. Leitura do texto: identificacdo da sequéncia de caracteres contida numa string.

2. Anadlise lexical: conversio do input numa sequéncia de sinais, ou seja,
combinagdo dos caracteres em simbolos ou sinais (fokens) como por exemplo
nimeros reais ou inteiros, palavras chave,...

3. Andlise sintdctica: processo de correspondéncia das produgdes com os sinais
gerados anteriormente (verificar se uma dada sequéncia de sinais corresponde ao

conjunto de produgdes da gramdtica- regras da gramdtica).
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4. Criacdo da estrutura: se € encontrada uma correspondéncia cria-se uma
determinada estrutura chamada drvore sintdctica abstracta que descreve como €

que a string de input correspondeu, caso contrario € rejeitada.

Realizando-se os passos acabados de apresentar, perde-se a informacdo acerca da
forma como a sequéncia de sinais correspondeu, estruturalmente, as produgdes.
Contudo, em geral esta informacdo é de grande importancia. A ferramenta, definida
neste contexto, que permite armazenar este tipo de informacéo € apelidada de arvore de

derivacao, uma forma mais completa da arvore sintactica abstracta.

As representacdes grificas constituem uma técnica bastante comum associada ao
parsing. Quando ndo € necessdrio conhecer a producdo a que se recorreu para a
obtencdo de determinada frase, ou seja, quando apenas se pretende captar a esséncia da
producdo (por exemplo algo do tipo “existe aqui uma adi¢do”) recorre-se a arvore
sintictica abstracta. Uma situagcdo diferente surge quando existe necessidade de se

conhecer a constituicdo exterior i.e., a estrutura da frase; nesse caso utiliza-se uma

arvore de analise (parse tree).

Considere-se um exemplo muito simples onde o objectivo é o de analisar a
expressdo 3+(5x8) e verificar se esta é valida como expressdo aritmética. Pode-se

recorrer a constru¢do da drvore de andlise

<expressao aritmética>

/\

<expressao> + <expressao>
/\
<numero> <expressao> X <expressao>
<algarismo> <numero> <numero>
3 <algarismo>  <algarismo>
5 8
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ou ainda da arvore abstracta

Neste exemplo, + e X sdo simbolos terminais enquanto que ‘expressdao’, ‘nimero’ e
‘algarismo’ constituem exemplos de simbolos ndo terminais. Para simbolo de comec¢o

toma-se ‘expressao aritmética’.

H4, no entanto, que tornar clara a distincdo entre drvore de andlise e arvore de
derivacdo. A primeira descreve a constituicdo externa da estrutura enquanto que a
segunda representa a historia da derivacao, i.e., a descendéncia da andlise (parse). As
arvores de derivacdo sdo as frases reais da linguagem. Assim, fixada uma frase e uma
gramatica,

¢ Qualquer derivagdo corresponde a uma tnica arvore de andlise,

e Uma drvore de andlise pode corresponder a vdrias derivacoes.

Uma gramatica € apelidada de ambigua se existir na forma de duas ou mais arvores
de andlise. Considere-se o seguinte exemplo de uma gramadtica (retirado do site da

internet http://www.cse.msu.edu/~torng/Classes/360/lectures/lecture31)

G=(T,NT,P,S) onde T={(,)}, NT={S}, S=S e P=S—>SS/(S)/ A

Uma derivagao possivel para ( )(()) é

S=ES=AS)S=()S= ( )S)=( N(S)=(N())-
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Esta derivagao 4 apelidada de derivacdo mais a esquerda uma vez que € a varidvel que
se encontra mais a esquerda que é expandida. Mas esta ndo € a unica derivagdo possivel,

pode-se proceder a derivacao mais a direita,

S=88=8(8)=>8((8))=>S(()=(S N())=( )())

ou ainda,

S=ES=AS)S=AS )S= (NS)=()(S)=( )(())

Note-se que quer a derivacdo a esquerda, quer a derivacdo a direita sdo Unicas. No

entanto, qualquer que seja a derivacdo utilizada, a drvore de andlise resultante € sempre

a seguinte:
S S
( S ) ( S )
A ( S )
A

A estrutura grafica de uma arvore de andlise representa a informacdo semantica. Por
vezes hd quem distinga as descendéncias das drvores pela natureza dos seus arcos: uma
linha tracejada é utilizada para a substituicdo e uma linha cheia para substituicao por um
simbolo terminal (ver por exemplo http://www.cis.upenn.edu/~xtag/release-8.31.98-

html/nodel.html).

A arvore tanto pode ser construida comecando-se pelo topo- top-down parsing,
como pela base- bottow-up parsing. No primeiro caso inicia-se com o chamado
simbolo de comeco ou raiz (designado anteriormente por S) e vai-se construindo a
arvore de cima para baixo até se chegar a frase que estd a ser alvo de andlise. No
segundo tipo de procedimento comega-se com o input € constroi-se a arvore de baixo

para cima até se atingir o simbolo de comeco S.
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Ja foi referido no inicio desta seccdo que a quantificacio da estrutura a ser
reconhecida pode ser feita quer através de gramdticas, quer através de descrigdes
relacionais. As representacdes em drvore acabadas de apresentar, representam uma das
alternativas subjacentes a estes métodos graficos, a par dos grafos (arvores ciclicas) com
particular relevancia em questdes de avaliacdo de similaridades e dos autématos ou
maquinas de estados finitos (arvores rotuladas recursivas). Para mais detalhes acerca
dos métodos gréficos e do conjunto das técnicas associadas a esta abordagem aconselha-
se vivamente Shalkoff (1992), numa perspectiva mais matemadtica, ou Pavladis (1977)
na Optica da engenharia. Para uma abordagem mais superficial Friedman e Kandel

(1999).

As descrigdes gréficas e especialmente as drvores, desempenham assim um papel
fundamental quer neste tipo de abordagem, quer (como veremos mais adiante) na
abordagem estatistica onde irdo surgir os denominados métodos baseados em arvores
(tree-based methods) e que justificam a referéncia a abordagem estrutural nesta
dissertacdo. Elas permitem que a informacdo seja armazenada através dos nodos que
podem guardar informacdo sub-estrutural e através dos arcos que reflectem a

informacao relacional entre o nodo anterior e o sucessor.

Uma extensdo, no contexto da abordagem estrutural, pode ser efectuada
introduzindo-se a teoria dos conjuntos imprecisos- uma extensdo das gramdticas
estocdsticas. Esta inovagdo permite a introdug@o de uma certa flexibilidade no espaco de
localizagdo. Um exemplo (dos tipicos na drea do r.p.), onde podera ter interesse a sua
introducdo, é o do reconhecimento de caracteres. Bezdek (1992) justifica a que niveis e
em que medida € que a teoria dos conjuntos imprecisos pode ser integrada na

abordagem estrutural.

Por tudo aquilo que foi referido na Sec¢dao 1.3 e indo ao encontro das ideias
proferidas por Leondes (1998), ndo hda nenhum método que consiga ser superior aos
restantes com respeito a todos os seguintes aspectos: generalizacdo, precisdo, tempo de
aprendizagem, necessidades de memodria e complexidade de implementacido. Sendo
assim, todos estes factores devem ser tomados em consideracdo antes de se proceder a
escolha de determinado método, e ndo como € frequente, centrando-se exclusivamente

nos factores precisao e generalizacao.
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Capitulo 2

Classificacao supervisionada

Neste capitulo trata-se do tema r.p. apenas do ponto de vista da classificacdo
supervisionada e no contexto da abordagem estatistica. Comeca-se pelo tema da
classificacdao apresentando-se a formulacdo de um problema tipico e a notagdo bdsica.
Aborda-se a questdao da rejeicao, descrevem-se os critérios de decisdo existentes para a
obtencdo da regra de decisdo e os critérios de avaliacio da performance do
classificador. O capitulo termina com uma apresentacdo e descricdo dos métodos de
classificacdo existentes, as tradicionais divisdes efectuadas sobre estes métodos
(paramétricos versus ndo paramétricos, estimac¢do de densidades versus estimacdo de
probabilidades a posteriori e outras subdivisdes), bem como as correspondentes

condi¢Oes de aplicabilidade.

2.1 Introducao

Quando confrontados com um problema de classificacdo surgem-nos de imediato
questdes como: “Qual a melhor regra de classificacao, ou qual o melhor classificador?”.
No entanto estas questdes nio sdo as mais adequadas pois diferentes problemas tém
diferentes caracteristicas e portanto diferentes solugdes, o que € melhor para
determinado problema pode ndo ser o mais adequado para outro. Entdo a questdo a
colocar devera ser: “Qual a melhor regra de classificacio para este problema
particular?”. E mais ainda, hd que definir o conceito de melhor, ou seja, o que é
realmente importante em termos de resposta ao problema, bem como o que se pretende

optimizar.

Este conceito é geralmente interpretado no sentido de classificacdo precisa. No
entanto a precisao € apenas um aspecto da performance do classificador, existem muitos

outros que podem ser tanto ou mais importantes, como se verd mais adiante. Mas
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mesmo que se tenha concluido que a precisdo da classificagao € o ou um dos factores
mais importantes, hd que ter cuidado com a sua definicdo; esta pode ter véarios
significados, consoante a formagao de quem a utiliza e o contexto em que esta inserida,

o que pode envolver para além do mais, determinadas restricoes.

A precisdo de classificacio pode estar relacionada com taxa de erro (percentagem de
classificagdes incorrectas), custo total esperado, sensibilidade, especificidade,
coeficiente de Gini (nomeadamente aquando da utilizacdo de drvores de classificacdo),
etc... Hand (1997) explica com detalhe em que consiste cada um destes critérios.

Ainda em relacdo a precisdo hd que tomar em consideracdo a prépria medigao:
célculos efectuados sob a amostra de treino conduzem a resultados geralmente
diferentes daqueles efectuados sob a amostra de teste. Nao deixa de ser comum,
especialmente nas aplicacdes de redes neuronais ou nas aplicacdes de machine learning,
que os dados de treino se ajustem perfeitamente e a performance na amostra de teste

seja uma decepcao total.

Que outros factores poderdao também ser relevantes para a classificagao?

e A facilidade com que € conseguida a interpretacao da regra (ha situacdes em
que sendo um operador humano a fazé-la poderdo ser cometidos erros
catastroficos- é o caso do desastre de Chernobyl). Afirmacdes, citadas em

http://www-bcf.usc.edu/~meshkati/chernobyl.html, tais como ‘“one of the

defects of the system was that the designers did not foresee the awkward and
silly actions of the operators”, “human errors and problems with the man-
machine interface”, entre muitas outras que apontam no mesmo sentido,
justificam a origem deste acidente.

e A velocidade associada a construcdo da regra de classificacio e mesmo a
propria classificacdo. Em algumas circunstancias a questdo da velocidade
poderd até ser o factor mais importante- um exemplo bastante simples é o da
leitura automadtica de cédigos postais. Um classificador com uma precisio de
90% pode ser preferivel a outro com uma precisdo de 95%, se for por
exemplo, 100 vezes mais rapido- tais diferencas em escalas de tempo ndo
sd0 assim tdo pouco comuns, nomeadamente quando se trabalha com redes

neuronais que ao trabalharem em paralelo podem ser bastante rapidas, como
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alids ja aqui foi referido. Ao contrdrio de outros métodos como, por
exemplo, o K-NN que € muito lento devido a grande quantidade de
pesquisas necessdrias. Claro que o ser “rdpido” ou “lento” € relativo-
depende da aplicacdao em causa; o método K-NN até pode ser “rdpido” se
efectuar por exemplo a classificacdo num décimo de segundo! Este exemplo,
referido por Hand (1997) permite também salientar a importancia do tempo
de aprendizagem. Por vezes torna-se mesmo necessdrio que se “aprenda”
rapidamente a regra de classificacdo ou até mesmo que se facam
ajustamentos de uma regra ja existente em tempo real (para mais detalhes ver
Michie et al., 1994).

A quantidade requerida de conhecimento a priori.

A aptidao com que o método € capaz de lidar com valores omissos.

A deteccao das restricdes associadas ao problema em causa.

O “grau” de afinacdo do método, ou seja, o facto de todos os parametros
poderem ser estimados directamente através da amostra de treino ou a
necessidade de ter de se recorrer a um conjunto de afinagdo separado.

O objectivo a ser alcancado, se a procura de um método para construgdo de
um classificador a ser usado na pratica ou meramente um método que
demonstre o seu valor. Segundo Hand (1997) este aspecto esta relacionado
com o facto de se pretender explorar a performance condicional a uma dada
amostra de treino (situagdo que aparece com frequéncia na pratica) ou
quando se estd a tentar estabelecer niveis de performance gerais e portanto
conclusdes ndo condicionais que consagram o cruzamento de vdrias
amostras de treino.

Os custos das classificagOes provenientes de quais e quantas varidveis t€ém de
ser medidas.

A facilidade com que as varidveis podem ser medidas. Muitos problemas de
classificacdo sdo motivados pelo desejo de substituir um processo de medida
custoso/vagaroso por um processo barato/rdpido (Hand, 1997). A perda de
precisao da classificacdo € frequentemente um custo aceitavel no sentido de
se atingir o melhor compromisso entre a precisdo de classificacdo e outros

aspectos da performance.
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Um dos aspectos acabados de referir e que tem particular relevancia, prende-se com
as restricdes associadas a determinado problema', podendo ter uma influéncia bastante
significativa, dependente da natureza do problema de classificagdo. Por exemplo, no
caso particular da classificacdo de cromossomas, os tamanhos das classes sdo fixos.
Ainda nesta drea o termo diagnosis tem um significado diferente de screening; enquanto
que no primeiro o objectivo € afectar um individuo a classe com maior probabilidade, o
segundo ja € um conceito ao nivel da populacdo pelo que o objectivo passa a ser a
identificac@o da parte da populacdo mais propensa a pertencer a determinada classe (ou
a fraccdo da populac@o mais propensa de sofrer de determinada doenga, neste contexto).
A distin¢do entre estes dois termos ird ter consequéncias nomeadamente na utilizacdo da

taxa de erro (Hand, 1997, Cap.6, Cap.8).

Outro exemplo bastante explorado na literatura € o do reconhecimento de discursos
onde as probabilidades de ocorréncia das palavras sdo influenciadas ndo sé pelo
contexto em que estao inseridas, mas também por toda a estrutura sintictica e semantica
da prépria linguagem. Em problemas espaciais tais como a exploracdo de petréleo é
suposto que determinadas classes se encontrem relacionadas com algumas classes

“vizinhas”. Muitos exemplos poderao ser encontrados em Hand (1997).

Esta exposi¢do permite tornar claro o porqué da importincia da constru¢do de um
procedimento de classificacdo, sendo a resposta sintetizada nos seguintes topicos:

e A maior rapidez resultante da mecanizacdo dos procedimentos de
classificac@o (por exemplo na leitura de cédigos postais);

e A tomada de decisdao baseada apenas na informacdo relevante (os
operadores humanos podem fazer surgir enviesamentos);

e A tentativa de explorar um conjunto de procedimentos alternativos
aquele que podera parecer o tinico caminho (por exemplo no diagndstico
médico poderd evitar-se que a operacdo seja o unico caminho seguro,
construindo procedimentos alternativos para se proceder a um

diagndstico preciso, apenas com sintomas externos).

' Entenda-se aqui restricdes no sentido vasto podendo contemplar aspectos como o objectivo da
classificacao.
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2.2 Formulacao de um problema de classificacao

Para que se possa avancar no desenvolvimento de resultados tedricos, passa-se de
seguida a apresentacdo dos requisitos, objectivos e suportes afectos a formulagdo

genérica de um problema de classificagao.

Requisitos:
¢ Universo dos objectos (pacientes, caracteres,...);
e Classes a que os objectos poderdo pertencer” (doente/ndo doente,
0/1/2/...19,...);
¢ Conjunto de medidas (caracteristicas) (idade/pressdo sanguinea,...,

imagem de 12*12 pixels,...).

Objectivo’:
e Predizer a identidade das classes, ou seja, afectar cada um dos objectos

as classes correspondentes, com base nas caracteristicas observadas.

Suportes:
® Assume-se disponivel uma amostra de treino constituida por objectos
sobre os quais se conhecem as suas caracteristicas e a sua identidade

(classe a que pertencem).

Formalmente considere-se um objecto (padrdo) com vector de caracteristicas
X:(X1,X2,...,Xp)T € X , um conjunto de c classes distintas Gy, Gy, ..., G, € uma amostra
de treino (xl,G,.l ), (X2, Gl.2 )y eees (Xn, G,.n) com ;=] se € sO se a k-ésima observacao
pertence a G;, j=1,2,....,c e k=1,2,...,n. O objectivo primdrio consiste em gerar uma regra
de decisao, i.e., uma funcdo que nos diz a decis@o a tomar para cada novo objecto. A

tarefa da classificacdo consiste entdo em estimar a verdadeira classe depois de

observado X.

> Tal como ja foi referido, no Ambito desta dissertacio serd apenas abordada a classifica¢io
supervisionada pelo que se assume que o conjunto das classes esta previamente especificado.

3 No sentido mais genérico da classifica¢io, pois como também ja aqui foi referido, poderd haver também
interesse na descricdo.
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Naturalmente que no processo de classificagdo, baseado em X, pode optar-se pela
rejeicdo, i.e. pela potencial recusa de decisdo no caso em que o classificador ndo tem
certeza suficiente. E no entanto, fundamental que se entenda que hd duas diferentes
razdes para tal recusa

® a ndo evidéncia suficiente para se chegar a uma unica decisdo ja que
mais de uma das classes parece adequada para determinado objecto ou,

® o0 ndo reconhecimento, por parte do classificador de algum caso
semelhante (que obviamente provém de um campo fora dos analisados e

que portanto deve ser devolvido por resolver).

Sendo assim, de uma forma mais genérica pode-se dizer que um classificador é uma
aplicacdo: y — {Giy, Ga, ..., G, I, O} onde I representa uma zona de indecisao e O uma
zona de observacdes outliers onde a tarefa de classificacdo consiste em estimar a
verdadeira classe associada a uma nova observacdo, caracterizada pelo vector Xpoyo.
Estas situacdes surgem quando as funcdes de decisdo assumem valores muito idénticos
ou aquando da existéncia de objectos muito diferentes dos restantes- observacodes
outliers. Mais a frente apresentar-se-ao todos os detalhes acerca destas duas novas
classes, considerando-se neste momento apenas o caso de ¢ classes. Note-se, no entanto,
que I e O constituem ddvida podendo, qualquer uma delas, ser estudada na forma de

..o 4
classe de rejei¢ao .

O classificador divide o espago das caracteristicas em regides de decisido por forma
a que os pontos caiam numa regido a qual se associa determinada classe. O aspecto
crucial desta particdo sdao as (hiper)superficies, ou fronteiras, de decisdo que
representam os limites que fazem a separacdo entre as regides de decisdo associadas as
varias classes. Estes limites sdo designados por superficies de decisdo uma vez que o
movimento através da superficie modifica a decisdo da classificacdo. As superficies sdo

expressas em termos das funcoes de decisao ou funcoes discriminantes.

Um aspecto que convém aqui salientar € o da diferenca entre classificacdo e

discriminacdo. Enquanto que nesta ultima se pretende descrever as diferencas entre

* A questdo da rejeicdo no sentido da indecisdo serd abordada no Capitulo 3 e o problema das observacdes
outliers no Capitulo 4.
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varios objectos das diferentes classes e portanto encontrar discriminantes para a
separacao das mesmas, na classificacdo o que realmente tem interesse € a separacao dos
objectos e o encontrar de uma regra que possa ser usada para afectar novos objectos as
classes pré-definidas. No entanto, em termos de funcdes € indiferente a utilizacdo do
termo funcdo discriminante ou fung¢do de decisdo (para mais detalhes consultar

McLachlan, 1992).

Em termos genéricos, designando-se as fungdes de decisdo por di(x) i=1,2,....c, a
regra de decisdo consiste em classificar um novo objecto, com vector de caracteristicas
X, na classe G;, i=1,2,....c, se di(x)>dj(x), Vj#i, ou ainda, i = arg max d; (x), j=1,2,...,c.
Note-se que di(x)=d;(x) define a superficie de decisdo entre as classes G; e G;. No caso
particular de duas classes € equivalente a usar d(x)=d(Xx)-dx>(x) e classificar em G se
d(x)>0 e em G, se d(x)<0 (geralmente, admite-se que quando d(x)=0 se procede a uma

escolha aleatdria razoavel).

A parte o problema da selec¢io de caracteristicas, a prépria formulagio das fungdes

de decis@o ndo € de todo trivial. O caso mais simples surge quando as classes sdo
)4

linearmente separdveis, i.e., d(x):wo+w1x1+...+wpx,,:Zwix,. +w, :WTX+W0 onde w é
i=1

um vector de pesos. Claro que na pratica estas funcdes sdo muitas vezes nao lineares,

estando disponiveis varias abordagens para a sua formulacdo, de acordo com a

aplicacdo particular. Na Figura 2.1 apresentam-se vdrias situacOes esquematicas,

bidimensionais, com funcdes de decisdo nao lineares.

G3
L S ;
by ra
. //I - o /@\xl
xl

Figura 2.1- Exemplos de regides de decisdo separadas por superficies ndo lineares.
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Ainda a respeito das funcdes de decisdo lineares ha que optar por uma separagao
absoluta ou aos pares (pairwise separation). Se cada classe tiver uma fun¢do de decisao
linear, di(x), tal que d,(x) = wl.Tx >0 se xe G, i=1,2,...,c, e 0 caso contrdrio (onde w; é
o vector de pesos associado a di(x)), entdo existe separacdo absoluta entre Gy, Go, ..., G..
Nesse caso a regra de decisdo consiste em classificar um novo objecto, com vector de
caracteristicas X, na classe G; se d(x)>0 e d;j(x)<0 Vj#i e i,j=1,2,...,c; designe-se por D;
a correspondente regido de decisdo. Entdo a classe G; € um subconjunto da regido D,.
Este aspecto alerta-nos quanto a possivel existéncia de regides de “indefini¢dao”. Isto
porque embora as classes padrdo sejam geralmente limitadas, as respectivas regioes de
decisdo podem ndo o ser. Friedman e Kandell (1999, Cap.2, pag. 24-31) explicam e
exemplificam com detalhe as diferentes situacdes que poderdo ocorrer num ou noutro

caso.

Na impossibilidade de separac@o absoluta pode ainda ser realizada uma separacdo
parcial se cada par de classes for linearmente separdvel; é o caso que se refere como
separacdo aos pares. Nesta situagdo, a cada par de classes G;, G; associa-se uma func¢io
de decisdo linear dj; (x) tal que djj (x)>0 Vxe G; e d;; (x)<0 Vxe G;. Neste caso a regra
consiste em classificar um novo objecto, com vector de caracteristicas X, na classe G; se

dij(x)>0 Vj#ie i,j=1,2,...,c. Note-se ainda que d;; (X)= -d;j (X).

Quer na separacdo absoluta quer na separagdo aos pares, ndo se obtém geralmente

uma parti¢ao, i.e., a reunido das regidoes de decisdo ndo corresponde geralmente a R”.
Consequentemente um objecto pode ndo ser classificado em nenhuma das classes. Mas
mesmo que se consiga assegurar a inexisténcia de pontos em ‘“terra ninguém”, existem
muitos problemas onde poderdo ocorrer situagdes de indecisd@o ou de aparecimento de
observagdes outliers. Isto reforca a necessidade da formulacdo do problema de
classificacdo da forma genérica apresentada anteriormente e que contempla ndo ¢, mas

c+2 classes.

As componentes bdsicas de um problema de classificacdo, no sentido deste estar

definido de forma completa (por todos os elementos serem conhecidos) sio:
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e As probabilidades a priori das classes, as quais irdo ser designadas por

7 e verificando, obviamente, 7,20 e Zni =1 para i=1,2,....c.

¢ A func¢do densidade de probabilidade (ou funcdo de probabilidade) do

vector X condicional a classe, f; (x)= P(X|Gl~).5 A funcdo densidade da

populacdo total é dada por f (x)= Zn,. fi(x).

* A matriz de custos associada a uma classificacdo incorrecta (custos de
mé classifica¢do), C(ilj) ou Cj, representando o custo de classificar
erradamente um objecto na classe i, quando de facto pertence a classe j,
tendo-se como é 6bvio C(ili)=0.

e Um critério de separacdo das classes: critérios de decisdo apresentados
em 2.3 e que sdo dependentes do conhecimento ou desconhecimento das

trés componentes anteriores.

Na pratica o mais provédvel € que pelo menos uma das trés primeiras componentes
seja desconhecida. Tal como refere Pires (1995, Cap. 1, pag. 15), na posse de algumas o

problema tem solucao imediata recorrendo-se a um de vdrios critérios de decisdo.

O desconhecimento das probabilidades a priori obriga a sua estimagao, por exemplo
através da frequéncia relativa com que cada classe ocorre na amostra de treino, ou a
aplicacdo de algum critério onde estas ndo sejam necessdrias. Quanto a f.d.p., ou se opta
por algum dos muitos processos de estimagdo e depois utiliza-se esta estimativa como
se fosse a verdadeira fungdo, ou mais uma vez, se opta por um critério adequado a
situacdo. Relativamente ao desconhecimento dos custos, ou se considera que o seu racio

€ 1, ou terd de se enveredar por um critério de decisao que ndo necessite destes.

2.3 A questao da rejeicao

Frequentemente € preferivel ndo classificar, i.e, decidir pela rejei¢do, do que optar por
uma decisdo com elevada probabilidade de classificacdo incorrecta; sdo geralmente as

observacgdes “incertas” (nesta fase, entende-se por observagdes incertas aquelas para as

5 . L, . . . ., L. . . .
Esta notagao serd utilizada arbitrariamente, quer a varidvel aleatéria seja discreta ou continua.
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quais dij, i#j: di(X)=d;j(X)) que mais contribuem para o nimero de classificacdes
incorrectas (ou mé classificagdo). Os inconvenientes causados pela rejeicdo devem ser
sempre julgados contra as consequéncias de uma ma classificacdo embora na pratica as
vantagens ou desvantagens sO possam ser avaliadas tomando em consideracdo a

aplicacdo especifica.

Ha aplicagdes para as quais o custo de ma classificacdo € muito grande e portanto
uma rejei¢do de observacdes elevada € aceitdvel, tornando a taxa de ma classificagdo o
menor possivel; exemplos tipicos (Leondes, 1998) sdo aqueles que surgem no campo da
medicina, tal como a apreciacdo de imagens para deteccdo de cancro. Noutras
aplicacdes em que por exemplo hd controlo humano posterior, é preferivel classificar
sempre numa classe, mesmo com risco de elevado nimero de mds classificacdes. Um
outro exemplo, que reforca e clarifica esta ideia, € o dos sistemas de detec¢do de avides
baseados em radar, descrito por Marques (1999, Cap.2, pag.28):

“... é obviamente menos grave um falso alarme do que uma falha de

detec¢do que permita a um avido aproximar-se sem ser detectado”

Uma escolha adequada da regra que conduz a rejeicao permite que o comportamento
do classificador se sintonize com a aplicacdo em causa. A ideia consiste em utilizar uma
constante que actue como um limiar de seguranga contra um ndmero excessivo de erros
de classificacdo e que poderd ser especificado pelo utilizador ou escolhido apds a
experimentacdo de diversos valores (se possivel numa amostra de teste) obtendo-se
estimativas da probabilidade de classificagdo incorrecta e da probabilidade de rejei¢ao
(taxa de erro, E, e da taxa de rejeicao, R, respectivamente). Os detalhes de obtencdo
destas taxas serdo fornecidos no Capitulo 3 quando se tratar da classificagdo com

introdugdo da rejeicao por indecisao.

Embora a op¢io de rejei¢do possa aliviar ou remover o problema do elevado nimero de
mas classificagdes, algumas observacdes correctamente classificadas podem ser
convertidas em rejeicdo. Nao esquecamos contudo que rejeicio pode (e deve) nao

significar exclusdo mas apenas o suster da decisdo para tratamento posterior (ou em
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separado). Mais a frente, no Capitulo 4, ird retomar-se este assunto quando se tratar da

questdo da rejeicdo pela existéncia de observagdes outliers.

2.4 Critérios de decisao sem opc¢ao de rejeicao

O r.p. do ponto de vista estatistico, centra-se essencialmente na decisao no sentido do
desenvolvimento de estratégias de classificacdo. As regras de decisdo sdo assim
formuladas de acordo com diferentes critérios, como por exemplo, a conversdo de
probabilidades a priori em probabilidades a posteriori e da sua correspondente
maximizac¢do ou ainda pela minimizacdo de alguma medida de erro de classificagdo.
Designem-se por Dj, D,, ..., D, as regides de decisdo associadas as c classes. Ver-se-a
de seguida como € que uma ou mais das componentes basicas poderdo ser combinadas

para a constru¢do de um critério de decisdo.

2.4.1 Maxima verosimilhanca

Comeca-se pelo critério mais simples onde nao sdo consideradas as probabilidades a
priori e os custos de classificacdo incorrecta. Intuitivamente e tendo em conta o que ja
foi aqui mencionado, a proposta mais obvia consiste em definir as regides de decisdo de

acordo com a seguinte regra:
xe D; se fi(x)>fi(x) Vj#ieij=12,...,

ou equivalentemente,

fi(x)

Ji(x)

x e D;se > 1 Vj#ie i,j=1,2,...,c.

Uma vez que o objectivo é comparar f.d.p. (ou estimativas destas) para se proceder a
classificacdo, torna-se claro que a atengdo se prenda, ndo com as fungdes individuais
mas com a comparagdo das mesmas em termos de racios ou como uma fungao deste; é o

caso, por exemplo, da andlise discriminante linear onde se toma o logaritmo.
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Desta forma alguns pontos de R” podem ndo pertencer a nenhuma regido por se ter
fix)= fi(x) para algum i e j sendo habitual nestes casos proceder-se a uma atribui¢do
aleatdria razodvel. Esta questdo coloca-se para todos os critérios a seguir apresentados
embora ndo seja muito importante em termos praticos uma vez que a probabilidade de
aparecer um ponto sobre a fronteira € nula para vectores em que pelo menos uma

variavel € continua.

2.4.2 Maximizacao da probabilidade a posteriori

Muitos métodos de classificacdo sdo baseados na comparacdo de f.d.p.. Outros,
contudo, utilizam o teorema de Bayes para inverter o problema, focando a aten¢do nao
em f; (x)=P(xlG;) mas em P(Glx). Para que tal objectivo seja concretizado, assumem-se

como conhecidas, ndo s6 as f.d.p. como também as probabilidades a priori =,. De

acordo com o teorema de Bayes,

Tfx) _mfix)

Srnm T

q:(x) = P(G;|x)= i=1,2,....c.

Tem-se assim a seguinte regra de decisdo’:
xe D; se q (x)>q; (x) Vj#i e ij=1,2,...c.
ou equivalentemente (ja que o denominador € comum),
xe D; se 7mfi(X)> 7 f; (x) Vj#ieij=1.2,...c (2.1)

podendo ainda escrever-se como uma generalizacdo da maxima verosimilhancga,

fi(x)
- >
[i(x)

i

xe D; se Vj#ie i,j=1,2,...,c.

® Optou-se pela designacio regra de decisdo e ndo regra de classificagdo, como o fazem muitos autores,
pelo facto deste termo ser mais abranjente no sentido de contemplar ndo s6 a classificacdo numa de ¢
possiveis classes, como também a rejeicao.
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De notar que se as probabilidades a priori forem iguais este critério reduz-se ao
anterior.

As regras de decisdo baseadas no teorema de Bayes sdo Optimas- nenhuma outra
regra tem taxa de erro esperada que seja inferior. Dai que, embora inacessivel do ponto
de vista pratico (na medida em que pressupde o conhecimento das trés componentes),

constitui a base de muitos algoritmos estatisticos.

2.4.3 Minimizacao da probabilidade de classificacao incorrecta

A probabilidade de total de classificacio incorrecta ou erro € dada por
Zn,P(’erro‘IGi) onde P('erro'lG,) ¢é aprobabilidade de classificar incorrectamente
i=1

objectos que pertengam a G;, ou seja,

P(erro'|G) = [ fi(x)dx. (2.2)

Logo a probabilidade total de classificagc@o incorrecta é

P(erro) = in,. jﬁ(x)dx: - ij.nifi(x)dx. (2.3)

i=l p,

Conclui-se como € 6bvio que o critério da minimizagdo da probabilidade de

classificagdo incorrecta € equivalente ao da maximizacdo da probabilidade de

classificacdo correcta. Esta probabilidade ¢ maximizada escolhendo-se D; tal que x é

afecto a classe para a qual o integrando € maximo. Obtém-se assim um critério
equivalente ao da maximizagdo da probabilidade a posteriori (férmula 2.1).

Se for escolhida a classe para a qual a probabilidade a posteriori ¢ mdxima entdo o

erro de Bayes é dado por:

ep=1- j-maxi m, f,(X)dXx. (2.4)
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Tal como refere Pires (1995, Cap.1, pdg.17), este critério ndo é muito adequado
quando existe uma grande disparidade nas probabilidades a priori. Nesse caso, pode ser

mais adequado um critério do tipo minimax, onde o objectivo € a minimiza¢do do

max; P('erro'l G;) .

2.4.4 Minimizacao dos custos de classificacio incorrecta ou regra de

Bayes para minimizacao do risco

No critério anterior a regra de decisdo seleccionava a classe para a qual a probabilidade
a posteriori, g(X), era mdxima o que permitia a minimizagdo da probabilidade de
classificac@o incorrecta (ou de se cometer erro). Agora considera-se uma regra diferente
que minimiza o custo ou perda esperada. Este novo factor € muito importante porque
diferentes tipos de erro podem ter consequéncias variadas, tal como ja foi salientado na

Seccdo 2.3.

Nao sendo a probabilidade de classificacdo incorrecta, um bom critério de avaliacao
do classificador em situagdes deste tipo, a solugc@o passa pela atribui¢do de um custo a
cada decisdo. A maior parte da literatura sobre r.p. ignora a componente custo. S3ao
poucas as referéncias a algum tipo de custo e quando existem estdo geralmente
associadas a custos de classificac@o incorrecta, € por exemplo o caso de Webb (1999).
Por esta razdo, Turney (2000) apresenta uma catalogacdo em dez categorias, dos
diferentes tipos de custos que poderdo estar envolvidos na aprendizagem associada a
um problema de classificagdo. O erro de classificacdo incorrecta, por exemplo, é
referenciado como sendo do tipo 2 podendo ainda ser desagregado em 2.1 ou 2.2
consoante seja constante ou condicional e em 2.2.1 até 2.2.4 mediante o tipo de
condicionamento. Ja se torna comum hoje em dia, que aparecam workshops nesta area
onde os vérios artigos apresentados também sdo inseridos em categorias consoante o

tipo de custos a que fazem referéncia. E exemplo disso o “Workshop on Cost-Sensitive

Learning” realizado na Universidade de Stanford em 2000.

Na regra que se passard a apresentar assumem-se entdo conhecidas todas as

componentes de um problema de classificacdo, definidas anteriormente. Para um dado
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objecto x, o custo esperado de classificacao incorrecta em G;, também designado por
perda esperada ou risco condicional é:
C'(x)= Y C(il )P(G,Ix). (2.5)

J=1

Entdo, o risco (médio) sob a regido D; é:

C'=[C'(x) f(x)dx.

Logo, o custo (ou perda) total esperado, ou risco, para objectos de todas as classes é:

i=1

=> [Cixfxdx=

i=1

o

o

j {Z C(il j)P(G, 1) f(x)}dx

i=1 D;

| {icm B fj(X)nJ}dX. (2.6)

i=1 p, j=1

o

A expressdao do risco € minimizada se as regidoes de decisdo D; forem escolhidas por

forma a que,
xe D;se Y C(lj)f,(xm; <Y Ckl )f;(x)m,  Vk#ieik=12..c
j=1 Jj=l
ou, através das probabilidades a posteriori,

xe D; se Y C(il )P(G;1x)<D_C(kl HP(G;I1x)  Vk#i e i,k=12,..c,
j=1

J=1

ou ainda,

xe D; se C'(x)<C*(x) Vk#ie i,k=12,..c.
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Alguns autores preferem ainda apresentar a regra de decis@o de uma outra forma, que

nesta situacao particular € a seguinte:
xe D; se i=argmian(X) k=12,...,c.

Esta é a regra de Bayes para a minimizacao do risco, com risco de Bayes dado por:

ro= Irlnzm ZC:C(in)fj(x)njdxz jrlnzm EC(in)P(Gjlx)f(x)dx. 2.7)

X

Para duas classes tem-se o caso particular,

[i(x) S r,C(112)

XeD se .
LH(x)  mC2IT)

Quando os custos sdo constantes ou seja, C(ilj)=Cy Vj #1i, a regra reduz-se aquela

que se obtém com o critério da maximizacdo das probabilidades a posteriori.

2.5 Avaliacao de regras de classificacao

Até agora ainda nada foi dito acerca da estimag¢do das taxas de erro ou de outras
medidas de performance. Contudo, este ¢ um aspecto crucial que tem de ser tratado.
Uma vez que o objectivo é o da classificacdo, o comportamento de determinada regra
deve ser avaliado. Existem vdrias taxas e varias formas de as estimar. No entanto temos
de estar cientes daquilo que realmente se pretende. Uma importante distin¢do € feita
entre a performance de uma regra de classificacdo particular, desenvolvida sobre uma
amostra de treino particular, e a performance do método de constru¢cdo das regras de
classificacdo. Nesta discussdo o objectivo principal da avaliacdo de classificacdo ¢é
estimar até que ponto o classificador € bom na classificacdo de novos objectos. Se se
pretender que a performance da classificagdo seja avaliada em termos da comparacao de
classificadores no sentido de se poder dizer que “algum € melhor que outro” entdo

deverd tomar-se em conta outro tipo de conceitos tais como aqueles que sao designados

habitualmente por inaccuracy, imprecision, inseparability e resemblance. Todos o0s
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detalhes sobre estes conceitos sdo descritos, por exemplo, em Hand (1997, Cap. 6, Cap.
8). Um exemplo do quio importante poderdo ser estes conceitos (nomeadamente o
termo “imprecision”- medida de quao bem sdo estimadas as probabilidades a posteriori)
para a avaliacdo da regra, é também apresentado por Webb (199, Cap.10, pag. 328)

embora este autor adopte uma designacgao diferente (“reability”).

Nesta seccdo comecar-se-4 por apresentar as diversas taxas de erro (ndo
paramétricas) que permitem avaliar uma regra pela sua capacidade de bem classificar
ou, de uma forma equivalente, de mal classificar. Como infelizmente, tanto em
exemplos como na maior parte das situacdes reais, essas taxas sdao praticamente
impossiveis de calcular, por desconhecimento de pelo menos uma das componentes
basicas de um problema de classificacdo (ver Seccdo 2.2), segue-se uma descri¢do dos

varios processos de estimacao.

2.5.1 Tipos de taxas de erro

Dada uma regra de classificacdo, definida pela particio D,, D, .., D, as
correspondentes probabilidades de classificacdo incorrecta, supondo conhecidas

f:(x),i1=1,2,...,c foram ja introduzidas na Seccdo 2.4.3 (férmulas 2.2 e 2.3). A taxa de

erro de Bayes, também designada por taxa de erro optima, é a taxa minima de erro
possivel, supondo conhecidas f;(x) e «;, i =1,2,...,c (daf a designac¢do de taxa Optima).
Proporciona um limite inferior para a taxa de erro que pode ser atingida por uma regra

de classificacdo particular. A sua expressdo também ja foi introduzida na Secc¢ao 2.4.3

(férmula 2.4).

Sendo por sua vez D, ,i=L2,..,c as regides de decisdo estimadas (que se

pretendem tdo proximas da regides Optimas quanto possivel) definem-se as taxas de erro
substituindo na férmula (2.4) as regides de decisdo pelas correspondentes estimadas.
Segundo Hand (1997) alguns autores chamam a esta taxa a verdadeira taxa de erro,
outros a taxa de erro actual ou condicional, ¢, , uma vez que € condicional a amostra
de treino utilizada para constru¢do do classificador. Pela propria definicao de ep tem-se

€B<€qyct -
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Pode também definir-se a taxa de erro esperada ou nao condicional a amostra de
treino, que € o valor esperado da taxa de erro actual. Dada uma amostra de treino (numa
aplicagdo particular), poderd estar-se interessado nas taxas de erro condicionais das
regras. No entanto, estando numa situacdo de ter de decidir que regra deve ser adoptada
antes de se ver os dados, entdo interessard a taxa nao condicional. Tem-se também que

€p< E[eact] .

Normalmente, num problema concreto, sdo as taxas actuais que assumem maior
importancia. A maior parte da pesquisa sobre a estimacao das taxas de erro foca-se em
eqcr- Naquilo que se segue ird assumir-se que o objectivo primdrio serd o da estimagdo
da taxa de erro em termos globais ou totais (combinada sob as classes). Se, no entanto, o
interesse recair nas taxas de erro individuais- por exemplo a proporcao de objectos da
classe G; que estdo mal classificados- entdo estimativas correspondentes podem ser

obtidas focando-se na classifica¢do dos pontos de cada classe.

2.5.2 Estimacao das taxas de erro actuais

Estimativas de substituicao

Uma ideia bastante intuitiva consiste em substituir, nas taxas de erro actuais, as f.d.p.,

f.(x),i=1,2,...,c, pelas correspondentes estimativas f,(x),i=12,...,cem que se

baseou a construcao das regides de decisdo f)\l ,i=1,2,...,c. Segundo Pires (1995, Cap.

3, pag. 66), estas estimativas ndo s6 dependem bastante da especificagdo do modelo (no
caso paramétrico) como t€m fracas propriedades e embora para certos métodos
paramétricos tenham sido propostos processos de resolucdo, preferem-se actualmente
outros procedimentos que podem ser chamados de ndo paramétricos e que se passam a

apresentar.

Estimativas aparentes

Uma abordagem inicial ébvia para estimar a taxa de erro actual (ja referida na Seccao
2.2), que conduz a chamada taxa de erro aparente, consiste em reclassificar a amostra de
treino a partir da qual a regra de classificacdo foi construida, e determinar a propor¢ao

de objectos mal classificados.
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C
€, = Z me, (1),
i=1

. _m; . . . .
onde e, (i)=—- sendo m,0 numero de objectos mal classificados na classe i ¢ n; a
n

i

dimensdo da amostra pertencente a classe i.

Infelizmente, apesar de intuitiva, esta estimativa € enviesada com tendéncia a
produzir valores optimistas, uma vez que sdao utilizados os mesmos objectos que

entraram na construcao da regra de classificacdo.

Método do conjunto teste

O caminho mais simples e 6bvio, € a contagem dos objectos que a regra classifica mal,
numa amostra de teste. Esta estimativa tem o mérito de ser facil de obter e de ndo ser

enviesada.

Em geral o niimero de observagdes disponiveis ndo € tao elevado que permita optar
por este procedimento, ¢ mesmo quando €, existe sempre uma certa relutancia em fazé-
lo, uma vez que surge a tentagdo de pensar que essa informacdo poderia ser utilizada
para tornar mais eficiente a estimacdo da prépria regra- quanto maior é a amostra
melhor € a regra. Hand (1997, Cap. 7) alerta também para o cuidado que se devera ter
para garantir que a amostra de teste foi realmente desenhada da mesma distribui¢do que

a amostra de treino e ndo €, por exemplo, distorcida de alguma forma, pelo processo de

selec¢do ou divisd@o de uma amostra grande, na amostra de treino e de teste.

Um compromisso entre a particdo nos dois conjuntos de dados e a simples utiliza¢ao
das taxas € a validagdo cruzada a qual ird ser apresentada de seguida. Este e os restantes
métodos a ser apresentados envolvem a extrac¢do de subconjuntos de dados para testar
a performance dos classificadores construidos, repetindo esse procedimento para os

diferentes subconjuntos e pesando os resultados.
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Taxas de validacao cruzada

O procedimento genérico do método de validacdo cruzada, também designado de

~ £ . 7
rotacao, € o seguinte :

1. Estimar uma regra de classificacdo (a qual se pretende avaliar) com base na
totalidade das observacdes da amostra de treino.

2. Separa a amostra de treino em duas subamostras, uma com n-k objectos e a outra
com os restantes k. Com a primeira estima-se uma regra com a qual se
classificam os restantes k objectos, registando-se o nimero de mds classificacoes

em cada classe (esta parte funciona assim como amostra de teste).
3. Repete-se o passo 2. um nuimero elevado de vezes ou, de preferéncia, "C,,

calculando-se a média das taxas de ma classificacdo observadas em cada classe

e (i), e em seguida a estimativa habitual da taxa actual total,

c ~
e, =Zm e (i).
i=1

O valor mais usual para k € um, dai que o método também seja conhecido por leave-
one-out estimate ou ainda por U-method ou deleted estimate (Webb, 1999, Cap.10, pag.
21). Alguns autores utilizam também incorrectamente (ver McLachlan, 1992, pag. 344)

o termo Jackknife®.

Uma das grandes desvantagens deste método € que pode envolver uma considerdvel

quantidade de esforco computacional (nomeadamente no caso ideal em que a regra €

formada "C, vezes). No entanto € aproximadamente centrado (reduz substancialmente o

enviesamento em relacdo as taxas aparentes) embora se traduza num aumento da
variabilidade, especialmente no caso particular em que k € um. Webb (1999, Cap.10,
pag. 321) refere, no entanto, que para regras de classificacdo baseadas na hipétese da
normal multivariada, os cédlculos computacionais podem ser reduzidos através da

férmula de Sherman-Morinsson (ver por exemplo McLachlan, 1992).

7 Optou-se por apresentar este método de forma idéntica a proposta por Pires (1995, Cap.3, pag. 68).
¥ Para mais detalhes sobre este método (que antecede o Bootstrap) ver, por exemplo, Webb (1999,
Cap.10) ou Hand (1997, Seccao 7.6).
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Com o intuito da reducdo do enviesamento a par da menor quantidade de dispersao

surge um outro método baseado em Bootstrap o qual se passara a apresentar.

Taxas obtidas por Bootstrap

O Bootstrap refere-se a uma classe de procedimentos cuja base € a reamostragem (ou
reutilizagdo da amostra, segundo alguns) com reposi¢do a partir da amostra de treino
inicial. O objectivo é gerar conjuntos de observagdes Bootstrap que possam ser
utilizadas para corrigir o enviesamento. Foi introduzido por Efron (1979) e tem recebido
muita aten¢do na literatura nas ultimas décadas. Proporciona estimativas ndo
paramétricas do enviesamento e da variabilidade de um estimador e, como método de
estimacdo da taxa de erro da estimacdo, tem provado ser superior a muitas outras
técnicas (Webb, 1999, Cap. 10, pag. 326). Hoje em dia a literatura sobre este método é

tao vasta que se torna praticamente impossivel fazer um resumo de referéncias.

O procedimento pode ser descrito pelos seguintes passos:

1. Extrair, com reposi¢do, uma nova amostra de tamanho n, da amostra de

.
treino original, com n = Zrli objectos referentes as ¢ classes.
i=1

. * L . « s e A
2. Seja n; o numero de objectos, da i-ésima classe, que se obtém e calcule-se
uma nova regra de classificacdo pelo processo que estd a ser utilizado.
. * Hok . 2
Admita-se que m;, e m; representam, respectivamente, o numero de

observagdes da nova amostra e da amostra original, na i-ésima classe, que

sdao mal classificadas pela nova regra. Seja,

3. Repita-se o processo um ndmero elevado de vezes- recomenda-se no minimo

100 (ver Pires, 1995, Cap. 3, pig. 69)- e seja d; a média dos d; ao longo
dessas réplicas.
4. A estimativa Bootstrap da probabilidade total de mé classificagdo ¢ dada

por,

C
ehool = Z ﬂ’-i ehout (l) ’
i=1
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N_m = ) . . :
onde e, (i)=—+d; e m; € o nimero de objectos, da amostra de treino

2

original que sdo mal classificados na i-ésima classe.

O Bootstrap pode ser utilizado para distribui¢des paramétricas nas quais as amostras
sdo geradas de acordo com a forma paramétrica adoptada mas com os parametros
substituidos pelas correspondentes estimativas. O procedimento ndo ¢é limitado a
procedimentos de reducio do enviesamento da taxa de erro aparente e tem sido aplicado
a outras medidas de precisdo estatistica. A sua aplicagdo com classificadores tais como
as redes neuronais e arvores de classificacdo sofre também do problema do esforco
computacional necessdrio associado a obtencao das réplicas. Nestes casos, no entanto,

mais pela razdo da existéncia de maximos locais (Webb, 1999, Cap.10, pag. 328).

Efron (1983) propde ainda uma série de variantes do Bootstrap apelidadas de double
bootstrap, randomized bootstrap e 0.632 bootstrap. Detalhes sobre estas trés variantes

sdao dados em McLachlan (1992, Cap.10).

Hand (1997, Seccdo 7.8) tece uma série de consideragdes acerca de que método
deverd ser escolhido para avaliacio da classificacdo em termos de taxas de erro,
consoante aquilo que se tem disponivel, as hipdteses que poderdo ser assumidas, e 0s

objectivos que se pretendem atingir.

Até agora, o assunto tratado nesta sec¢ido baseou-se no critério da minimizacdo da
probabilidade de classificacdo incorrecta ou do erro de ma classificacdo. No entanto, tal
como ja aqui foi bastante frisado, € de todo conveniente introduzir custos associados aos
diferentes tipos de erro e portanto calcular as taxas de erro baseadas na minimizacao dos
custos de classificacao incorrecta, ou seja, na minimizac¢ao do risco.

Expressoes idénticas as apresentadas podem ser obtidas introduzindo-se a
componente custo. Alids, féormulas equivalentes as designadas por 2.2, 2.3 e 2.4 (ver
Secc¢do 2.4.3) foram ja deduzidas na Seccdo 2.4.4 dando origem a 2.5, 2.6 € 2.7.

Infelizmente, dada a grande variedade e complexidade a volta do tema das taxas de
erro, torna-se impraticavel, nesta dissertacdo, aprofundar mais este assunto. Como refere

Webb (1999, pag. 321),
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“A complete review of the literature on error rate estimation deserves a

volume in itself...”

2.6 Critérios de divisao dos métodos de classificacao

A par das abordagens referidas no Capitulo 1, os métodos existentes podem ser
classificados de acordo com um ou vdrios critérios, dependendo das propriedades que se
pretendem realcar. Diferentes autores sugerem diferentes divisdes sendo as mais
comuns aquelas que distinguem os métodos paramétricos dos ndo paramétricos e os
métodos de estimacdo de densidades (condicionais as classes) dos métodos de
estimacdo directa das probabilidades a posteriori. Além destas duas grandes divisdes,
sdo realcadas outras tais como a divisao entre métodos de andlise discriminante linear e
métodos nao lineares, métodos protétipo, métodos subspace, métodos de redugcao do
ndmero de variaveis, métodos de alisamento, métodos baseados em matrizes de
covariancias (Hand, 1997), métodos de particdo recursiva, métodos ndao métricos,
métodos baseados na expansao de fungdes base, etc. As designagdes dos varios métodos

sao apresentadas no Apéndice A .

A primeira grande divisdo é a que faz a distingdo entre métodos paramétricos e
métodos nao paramétricos. No primeiro conjunto de métodos € assumida uma forma
funcional especifica para a densidade do vector de caracteristicas. Esta contém um
nimero de parametros que sdo optimizados por ajustamento de um modelo a amostra de
treino. S@o exemplos tipicos a discriminante linear, LDA, a discriminante quadratica,
QDA e suas variantes. Em contrapartida quando se faz referéncia a métodos nao
paramétricos ndo se assume uma forma particular para o vector de caracteristicas, a
forma da densidade é determinada directamente a partir dos dados: é por exemplo o
caso do método de kernel, KDA, (também designado por método do nicleo ou método

de Parzen) e do método dos K vizinhos mais préoximos, K-NN.

Entre estes dois conjuntos de métodos hd quem contemple ainda um terceiro, os
métodos semi-paramétricos ou parcialmente paramétricos, que sdo referidos
geralmente como sendo 0s que tentam encontrar um compromisso entre os outros dois,

permitindo uma classe geral de formas funcionais nas quais se incluem um ndmero
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restrito de parametros funcionais dependentes da complexidade dos dados, podendo
variar independentemente da amostra de treino mas aumentando o esforco
computacional (ver por exemplo Leondes, 1998 ou Bishop, 1995). A maior parte dos
autores que referem os métodos semi-paramétricos cingem-se aos modelos mistura no
sentido abrangente, ja que a par de proporcionarem técnicas potentes para a estimagao
das densidades também tém bastantes aplicagdes priticas noutros campos, como € 0
caso da configuracdo de fungdes base no contexto das redes neuronais ou na constru¢ao
do modelo de misturas de experts, o qual serd referido mais a frente. Como métodos de
estimacdo de densidades os modelos mistura tornam-se mais flexiveis do que os
modelos simples baseados em distribuicdes normais como a LDA, QDA ou mesmo
RDA. Outros incluem neste conjunto mais métodos. E o caso de Leondes (1998, pig.
21) que procede a uma divisdo que justifica como sendo a da perspectiva do utilizador
de um sistema hipotético e ndo, como geralmente, do ponto de vista da teoria
Matematica. Uma interpretacdo diferente € feita por autores como Mclachlan (1992) ou
Duda, Hart e Stork (2001) que apenas os classificam como parcialmente paramétricos
pelo facto de se admitir uma forma paramétrica para o quociente das densidades (como

€ o caso da discriminante logistica).

A segunda grande divisdo inclui os métodos de estimacdo de densidades
(estimacdo do modelo probabilistico a partir dos dados, substituindo-o na regra de
classificacdo de Bayes), os métodos de estimacdo directa das probabilidades a
posteriori também chamados, por alguns, métodos de regressio’ e aqueles que
geralmente sdo designadas por “outros” uma vez que ndo resultam de critérios de
decisdo- no sentido da classificacdo (maximizacdo da probabilidade a posteriori e
minimizacdo da probabilidade de erro ou do risco)- que ndo podem ser incluidos nos
anteriores; inserem-se aqui os chamados métodos protétipo e por vezes os
classificadores subspace. Sao exemplo de outros critérios o critério de separacdo
maxima (de que o critério de Fisher € caso particular), os critérios de minimizagdo de

distancias ou os critérios que impdem linearidade da fun¢do discriminante.

° Os métodos de regressio podem ser utilizados na classificacdo para estimacdo de probabilidades a
posteriori, dai o abuso de linguagem. Sempre que haja necessidade pode-se definir o output de um
problema de classificacdo como uma varidvel que toma o valor 1 se o input pertence a determinada classe
e 0 caso contrdrio. Muitos dos assuntos que tem de ser tratados nos problemas de r.p. sdo comuns a
classificagdo e a regressdo. Métodos de regressdo nao paramétrica, utilizados com frequéncia nos nossos
dias, sio 0 MARS (multivariate adaptative regression splines), PPR (projection pursuit regression),
as arvores e as redes neuronais.
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Nos métodos protétipo os dados sdo representados por um conjunto de pontos ou,
de uma forma genérica, protétipos. Cada protétipo tem uma distribuicdo de classe
associada e a classificagdo € feita de acordo com um voto de maioria do protdtipo mais
proximo. Os métodos diferem de acordo com o niimero e a forma como os protétipos
sao seleccionados mas t€m em comum o principio de manterem cdpias em memoria das
amostras de treino e da classificacdo ser baseada nas distincias entre os protétipos
memorizados e o vector de input. Sao exemplos o método dos k- vizinhos mais
proximos e o LVQ (learning vector quantatization). A par destes incluem-se na
categoria “outros” os métodos subspace que consistem na compressiao e reconstrucao
de dados multidimensionais e baseiam-se na hipdtese de que os dados provenientes de
cada classe caem aproximadamente num subespa¢co de menor dimensao do que o espagco
dos padrdes. Inserem-se neste conjunto de métodos o CLAFIC (class-featuring
information compression ) e o ALSM (average learning subspace method) (ver por

exemplo Leondes, 1998, pag. 32).

Quando € imposta a linearidade da funcdo discriminante, onde o critério de Fisher é
um caso particular, ndo se consideram hipéteses distribucionais, apenas se assume que
as superficies de decisdo sao lineares (inclui-se aqui também a discriminante logistica).
Pires (1995, Cap. 3, pag. 97) refere que todas as fungdes discriminantes em que a
linearidade € imposta s@o de facto funcdes das projeccdes das observacdes numa dada

direc¢do que € obtida por forma a maximizar (ou minimizar) determinado indice.

No contexto da andlise discriminante ndo linear podemos incluir alguns métodos
estatisticos ¢ os métodos neuronais. Eles partilham o mesmo principio, as funcdes
discriminantes sdo construidas como funcdes lineares de funcdes ndo lineares'®. A
principal diferenca entre as duas é que nos métodos neuronais de andlise discriminante
nao linear as funcdes discriminantes sdo geralmente idénticas, no sentido de terem
sempre a mesma forma paramétrica (logistica para o MLP e normal para o RBF) e os
dados serem utilizados para fixar os parametros das funcdes base; no caso do MLP sao
determinados como parte do processo de optimizagdo e no RBF sao geralmente obtidos
através de um procedimento separado (os parametros lineares sdo obtidos por métodos

como os minimos quadrados ou a mdxima verosimilhanca). Por outro lado nos métodos

' As fungdes nio lineares sdo geralmente apelidadas de fungdes base e designadas por 0.
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estatisticos de analise discriminante ndo linear (como é o caso do PP, ACE e MARS), a
forma de ¢ ndo é prescrita, sendo adaptada aos dados.

Entre os métodos lineares e nao lineares situa-se a discriminante logistica ja que a
discriminacao é feita utilizando-se uma fung¢do linear sendo no entanto necessdrio um
critério de optimizagdo ndo linear para estimagdo dos parametros (e as probabilidades a
posteriori sdo fungdes nao lineares das varidveis). Esta discriminante tem a vantagem de
nao colocar restricdes quanto ao tipo de varidveis embora a sua obtengc@o envolva um
maior esforco computacional e dificuldades associadas a seleccao das varidveis. Sob a
hipétese da normalidade também € sabido que a classificacao € inferior a efectuada com

a LDA.

Webb (1999, Cap. 5) mostra como muitos métodos discriminantes sdo baseados em
expansdes de funcdes base. A RBF utiliza a soma pesada de fungdes univariadas de
distancias radiais, o MLP uma soma pesada de funcdes tipo sigmdide das projeccoes
lineares, o PP usa uma soma de funcdes alisadas de regressdes univariadas das
projeccoes, o CART usa uma expansdo em func¢des indicatrizes de rectangulos
multidimensionais e 0 MARS ¢é baseado numa expansdo em somas de produtos de

funcdes spline lineares univariadas.

Complementando o que ja foi referido no Capitulo 1, havera realmente necessidade
de se proceder a uma separacdo entre a abordagem estatistica, em termos genéricos, € a
abordagem neuronal? H4 na verdade alguma distingdo a fazer? Webb (1999) € de
opinido que existe uma grande sobreposicao entre os modelos estatisticos € os neuronais
e que o desenvolvimento de uma classe separada de métodos € apenas histdrico.
Leondes (1998) refere que ¢ possivel descrever estas duas abordagens através da
utilizacdo de termos comuns. Wan (1990) mostra como as redes neuronais estdo
relacionadas com os classificadores estatisticos proporcionando uma interpretacao
tedrica do output do neurénio como uma estimativa da probabilidade a posteriori. O
artigo de Cheng e Titterington (1994) e os respectivos comentérios (nomeadamente o de
Tibshirani'') sdo bastante elucidativos das ligacdes e diferencas entre as duas
abordagens, enfatizando a necessidade do estatistico se interessar pelas redes neuronais

e vice-versa e comparando técnicas incluidas em ambas. A diferenca entre as duas

) 4 P . .
Destaca em alguns pontos o que é que um estatistico pode aprender com um investigador em redes
neuronais e vice-versa.
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abordagens centra-se na forma como o problema € tratado; enquanto que o estatistico
recorre a alguma técnica de estimagdo tal como a maxima verosimilhanca, a inferéncia
Bayesiana ou algum método ndo paramétrico, um especialista em redes neuronais treina
a rede minimizando algum critério de erro. O comentédrio de Breiman ao artigo de
Cheng e Titterington (1994) sintetiza os dois pontos fundamentais que justificam os
bons resultados atingidos pelas redes neuronais. A saber, as propriedades desejaveis das
funcdes base (funcdes alisadas de funcdes lineares bem limitadas) e o facto de poderem
conter um grande nimero de parametros sem provocar sobreajustamento. Webb (1999,
Cap.5, pag.170) sumaria uma série de aspectos que devem ser tomados em consideragcao

aquando da utilizac@o de redes neuronais.

A par dos métodos referidos ha algumas generalizacdes que constituem avangos
recentes como € o caso da PDA (penalized discriminant analysis) e da FDA (flexible
discriminant analysis) (generaliza¢cdes da LDA via regressao) devidas a Hastie et al.
(1994) e Hastie et al. (1995) e apresentadas recentemente com grande detalhe em Hastie
et al. (2001). Uma outra opcdo também recente, e que comeca a ser utilizada com
alguma frequéncia, é a combinacdo de vérios classificadores em comités, resultando em
técnicas como o Bagging (Breiman, 1996), Stacking (Wolpert, 1992), Boosting
(Schapire, 1990, Freund, 1995, Freund e Shapire, 1997) e Bumping (Tibshirani e
Knight, 1997). A combinacdo de classificadores é um procedimento que permite
melhorar a performance da classificacdo na medida em que os vérios classificadores
fornecem informacdo complementar. Tal como referem Skurichina e Duin (2000), com
frequéncia a combinacdo de classificadores di melhores resultados que os
classificadores individuais, jd que se combinam na solugdo final as vantagens dos
classificadores individuais. Woods et al. (1997) referem que embora na maior parte dos
casos a combinacdo dé origem a menores erros de classificacdo, nem sempre ¢é
garantida. Leondes (1998, pag. 36) refere que além da melhoria na performance da
classificacdo hd outras boas razdes para a utilizacdo de comités de classificadores: os
vectores de padrdoes podem ser compostos por componentes com origem em Varios
dominios e poderd ndao existir um processo Obvio de concatenacdo das vdrias
componentes num unico vector de padrdes apropriado para um classificador de um sé
tipo. Noutras situacdes o esforco computacional poderd ser reduzido quer na fase de

treino quer na fase do reconhecimento se a classificacio for efectuada em varias fases.
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Ha geralmente duas formas bdésicas para a combinagdo de classificadores: ou sdo
concatenados por forma a que o output de um torna-se o input de outro (ver Schurmann,
1996), ou os outputs dos multiplos classificadores sdo combinados em paralelo- fusdo
de classificadores. Esta dltima variante é mais comum e pode ainda conter o caso em
que todos os classificadores tém a mesma representacao (por exemplo, ensaios de redes
neuronais com a mesma arquitectura), trabalhando por isso com as mesmas
caracteristicas, ou o caso em que se tem uma representacdo diferente. Inclui-se aqui o

caso em que os outputs dos varios classificadores sao diferentes.

Depois de combinados os varios classificadores, referidos geralmente por
combining experts (ou ensamble classifiers, modular classifiers ou occasionally pooled
classifiers, segundo Duda et al., 2001), se estes produzirem decisdes/labels, a decisdo é
baseada nos varios outputs utilizando-se geralmente uma regra (heuristica) de maioria
onde o objecto € classificado na classe em que maior nimero de classificadores
votaram'” ou uma regra de maioria pesada onde sdo recolhidos os votos de todos os
experts e o objecto € classificado na classe para a qual a soma dos votos, ponderada pela
estimativa da fiabilidade do expert correspondente, é mdxima'®. Pode ainda ser utilizado
um algoritmo para encontrar os pesos Optimos para combinar os outputs dos

classificadores.

Em algumas situacdes, em que se consiga obter os valores das probabilidade a
posteriori, é possivel a utilizacio de outras regras para a decisdo final. E o caso da
obtencdo da média dos coeficientes obtidos para cada classificador (average) ou da
média, mediana, produto ou maximo das probabilidades a posteriori. Silva e Campilho
(2000) apresentam um estudo experimental de alguns destes métodos de combinacgdo de
varios tipos de classificadores (classificador do maximo a posteriori, K-NN, MLP e
RBF). Para o caso particular em que pelo menos um dos classificadores fornece apenas
informacdo de categorias ordenadas ou o label de apenas uma categoria (one-of-c
outputs) terd de se converter os outputs em valores discriminantes compardveis. Em

Duda et al. (2000, Cap. 9 , pag. 498) sdo apresentadas algumas heuristicas possiveis.

"2 Neste caso até poderd ser possivel incluir a opcdo de rejeicdo da seguinte forma: escolher a classe para
a qual a maioria vota ou rejeitar se houver pelo menos duas classes com o mesmo nimero de votos
(Foggia et al., 1999).

"> Técnica mais sofisticada ji que se introduz uma medida de fiabilidade associada 2 resposta de cada
expert.
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Segundo Leondes (1998, pag. 37) os outputs dos varios classificadores de regressido
podem também ser combinados linearmente, ou ndo, por forma a reduzir a variincia das
probabilidades a posteriori. Pode ainda utilizar-se uma amostra de treino comum para
construir diferentes tipos de classificadores ou, alternativamente, usar diferentes

amostras de treino para construir diferentes versdes de um tipo de classificador.

Recentemente, o Bagging e o Boosting tornaram-se nos métodos mais populares de
combinacdo de classificadores gerados pela mesma amostra de treino. Embora actuando
de uma forma distinta, ambos modificam a amostra de treino, construindo
classificadores baseados nestas transformagdes e culminando numa decis@o final pela
regra de maioria ou pela regra de maioria pesada. No Bagging (termo baseado nos
conceitos apresentados por Breiman- boostraping and aggregating concepts) geram-se
amostras bootstrap independentes, constroem-se os classificadores com base em cada
uma delas e agrega-se pela regra de maioria na classificacdo final'*(para mais
pormenores ver por exemplo Skurichina e Duin, 2000). Em contraste com este método
em que as amostras de treino e os classificadores sdo independentes, no Boosting estes
sdo obtidos sequencialmente em versao ponderadas da amostra de treino, através de um
algoritmo. Inicialmente todos os objectos t€m o mesmo peso e a primeira versdo do
classificador é construida com base na amostra de treino. Seguidamente 0s pesos sao
modificados de acordo com a performance do classificador; objectos mal classificados
tém peso maior (para fazer com que o classificador trabalhe mais sobre esses pontos) e
o classificador seguinte € reforcado (boosted) pela amostra de treino reponderada. Desta
forma € obtida uma sequéncia de classificadores que sdao depois combinados por uma
regra de maioria ou uma regra pesada de maioria (para mais pormenores ver Friedman e

Kandel, 1999).

Skurichina e Duin (2000) chamam a atencdo para o facto da escolha das regras de
combinacdo de classificadores poder afectar a performance destes dois métodos; com
base num estudo de simulacdo mostraram que a regra de maioria foi a pior escolha
possivel, enquanto que a regra de maioria pesada mostrou um bom desempenho quer
para o Bagging, quer para o Boosting. As regras da média dos coeficientes obtidos para

cada classificador (average) e da média e produto das probabilidades a posteriori

14 P . -
Note-se que € construido uma classificador para cada amostra.
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também funcionaram bem tendo até por vezes um comportamento superior ao da regra

de maioria pesada (nomeadamente no Bagging).

Uma abordagem alternativa devida a Jacobs et al. (1991), designada por mixture-of-
experts, consiste em combinar linearmente o output dos vérios classificadores. A
motivacdo surge da pretensdo de se construir um mecanismo que permita particionar a
solucdo de um problema por vérios classificadores, um classificador (expert) separado
para determinar os parametros de cada funcdo mais um classificador adicional
(designado por gating) para determinar os coeficientes da mistura. De uma forma
simples pode-se dizer que num modelo deste tipo hd um nimero k de classificadores
cada um dos quais produz, para um dado input X, ¢ valores discriminantes
correspondendo a cada uma das classes. De seguida utiliza-se o sistema gating onde os
outputs sio pesados' e associados para a decisdo final. A regra de decisdo consiste em
escolher a classe correspondente ao maior valor discriminante (para mais detalhes ver
por exemplo Duda et al., 2001, Cap. 9, pag. 496). Jordan e Jacobs (1994) generalizam
esta ideia apresentando os modelos hierdrquicos de mistura no qual cada expert é
composto por um modelo de mistura de experts completo, com o seu préprio gating (ver

Ripley, 1996, Cap. 8, pag. 283).

Muitas experiéncias relatadas na literatura sdo construidas para se efectuar a
compara¢do de métodos (ver por exemplo Michie ef al., 1994 ou Leondes, 1998). Este
facto aliado as inimeras divisdes possiveis que surgem na drea do r.p., faz com que seja
bastante confuso proceder-se a uma catalogagdo precisa e exaustiva dos varios métodos.
Até porque ha dois aspectos que ndo podem ser descurados, por um lado o facto dos
limites serem imprecisos (basta ver o caso da separacdo entre a propria abordagem
estatistica e neuronal) e por outro a forma como se actua no contexto do r.p; o mais
importante ndo sdo os resultados tedricos associados a cada método mas sim a forma
como o modelo se adapta aos dados. H4 que tentar encontrar um compromisso entre a
adaptacdo do modelo a complexidade da estrutura real e o ajustamento da estrutura a
amostra de treino. De notar ainda que cada um dos métodos pode servir varios fins. Por
estas razOes sentiu-se uma grande dificuldade em agrupar logicamente os diversos

métodos. Tendo em consideracdo que a catalogacdo foi feita tendo em conta o objectivo

15 . - . . . ..
A inclusio de pesos torna este processo diferente do anterior designado por combining experts.
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primario de cada um dos métodos, julga-se que a estrutura adoptada, embora discutivel,

é razoavel.

Paramétrico Nao paramétrico

Estimacao directa de P(G, |x) | Logistica, MDA'® MLP, RBF, }(—NN, LLR, MARS,
PPR, ACE, Arvores

Estimacdo de f,(x) LDA, QDA, RDA ¢ | KDA, Nayve-Bayes'®, PNN
outras variantes'’

Outros Piecewise, LVQ

Tabela 2.1- Catalogacdo dos métodos mais utilizados no r.p.

De seguida apresentam-se algumas consideracdes breves sobre os diversos métodos.
Os métodos nao paramétricos sao de dificil utilizagao em espacos de grande dimensao e
recomenda-se que o K-NN seja utilizado como ponto de partida para a abordagem nao

paramétrica.

As redes neuronais (RBF e MLP) podem ser vistas como fungdes discriminantes
generalizadas com fungdes ¢; flexiveis, cujos parametros t€m de ser estimados ou
fixados pela amostra de treino. Além de proporcionarem métodos de estimagdo de
probabilidades a posteriori, também podem ser utilizadas para a estimagdo de
densidades (Marques, 2000, Cap. 5, pag. 188). A RBF estd muito relacionada quer com
o método de kernel quer com o modelo de misturas de normais. Webb (1999, Cap. 5,
pag. 142) mostra como é que a RBF pode ser obtida a custa de cada um destes dois
métodos. Uma das suas propriedades que tem motivado a sua utilizacio numa vasta
escala de aplicagdes € a sua universalidade de aproximacdo; sob certas condicdes é
possivel construir uma RBF que permite aproximar qualquer fun¢do ou implementar
qualquer classificacao (por muito precisa ou dificil que esta seja) embora possam existir

problemas de sobreajustamento.

'® Quando o ntimero de pardmetros nio excede um limite razodvel que leva a utilizagdo de procedimentos
ndo paramétricos para a estimacgio

'” Exemplos comuns sdo o SIMCA e DASCO (ver Mclachlan, 1992, pag. 141).

'8 Método de kernel simplificado que assume inputs independentes em cada classe.
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Quanto aos métodos mais recentes, quer o ACE quer o MARS sdo recomendados
para modelar dados que incluem varidveis de vdrios tipos embora o ACE seja mais
adequado para conjuntos de dados que compreendem as medidas num pequeno conjunto
de varidveis. Por seu lado o PP é mais apropriado para conjuntos de dados dispersos em
espacos de grandes dimensdes sendo necessdrio reiniciar algumas vezes o algoritmo
associado ao PP antes de serem encontradas projec¢Oes apropriadas dos dados. O
MARS tem-se revelado uma técnica promissora podendo ser considerado como uma

generalizacdo continua da metodologia das arvores.

As arvores ou CART, sdo adequadas para problemas que incluem dados nominais
onde ndo existe uma nog¢do clara de similaridade ou métrica’. Método ndo métrico,
segundo Duda, Hart e Stork (2001), a par dos métodos de reconhecimento via strings e
gramdticas descritos em 1.3.3, as drvores podem ser vistas como um processo
hierdrquico de parti¢do do espaco das varidveis: um processo de decisdo de multiplas
fases. Em vez de se utilizar a amostra de treino completa e em conjunto para se tomar
uma decisdo, sdo usados diferentes subconjuntos de caracteristicas em niveis diferentes

da arvore. Este método permite a estimacao directa das probabilidades a posteriori.

A darvore € construida recursivamente de cima para baixo desde o nodo no topo, o
qual é designado por raiz, até que um nodo terminal ou folha, seja alcangcado. A
construgdo € simples e directa quando existe uma particdo que classifica correctamente
todos os objectos embora nesta situa¢do se corra o risco de sobreajustamento (o que
constitui uma desvantagem para propodsitos de generalizacdo). Quanto tal ndo acontece
ha duas estratégias possiveis, ou parar o crescimento mais cedo ou podar a arvore apds a
sua construcdo (procedimento pruning). O critério de particdo mais utilizado da pelo
nome de indice de impureza. Considere-se o seguinte exemplo, suponhamos que um
nodo contém 10 objectos dos quais 5 pertencem a classe A e os restantes 5 a classe B.
Suponhamos ainda que todos os exemplos da classe A t€m valores inferiores a 6 numa
dada varidvel enquanto que todos os objectos de B assumem nessa mesma varidvel
valores superiores a 6. Entdo este nodo diz-se impuro ja que tem igual nimero de

objectos em ambas as classes. Um novo objecto que surja e atinja este nodo tem entdo

' Este método é bastante popular e tem apresentado uma boa performance num grande conjunto de
aplicacdes que ndo envolvem grandes conjuntos de dados permitindo modelar superficies de decisdao néo
lineares complexas, daf a importancia que lhe é dada nesta seccao.
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uma probabilidade de 0,5 de pertencer a cada uma das classes. No entanto se
procedermos a uma divisdo deste nodo em duas classes, uma para valores superiores a 6
e outra para valores inferiores, obtemos dois nodos puros uma vez que cada um deles
apenas contém exemplos de uma das classes. Se designarmos por i(v) uma medida
qualquer de impureza de um dado nodo v, como por exemplo o indice de Gini, uma
medida global de impureza da arvore vem dada por I=Xi(v)p(v) ao longo dos vdrios
nodos terminais e onde p(v) representa a proporcdo de objectos que caem no nodo
terminal v.

Um regra simples para se proceder a paragem consiste em testar se a reducdo
maxima no indice de impureza € inferior a determinado limiar previamente definido. No
entanto esta abordagem € um pouco deficiente: se o limiar for pequeno a arvore
apresenta-se com muitas folhas além de que se obtém uma varidncia grande (embora
com fraco enviesamento); se o limiar for grande a variancia € pequena mas tem-se um
grande enviesamento (ver Ripley, 1997, Sec¢do. 1.3). A alternativa, mais comum, a
paragem consiste em podar a arvore. Claro que tal procedimento também arrasta outras
decisdes a ser tomadas tais como onde podar a arvore. Este processo acaba por ser
andlogo ao forward e backward da regressdo. Existem muitas formas de o fazer sendo o
corte realizado por forma a optimizar determinado critério de ajustamento. Webb (1999,
Cap.7) apresenta o ‘Cart pruning algorithm’ proposto por Breiman. Ripley (1996, Sec.
7.2) faz referéncia a mais alguns critérios. A parte da poda, outras abordagens para se
encontrar uma boa estrutura em 4arvore incluem programagdo dindmica, o método
branch and bound e a average tree. Esta dltima é particularmente diferente por se focar
no tipo de modelo construido e nio no algoritmo de pesquisa; em vez de se procurar a
“melhor” arvore constroem-se vdrias e toma-se a média das predi¢cdes das classes
(Hand, 1997). Classifica-se um objecto que atinge o nodo v na classe k se

P(k/v) = max P(j/v). No caso em que temos probabilidades a priori diferentes das
j=1 c

.....

proporcdes relativas a amostra de treino, este método tem de ser ajustado.

A popularidade das arvores advém sobretudo da sua grande flexibilidade no
tratamento de varidveis tanto pelo facto de permitirem lidar com interac¢des e varidveis
de diferentes tipos, como pela facilidade de tratamento de valores omissos (ver Ripley,

1996, Cap.7). Existem outros métodos baseados em arvores que resultam de diferentes
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escolhas dos critérios de paragem, da estratégia de poda ou do tratamento dos valores
omissos. Os mais populares sdo o ID3 e o C4.5 (ver Duda, Hart e Stork, 2001 ou Michie
etal., 1994).

Seja qual for o método adoptado € importante que se entendam as ideias por detrds
das vérias técnicas por forma a saber como e quando utiliza-las; deve-se comecar pelos
métodos mais simples para que se possa avancar para os mais complicados. Também ¢é
importante que se avalie com precisdo a performance do método ou seja, saber quao
bem ou quio mau se espera que este funcione. A performance pode ser vista nao s6 em
termos de poder explicativo mas também em termos do compromisso erro/rejeicao.

Como € 6bvio, diferentes pontos de vista dao origem a diferentes métodos.

Webb (1999) aponta algumas vantagens/desvantagens, limitacdes e recomendacgdes
dos métodos mais recentes (técnicas modernas segundo Michie et al., 1994) comumente
utilizados- ACE, PP ¢ MARS bem como das redes neuronais € dos métodos nao
paramétricos tradicionais. O projecto Statlog (Michie et al., 1994) também € uma boa
referéncia neste contexto, ja que fornece uma vasta comparacdo de varios métodos de

classificagc@o sob varios conjuntos de dados.

Terminando com um comentério de Tuckey:

“«

. it is often better to get an approximate solution to a real problem than a

exact solution to an oversimplified one.”
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Classificacao supervisionada com opc¢ao de rejeicao

Implicitamente em tudo o que ja foi referido no Capitulo 2, hd uma hipdtese na qual
estamos sempre interessados que € a da minimizacao dos erros de ma classificacdo- taxa
de erro ou taxa de md classificacio. Embora esta medida seja muito popular e
certamente uma das mais utilizadas, o facto € que raramente transparece aquilo que
realmente se pretende. Hand (1997, Cap. 1, Sec. 1.2) aponta algumas fraquezas
associadas a esta taxa sendo de especial destaque o facto de todos os tipos de ma
classificagdo serem tratados da mesma forma i.e. o se assumir uma simetria nos dados.
Idealmente, como aliés ja foi referido no Capitulo 2, a severidade da classificacdo deve
ser quantificada em termos de custos devendo ser tomada em conta aquando da

construgdo da regra de classificacdo.

Pode entdo escolher-se a regra de decisdo que minimiza o custo total esperado (ou
risco) de futuras mds classificacdbes em vez da minimizagdo dos erros de ma
classificacdao (recorde-se que o critério de decisdo correspondente a minimizacdo da

taxa de ma classificagcao equivale a considerar custos de ma classificac@o iguais).

Por outro lado a taxa de erro € limitada inferiormente por aquilo que foi designado
no Capitulo 2 por erro de Bayes (que em praticamente todos 0s casos € superior a zero).
Se existirem vectores de caracteristicas que sdo comuns a mais do que uma classe de
objectos, por muito esforco que haja na constru¢cdo da regra de classificacdo, nunca se
conseguira reduzir a taxa de erro a zero. Por tudo isto tem interesse a introducio de uma
op¢do de rejeicdo. Neste caso escolhe-se um limiar por forma a que apenas essas
classificagdes nas quais se tem confianca (determinadas pelo limiar), sdo aceites. Isto
significa que pode fazer-se com que a taxa de erro global seja tdo pequena quanto se
queira, aumentando, no entanto, o nimero de observacdes em relacdo as quais €
declarada a indecisio. E ébvio que esta opcdo sé terd interesse se houver outra
possibilidade de classificagao posterior (por exemplo manual) e/ou se o custo associado

a essa operacao nao for demasiado elevado.
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Chow foi o primeiro a introduzir a opcao de rejei¢io num problema de classificagao
(Chow, 1957, 1970). No primeiro artigo formulou uma regra de decisdo Optima. No
segundo determinou uma relacdo fundamental entre as taxas de erro e rejeicdo e
apresentou as curvas de compromisso erro/rejeicao, que podem e devem ser utilizadas

para descrever e comparar a performance empirica dos métodos de classificagao.

Neste capitulo ira tratar-se o problema da classificagdo com inclusdo da nova opg¢ao
de rejeicdo por indecisdo. Apresentar-se-4 uma regra de decisdo Optima, que pode ser
escrita quer em termos das probabilidades a posteriori, quer em termos das densidades
condicionais as classes, e alguns exemplos de aplicacdo. Embora esta regra seja baseada
na teoria da decisdao de Bayes cléssica, € de facto uma generaliza¢do da regra original de
Chow devido a introdu¢do de uma estrutura de custos genérica que se julga nunca ter
sido grandemente explorada nem mesmo utilizada do ponto de vista prético.
Apresentam-se também expressdes para o caso particular de duas classes e para finalizar
o capitulo estabelece-se a ligacdo entre a abordagem proposta, baseada na regra 6ptima

de Chow, e uma abordagem baseada em curvas ROC.

3.1 Critérios de decisao com opcao de rejeicao
3.1.1 Regra de Bayes para minimizacao do risco

Considerando agora uma classe de rejeicdo (associada a indecisdo), G.i=I, activada
sempre que o custo de classificacdo errada € suficientemente elevado, a regra de decisdo
¢ formulada de forma idéntica a que foi utilizada anteriormente, desde que a matriz de
custos se adicione uma nova coluna. Nesta situagdo as regides de decisdo passardo a
denotar-se Dl*, Dz*, oy DC*, D;. E habitual formular esta nova regra, que inclui a opcao
de rejei¢do, definindo previamente a denominada funcao custo que nio € mais do que a

defini¢do dos custos de classificacdo e rejeicao que formam a matriz de custos.

. . ~ 1
Considere-se a seguinte funcdo de custos :

' Note-se que 7 ndo é mais do que o custo de rejeicio ou o custo de classificar manualmente um objecto,
pelo que nao faz sentido que dependa da classe a que pertence.
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0 se i=]j
Cilj)=4C; se i#j i,j=12,..c

t se =1

O espago das caracteristicas ¥ € agora particionado numa regido de aceitacio,

c
* .~ o o~ .
A= UD,. , € numa regido de rejei¢do, D;, da seguinte forma:
i=1

A:{x: miinC"(x)St} :{X: l—ml_axP(G,. Ix)Zt},

D1={x: rrllani(x)>t} ={x: l—miaXP(Gi IX)<t},

onde C'(x)é o risco condicional definido em (2.5). Seja C *(X)zm_in C'(x). Entdo a

regra de decisdo consiste em,

aceitar o objecto se C "(x)<t

rejeitar o objecto se C™(x)> 1.

Note-se que o objecto x sé € rejeitado, ou classificado em Dj;, se o custo de
classificacdo nas restantes classes for superior a ¢, sendo também fécil verificar que
quanto menor for ¢, maior € a regido de rejeicdo. A regra de Bayes para minimizacao do

risco com opg¢ao de rejeicao passa a ser definida como:

C'(x) < C*(x) Vk#ieik=12,..,c

xe Di se e
C'(x)<t
xe D, se C'(x)>t,

com risco de Bayes,
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C

= [ min Y C,PGIxf(dx + [1 S PG, 1x) =

i=1,2,....c - -
J=1 p, J=l

= J.A:lmzin iCjiP(GjIx)f(x)dx + [t ax

Para o caso particular de duas classes obtém-se a seguinte regra de decisdo:

xe D, se L) > C(1|2)—t><&: :
£ (x) t T,
xe D, se LGP S BN SRR
L CCI)-t =
xe Dy  se t2<fl(x)<tl
f>(x)

Note-se que neste caso ja nao se verifica a equivaléncia a um problema sem custos

(bastando conhecer a razao entre eles) tal como acontecia na Seccao 2.4.4.

Para o caso particular em que os custos de classificacdo incorrecta sdo fixos a

func¢do de custos resume-se a:

c@iljy= Cf se i#j i,j=L2,..,c,
t se i=1

e a regra de decisd@o associada pode ser escrita a custa das probabilidades a posteriori da
seguinte forma:
P(G,1x)> P(G, |x)
xe D; " se e

PG 1x)21-— Vk#ieik=12,..c
Cf
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xe D; se maxP(Gl.Ix)<1—L.
' s

Note-se que se > C, a regra resume-se a condicdo P(G,I1x)>P(G, |x) Vk#ie

i,k=1,2,...,c o que significa que nao ha rejeicao.

Para o caso particular de duas classes vem:

xe D" se fl(x)ch_txﬂ’
(%) t T
ou equivalentemente
P(G, 1x)> P(G, |x)
xe D " se e

P(G 1x) 21—
Cf

Particularizando ainda mais, i.e., fazendo Cy=1 o que corresponde a um caso particular
abordado na literatura quando se inclui a opcdo de rejei¢do, pelo facto de ser
equivalente a situacdo onde ndo se consideram custos (ver por exemplo Devijver e

Kittler, 1982 ou Ripley, 1996), correspondendo a func¢do de custos

0 se =]
C@lj)=11 se i#j i,j=12,...c, 3.2)
t se i=1

obtém-se (particularizando a expressao apresentada anteriormente):

P(G.1x)> P(G, | X)

X e D,-* se e
PG, 1x)21-¢ Vk#ieik=1,2,...c
xe D; se max P(G, I1x)<1-t,
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ou ainda,

7. f,(X) > m, f, (X)
xe D;  se e (3.3)
m f,(x)=(1-1)f(x) Vk#ieik=12,..,c

xe Dp  se T fi(x)<d-1) f(x).

Foi nesta ultima forma que foi originalmente apresentada a regra de indecisdo

denominada regra t-6ptima (Chow, 1957).

Se, por outro lado, se partir da expressao do risco condicional, C'(x), vem que,

Ci(x) = iP(Gj 1x)=1-P(G, | x).

C'(x)= Zc:t P(G;1x) =1,

J=1

pelo que nesta situagdo particular, o risco condicional reduz-se a probabilidade
condicional de erro de classificacdo em G; e a regra de Bayes para minimizacao do risco

reduz-se a expressdo acima definida, em fun¢do das probabilidades a posteriori.

3.1.2 Regra de Bayes para minimizacdo do risco com custos de

classificacao correcta

Até agora utilizou-se a estrutura que ja tinha sido adoptada no capitulo anterior no que
diz respeito aos custos isto é, apresentacdo da regra genérica com custos C(ili)=0 e
C(lj)=Cj (Vij=1,2,....c) e depois a particularizacdo para o caso de duas classes com
custos C(ili)=0 e, C(ilj)= Cr ou C(ilj)=1, i=1,2 i#j; supds-se em qualquer caso que ndo se

incorria em perdas ou que nao existiam lucros com a decisdo correcta.
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As questdes que se consideram nesta sec¢do sdo as seguintes: Serd que a
consideracdo destes custos faz sentido? E o que € que acontece quando se adiciona a
op¢ao de rejeicao e por ineréncia o respectivo custo? Sem perda de generalidade trata-se

de seguida apenas o caso particular de duas classes.

Na situacdo sem rejeicao, poderiam ter sido considerados os quatro custos, C(111),
C(112), C(2I11) e C(2I2). No entanto, feitas as contas com base nas férmulas apresentadas

na Seccao 2.4.4, obtém-se

fi(x) S C(1I2)—C(2I2)X&
Lx)  C2IDh-Ccdll) =

LX) CA12)-C212) m
L(x) " CceIn-call =

xeD; se

xeD, se

ou seja, a regra de decisdo ndo depende dos quatro valores de custo (para o caso de duas
classes) mas apenas das diferencgas entre pares de custos pelo que para cada par (neste

caso particular os pares C(112)-C(212)e C(2I1)-C(1I1)) pode-se fixar

arbitrariamente um dos custos como zero. E embora matematicamente essa escolha seja
arbitraria, o que faz mais sentido € que se associe um custo nulo a classificac@o correcta
ou seja aos custos C(111) e C(2I2). Note-se ainda que se os custos de classificar
correctamente forem iguais e os custos de classificar incorrectamente também
(C(1I)=C2I2) e C(112)=C(2I1) ) a regra de decisdo reduz-se a obtida pelo critério de

decisdao da maximizacao das probabilidades a posteriori (ver Seccao 2.4.2).

Por outro lado, quando se inclui a op¢ao de rejei¢do (por indecisdo), passam a ter-se
trés hipdteses: classificacdo correcta, classificacao incorrecta ou rejei¢do. E tal como ja
foi aqui referido e serd ainda mais refor¢cado, poderd haver mais interesse em descobrir
correctamente uma das classes (por exemplo, doentes tal como acontece no Exemplo
3.1 a seguir apresentado). Claro que nem sempre isso acontece (imagine-se, por
exemplo, o caso do reconhecimento de caracteres) mas essa Op¢dao com custos
diferentes deverd sempre ser deixada em aberto para o problema particular em andlise.
No fundo aquilo que estd aqui em causa e que deverd ser motivo de avaliacdo € o
problema da (as)simetria das classificacdes, quer correctas, quer incorrectas. Neste caso

(em que se inclui a op¢do de rejei¢do), obtém-se a seguinte regra de decisdao
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xeD; se S () > C(llz)_txﬁ: '
L(x)  t=Cdll) =
xe D, se L) < I_C(2|2)xﬁ: .
LX) CIh—1 =
xe Dy se t, < /(%) <t
f,(x)

Verifica-se assim que na situagdo com rejeicdo a regra depende das diferencas entre
cada um dos quatro custos (para o caso de duas classes) e o custo de rejeicao, pelo que
pode fazer sentido (dependendo como se disse do problema em causa) a consideracio

dos custos (lucros) de classificagdo correcta.

3.1.3 Acerca do limiar de rejeicao ¢
Devijver e Kittler (1982, Cap.2) referem que para o caso particular em que se trabalha
-1 .
com a fungdo de custos (3.2) e para c classes, 0 <1-max g, (x) < C—, o que € 6bvio ja
i c

que o limite superior corresponde ao acaso em que todas as classes tém igual

probabilidade a posteriori. Sendo assim, para que a opcao de rejeicao seja activada é

.. c—1 e
necessario que 0 <t <——. No caso em que os custos de classificacdo sdo fixos, mas
c

c—lSC

nao necessariamente unitarios, tem-se que 0 <r < C ; Iz
c

Quando os custos sao quaisquer (situacao apresentada na Secgdo 3.1.1), obtém-se 3;:
I $ . . N
0<t<— ZC (il j), (quando os custos sdo fixos, esta dupla desigualdade reduz-se a
j=1
J#El

anterior).

De notar que, em qualquer dos casos, se =0 todos os objectos sdo rejeitados e que
se t igual ao limite superior da desigualdade ndo h4 rejeicdo pelo que € indiferente
incluir a igualdade na aceita¢do ou na rejei¢do. De qualquer forma a probabilidade de se

alcancar o limite superior das desigualdades é nula para vectores em que pelo menos
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uma varidvel € continua (no caso discreto pode-se optar por uma atribui¢ao aleatéria em
caso de igualdade de condicdes, tal como ja foi referido para o caso em que ndo se

considerou a rejei¢do).

Para o caso mais comum em que existem duas classes e os custos sdo considerados
iguais, a condi¢@o nunca € activada para >1/2, t=1/2 significa inexisténcia de rejei¢ao e

quando =0 tem-se 100% de rejeicoes.

3.1.4 Taxas de erro e rejeicao

Na maior parte das tarefas de reconhecimento de padrdes as distribuicdes de
probabilidade subjacentes ndo sdo completamente conhecidas. Um procedimento
comum poderd consistir em assumir, com base na informagdo a priori disponivel,
algumas formas funcionais e ajustar os pardmetros com base em dados empiricos
(amostra de treino). Embora ndo seja simples validar as hipéteses subjacentes a tais
estruturas assumidas, é sempre possivel obter a curva de compromisso erro/rejeicao e
calcular a tedrica com base nestas hipdteses. Uma comparacdo das curvas tedricas e
empiricas pode sempre fornecer informacdo para iniciar o “melhoramento” do modelo

tedrico (Chow,1970).

Mas como podem ser obtidas as curvas de compromisso erro/rejei¢do, ou melhor,
como podem ser obtidas as taxas de erro e rejeicdo? Como j4 foi referido, o espaco das
caracteristicas pode ser particionado numa regido A, de aceitacdo e numa regido D; de
rejeicdo definidas na Seccdo 3.1.1. Em termos dessas regioes, as taxas de erro e rejei¢ao

podem ser definidas da seguinte forma:

E= I[l—m?x PG, IX)}f(x) dx,

R= j F(x)dx.
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Chow (1970) demonstrou que tanto a taxa de erro, E, como a taxa de rejei¢do, R, sdo
ambas fun¢des mondtonas do limiar 7. Segue de imediato que E aumenta e R diminui a

medida que # aumenta. Em particular quando =0, E=0 e quando 7=1, R=0.

Segundo Chow (1970), uma descri¢cdo completa da performance de um sistema de
r.p. € fornecida pelo compromisso erro/rejeicdo 1.e., pela relacdo funcional entre E e R.
E uma vez que tanto E como R sdo fun¢des mondtonas do limiar ¢, podera representar-
se graficamente o compromisso entre ambos, E(r) e R(¢). Esta curva é mondtona ndo
crescente, uma vez que a rejeicdo de mais padrdes ou reduz ou mantém a taxa de erro e
poderd ser utilizada para fixar o limiar z. Um exemplo prético de aplicacdo das curvas de

erro-rejeicdo € apresentado por Golfarelli, Maio e Maltoni (1997), no contexto dos

sistemas de verificacdo biométrica (em particular na forma da mao e na face humana).

Mais ainda, o conhecimento de apenas uma destas taxas € suficiente para uma
caracterizacdo completa da performance. Esta afirmacdo deriva do facto das taxas de

erro e rejeicdo estarem relacionadas da seguinte forma:

E(t):—fth(t),

sendo que E(7) € o integral de Stieltjes de 7 relativamente a R(¢). De salientar também

que o limiar de rejei¢do ¢ constitui um limite superior da taxa de erro.

3.2 Exemplos

O principal objectivo de todo o trabalho tedrico consiste na aplicacdo pratica da
metodologia desenvolvida. Por outro lado, acontece com frequéncia que € apenas na sua
aplicacdo que nos apercebemos de determinados aspectos que devem ser tomados em
consideracdo. E esta fase que nos permite clarificar o problema em mos, alertando-nos
para algumas dificuldades e motivando-nos para a prossecu¢do do estudo sobre novos

aspectos.
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Assim, considera-se importante apresentar um conjunto de exemplos, neste caso os
tradicionais da andlise discriminante (linear, quadratica e logistica) e a sua aplicacdo a
dois conjuntos de dados que passardo a ser designados por Exemplo 3.1 e Exemplo 3.2.

Os aspectos computacionais associados a esta andlise sao incluidos no Apéndice B.

Exemplo 3.1 (Deteccao da doenca coronaria: dados CHORON)

Os dados considerados neste exemplo encontram-se pormenorizadamente descritos em
Macieira-Coelho et al. (1990). Os dados originais referem-se a uma amostra de 113
individuos nos quais se observaram 9 variaveis: 4 clinicas (idade, sexo, factores de risco
e dor precordial) e 5 varidveis obtidas na prova de esfor¢co (depressao de ST,
aparecimento de dor precordial durante o teste, aparecimento de arritmias, variagdes nos
valores da pressdo arterial e variacdes na amplitude da onda R). Como refere Pires,
(1995, pag. 9), este exame que € do tipo invasivo permite detectar a doenca corondria
com elevada sensibilidade mas acarreta custos elevados e ndo € isento de riscos, pelo

que € desaconselhdvel a sua utilizagdo rotineira.

Todos os individuos foram submetidos a coronariografia tendo-se concluido que 30
ndo sofriam de doenca corondria (classe Gi) e que 83 sofriam de doenca corondria
(classe G»). Salienta-se a existéncia de varidveis de vadrios tipos (bindrio, ordinal e
continuo). Para uma descri¢do mais detalhada das varidveis ver tabela apresentada por

Macieira-Coelho et al. (1990).

No trabalho desenvolvido comecgou-se por fazer uma andlise baseada na amostra
completa estando, no entanto, cientes de que o nimero de observagdes relativamente ao
nimero de varidveis era bastante pequeno. Posteriormente, pelas razdes apontadas por
Pires (1995, cap. 6), foram entdo retiradas duas varidveis (x4: dor precordial e Xs:

variagdes na amplitude da onda R) passando a trabalhar-se apenas com 7 variaveis.
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Exemplo 3.2 (Deteccao de diabetes em mulheres Indias com mais de 21 anos da

tribo ‘Pima’, residentes no Arizona: dados PIMA)

. . . 2
Os dados considerados neste exemplo foram retirados de Ripley (1996)” e referem-se a
uma amostra de treino de 200 mulheres nas quais se observaram 5 varidveis: nimero de
vezes que esteve gravida, concentragdo de glucose no sangue, concentracao de insulina,

indice de massa muscular e idade.

Nos dados originais disponha-se de 7 varidveis (ver Ripley, 1996, Cap.1, pag.15)
mas uma seleccao de varidveis pelo método stepwise (Ripley, 1996, Cap.3, pag. 114)
rejeitou duas passando-se a trabalhar apenas com 5. Das 200 mulheres que compdem a
amostra de treino 132 tinham diabetes (classe G;) e as restantes 68 ndo apresentavam

diabetes (classe G»).

3.2.1 Regras de classificacdo para as discriminantes linear, quadratica

e logistica

Considere-se o caso particular de duas classes e tome-se por base a regra 7-Optima de
Chow apresentada na Sec¢do 3.1.1 ou em Santos-Pereira e Pires (2001) com custos de
ma classificac@o unitdrios, isto é, C(112)=C(2I1)=1. Designando por d(x) uma fun¢do de
decisdao genérica, a regra de decisdo que servird de suporte as discriminantes linear,

quadratica e logistica pode ser sintetizada da seguinte forma:

xe D, se dx) =1
xe D, se dx)<t
xe D; se Hh<dx)<th

onde #;, 1, , e d(x) podem ser especificados para cada uma das discriminantes, obtendo-

se as expressdes que se passam a indicar.

* Os conjuntos de dados tratados por Ripley (1996) encontram-se disponiveis no seguinte endereco da
Internet: http://www.stats.ox.ac.uk/~ripley/Prbook.
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Discriminante Linear (LDA)

Suponha-se que XI1G, ~ N, (#,,X) i=1,2, ou seja que

2 |5 |7V2 1 Ty -1
fx=Qay " exp{—z(x—yi) )M (x—,ui)}xe R”.

Designado, como habitualmente, por d(x) o In (&j obtém-se,
S (x

Tty | Tyl
dx)= (u,—p,) & X_E(ﬂl_,“z) Lot ).

Tendo em conta a formula (3.1), tem-se directamente,

Discriminante Quadratica (QDA)

No caso em que as classes continuam a ter distribuicdo normal mas com matrizes de

covariancias distintas, XI1G, ~ N p(,u,.,):.l.) i=1,2, d(x) pode ser escrita da seguinte

forma:

d(x) = - Di(x) + D(x),

onde Di(x)= (x—/t,.)T E;I(x— M) representa o quadrado da distdncia de Mahalanobis

entre x e a média da classe G; i=1,2. Note-se que neste caso o quociente das densidades

¢ dado por

2 -1/2 1 1
|2‘||1/2 exr{—g(x—ﬂl)TEI‘(X—ﬂI)+5(x—ﬂz)T2;‘(x—ﬂ2)},

Iz

pelo que

ln(&jz dx) — l In H .
£,(x) 2 |z,
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Obtém-se entdo os seguintes valores para f; e t,:

I =21n{&><11}1n(ﬂj : t,= ZIn{&XL}—In@ZJ].
Moot 1z mo 1-1 1z

Discriminante Logistica

Neste caso admite-se que o logaritmo do quociente das densidades condicionais as
classes (ou equivalentemente o logaritmo da razdo entre as probabilidades a posteriori)

¢ linear pelo que,

dx)=a, +a'x=1In (&]
(%)

Pelas razdes anteriormente apontadas obtém-se os seguintes valores para ¢ e t,,

3.2.2 Avaliacao das regras de classificacao

Descrevem-se em seguida os processos utilizados para a obtencdo das taxas de erro e
rejeicdo (E e R, respectivamente), definidas anteriormente na Sec¢do 3.1.4, para cada

uma das discriminantes. No caso particular de duas classes tem-se,

E= P(erro') =P(xeG,, dx)=t)+ P(xe Gy, dX)<h)=

=, P(dXx)2t11xe G+ n, P(dX)<t,lxe Gy).
R=P(rejeicio")= n, P(hr<dx)<tilxe G+, P(h<dXx)<ti|xe ().

Até agora admitiu-se que as probabilidades a priori e as densidades condicionais as
classes eram conhecidas. No entanto, tanto nos exemplos apresentados como na maior
parte das situagdes reais, este ndo € o caso. Sendo conhecida a forma das distribui¢gdes

condicionais as classes, embora os parametros sejam desconhecidos, estd-se perante um
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problema de decis@o paramétrica pelo que o procedimento utilizado foi o habitual, que
consiste na estimacdo dos parametros desconhecidos resultando no chamado
“classificador de Bayes plug-in”.

Para estimacdo das probabilidades a priori optou-se pelo cdlculo da frequéncia

. . . . ~ n. .
relativa de cada classe no seio da amostra de treino, i.e. 7, =—, i=1,2, onde n;
n

representa o nimero de objectos na amostra de treino que pertencem a i-ésima classe e n

¢ a dimensdo da amostra de treino.

Quanto a estimacdo dos pardmetros que caracterizam cada uma das discriminantes
aqui abordadas, utilizou-se como estimativa da média da i-ésima classe, a média
amostral. No que diz respeito a matriz de covariancias, no caso da discriminante linear,

utilizou-se a matriz de covariancias combinada usual,

ﬁ:S:(nl -1S, +(n, —l)Sz’
n—2

onde S; e S, representam as matrizes de covariancias amostrais de cada classe.

No caso das discriminantes quadrdtica e logistica as matrizes de covariancias de

cada classe, X, foram estimadas através das correspondentes matrizes amostrais.

De seguida descrevem-se os procedimentos adoptados para estimar as taxas de erro

e rejei¢do para cada uma das regras discriminantes em consideracao.

Discriminante Linear (LDA)

Nesta situacdo € possivel calcular as taxas de erro e rejeicdo tedricas. Os valores de E e
R podem ser facilmente estimados invocando-se um resultado bdsico da estatistica

multivariada:

1
Se x € G; entdo d(x) ~N (5 AN,

Sexe(G, entio d(x)~N (—%A, A),
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onde A= (u, _ﬂz)T271W1 —H,).

Havendo necessidade de comparar estas taxas com as correspondentes para outros
métodos discriminantes nomeadamente, neste caso, a discriminante quadratica (descrita
a seguir) onde ndo € vidvel a obtencdo de resultados tedricos, é sempre possivel calcular
as correspondentes taxas de erro e rejeicdo para a amostra de treino ou para a amostra de

teste (caso esta exista).

Discriminante Quadratica (QDA)

Como ¢é de conhecimento geral ndo se conseguem obter expressdes simples (como no
caso da discriminante linear) para os integrais da funcdo densidade numa dada regido.
Na impossibilidade de se recorrer a qualquer resultado tedrico, pode optar-se por
estimar E e R através da amostra teste, caso esta exista ou estimar E e R através de uma
amostra simulada (conjunto de teste simulado) a partir de uma distribuicio normal
multivariada, com parametros iguais aos valores amostrais das médias e matrizes de

covariancias associadas a cada classe

Discriminante Logistica

Caso se possa admitir que d(x) segue aproximadamente uma distribuicdo Normal entdo,
tal como na discriminante linear, é possivel estimar as taxas de erro e rejeicao tedricas

recorrendo-se ao resultado que se segue para a estimacdo de E e R,

Sexe G;,dx)~N (o, +a" 1,a' ).

Caso contrario tem de se proceder como na discriminante quadratica.

Note-se que um teste formal para a hipdtese de normalidade pode ser conduzido
calculando-se o coeficiente de correlacdo entre os scores discriminantes € 0s seus
valores esperados sob a hipotese de normalidade (ver Neter et al., 1996, Cap. 3, pag.

111). A Tabela B.6 (Neter et al., pag. 1348) contém valores criticos (percentis)
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associados a vdrios tamanhos da amostra, para a distribuicdo daquele coeficiente de
correlagdo. Este teste pode ser acompanhado da representacdo grafica dos scores
discriminantes em papel de probabilidade normal (ggplot). Para dimensdes amostrais

ndo existentes na tabela poderd sempre recorrer-se a uma interpolacao linear.

3.2.3 Alguns resultados

Dados CHORON

Um aspecto que ja foi aqui bastante referido e que deve, sempre que possivel, ser
tomado em linha de conta, é o cardcter ndo simétrico das consequéncias das
classificacdes, e neste exemplo em particular, as consequéncias das classificacoes
erradas. Mas neste exemplo, tal como na maior parte das aplicacdes, hd uma grande
dificuldade e subjectividade inerente a quantificacdo destes custos. Assim, como o
objectivo neste momento € o da ilustragdo da regra de decisdo com inclusdo da opcao de
rejeicdo por indecisdo, e por uma questdo de simplificacdo, ird assumir-se a situacio

particular em que a func¢do de custos utilizada € a apresentada em (3.1).

Recordando aquilo que j4 foi referido, neste exemplo estd-se perante uma amostra
de treino de 113 observagdes. No entanto, ndo estd disponivel qualquer amostra de teste
e havendo necessidade de se proceder a uma comparacdo das trés discriminantes,
optou-se por criar uma amostra “simulada” de 1000 observacdes para cada classe”.
Sendo assim, decidiu-se pelo cédlculo por simulacdo dos integrais da fun¢do densidade,
estimando-se o vector de médias e a matriz de covariancias da amostra de treino para
cada classe e gerando-se as observacdes a partir de uma distribuicdo normal com esses
parametros.

Apresentam-se em seguida, nas Figuras 3.1 e 3.2 as curvas de compromisso
erro/rejeicao em funcdo do limiar ¢, referidas na Sec¢do 3.1.4. Na Figura 3.1 os valores
das taxas de erro e rejeicdo sdo os fornecidos pela amostra de treino e na Figura 3.2
apresentam-se as taxas de erro e rejeicao “tedricas”, no caso das discriminantes linear e
logistica, e no caso da discriminante quadratica os valores correspondentes fornecidos

pela amostra “simulada”.

3 L. .~
Note-se que € importante que se mantenha a mesma precisdo em cada classe.
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Consideracdes acerca da forma como estes valores foram obtidos sdo feitas no
Apéndice B onde também se apresentam os programas (S-Plus) respectivos. Para a
discriminante logistica foi validada a hipotese de normalidade através dos

procedimentos descritos anteriormente.

LDA eso
LDA rejeigio
— — QDA etro
_ —— CIDA refigin
— — Logistisa emo
—— Logistica rejeigio

taxas

- ! LD4 esro
LDA rejeigdo

— — QDAemo
o — QDA tejeigio
o — — Logistica emro

—— Lagistica rejeigho

taxas

Figura 3.2- Taxas de erro e rejeicdo para os dados CHORON. Discriminantes linear e logistica:
“tedricas”, discriminante quadratica: amostra “simulada”.

A andlise da Figura 3.1 permite concluir que hd uma evidéncia bastante forte de que
a taxa de erro € inferior para a discriminante logistica com a agravante (ja esperada) de

induzir um aumento na taxa de rejeicdo nomeadamente em relacdo as outras duas
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discriminantes para valores de ¢ até 0.35; a partir deste valor a discriminante logistica é
claramente a melhor discriminante (menor taxa de erro e rejei¢do). No entanto, na
Figura 3.2, as taxas de erro e rejeicdo sdo bastante idénticas no caso das discriminantes

logistica e linear.

Por seu lado a discriminante quadritica € a que apresenta piores resultados em
termos de taxa de erro mas a que acarreta uma menor probabilidade de rejeicao

incorrecta para qualquer valor de .

Um outro aspecto importante que € oportuno salientar (ver Tabela 3.1) é que os
valores da taxa de erro para a situagdo em que ndo se inclui op¢do de rejeicdo sao
sempre superiores aqueles que se obtém quando se introduzem custos de rejeicao. As
taxas de erro e rejeicdo para cada uma das trés discriminantes aqui consideradas

encontram-se no Apéndice B.

t 11 12 E Taxa aparente R Taxa aparente
Amostra de Amostra de
treino treing

0 +o0 00 0 0 1 1

0.05 | 3.962 | -1.927 | 0.007 (0+1) 0.603 0.557
0.009

0.10 | 3.215 | -1.179 | 0.018 (2+1) 0.453 0.416
0.026

0.15 | 2.752 | -0.717 | 0.030 (6+1) 0.356 0.274
0.062

0.20 | 2.404 | -0.037 | 0.043 (9+1) 0.283 0.168
0.088

0.25 | 2.116 | -0.081 | 0.056 (9+1) 0.224 0.150
0.088

0.30 | 1.865 | 0.170 | 0.071 (10+1) 0.172 0.115
0.097

0.35 | 1.637 | 0.399 | 0.086 (10+1) 0.125 0.088
0.097

0.40 | 1.423 | 0.817 | 0.102 (11+2) 0.080 0.062
0.115

045 | 1.218 | 0.612 | 0.119 (13+3) 0.040 0.026
0.142

0.50 | 1.018 | 1.018 | 0.139 (13+3) 0 0
0.142

Tabela 3.1- Taxas de erro e rejeicdo “tedricas” e estimadas (amostra de treino) para a
discriminante linear.
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Dados PIMA
Neste caso encontra-se disponivel uma amostra de teste constituida por 332
observagdes. Contudo, foi também construida uma amostra ‘“simulada” de 1000
observagdes em cada classe, para que fosse possivel fazer uma comparacdo entre as
taxas de erro e rejeicdo “tedricas” associadas as discriminantes linear e logistica e as
estimativas mais aproximadas, possiveis de obter, para a discriminante quadratica (ver
Figura 3.4). Tal como no exemplo anterior, para o caso da discriminante logistica foi
validada a hipétese de normalidade dos scores.

Na Figura 3.3 apresenta-se a curva de compromisso erro/rejeicdo, em fungdo do

limiar ¢, obtidas através da amostra de teste para as trés discriminantes.

a

LDA et

LDA tejeicio
— — QD& a0
— QD& rejeigio
— — Logistica etro
—— Logistica rejeigio

os

taxas

o4

0.2
L

oo

Figura 3.3- Taxas de erro e rejei¢do para os dados PIMA. Amostra de teste.

o

LDA era
LDA rejeigdo
— — QDA et
— QDA rejeindo
— — Logisticaetto
—— Logisticatejeipin

taxas
0.6 [LN=)

o4

0.z

Figura 3.4- Taxas de erro e rejeicdo para os dados PIMA. Discriminantes linear e logistica:
“tedricas”, discriminante quadratica: amostra “simulada”.
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Fixando ¢ pode-se fazer uma leitura dos valores de E (taxa de erro) e R (taxa de
rejeicdo). A titulo de exemplo, com a amostra teste (Figura 3.3) e na discriminante
logistica, para =0.3 reduz-se a taxa de erro para cerca de metade: passa de 19,6% para
9,6%, mas temos uma taxa de rejeicdo de 25%. Se permitirmos apenas que cerca de
15% das observagdes sejam rejeitadas, ja baixamos a taxa de erro de 19,6% para 13,5%.

Um outro aspecto que deve ser tomado em consideracdo e que ajudara a encontrar o

melhor valor de 7 € o conhecimento dos custos relativos do erro e rejeicao.

As taxas de erro e rejeicao para cada uma das trés discriminantes aqui consideradas
encontram-se no Apéndice B. De salientar que embora se pretende-se “validar” a
amostra “simulada” i.e., ver até que ponto fez sentido gerar uma amostra a partir da
amostra de treino comparando os valores obtidos com os da amostra de teste, tal ndo foi
possivel. E isto porque, tal como se pode observar quer pelos valores da tabela
correspondente, quer pela Figura 3.4, a discriminante quadrdtica ndo funciona muito

bem com este conjunto de dados.

3.3 Relacao com o método baseado em curvas ROC

As curvas ROC tiveram origem em 1950 no contexto da teoria de decisdo estatistica
para avaliacdo da detec¢do de sinais em radar e na psicologia sensorial e desde ai tém
sido utilizadas com bastante frequéncia. E muito vasta a literatura sobre este tema
nomeadamente em aplicacoes ligadas a medicina (ver por exemplo Braga, 2001). No
ambito do r.p. supervisionado, Tortorella (2000) apresenta uma regra de rejeicdo binéria

Optima, no sentido da maximizacao de uma func¢do de utilidade, baseada na curva ROC.

O objectivo desta seccdo € fazer a ligacdo entre a abordagem do problema da
rejei¢do (para duas classes) através da curva ROC (Tortorella, 2000) e a generalizacio
da abordagem de Chow (1970), mostrando que as duas abordagens sdo teoricamente
equivalentes. Em Santos-Pereira e Pires (2004b) apresenta-se uma versao mais completa
desta seccdo na medida em que € tida em conta ndo s6 a ligacdo entre as duas
abordagens como uma versdo compacta da generalizacao da regra de Chow apresentada

ao longo das secgdes anteriores.
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Tortorella (2000, pag. 612) afirma assumir que o classificador fornece, para cada

observagdao multivariada (x), um valor xe [0,1] que exprime o grau de confianca com

que a observacdo X pertence a classe P (na notagdo adoptada neste trabalho, G;). Para

concretizar a regra de classificacio (sem rejei¢do) € necessario definir um ponto limiar,

ue[O,l]( a que Tortorella chama “confidence threshold’ e denota por ), tal que um

objecto de origem desconhecida é classificado em G se x>u. E imediato reconhecer que
Tortorella estd a admitir que o classificador fornece uma estimativa da probabilidade a
posteriori da observagdo pertencer a classe Gi. Uma vez que se pretende estabelecer a
equivaléncia tedrica entre as duas abordagens vai-se admitir que o classificador fornece
ndo uma estimativa mas a verdadeira probabilidade a posteriori da observagao pertencer

a classe Gy, ou seja x(x)=P(G,1x). Recorde-se que

T, f,(X) .
7, f,(X) + 7, £, (X)

P(G, 1x)=

Para considerar a rejeicdo o que Tortorella faz € considerar que € necessario
determinar ndo um mas dois limiares de rejeicdo, tais que: x € classificada em G, se

0<x<u,,em G, se u, <x<lendo € classificada (ou seja, € rejeitada) se u, <x<u,.

Tortorella considera “lucros” associados a cada possibilidade de classificacdo e vai
maximizar a utilidade esperada. Na abordagem de Chow consideram-se custos e
minimiza-se o risco. Neste aspecto ndo hd divida que ha equivaléncia entre as duas
abordagens. Os custos considerados sdo os que se tém vindo a ser utilizados: C;1=C(111)
e C»n=C(212) (custos de classificacdo correcta e como tal <0); C;=C(112) e C,=C(2I1)
(custos de classificacdo incorrecta, logo >0); e finalmente, o custo de rejei¢do, que se
passard a designar por C,>0, por questdes de simplificacdo (# na notacdo de Chow,

1970, e na notagdo até agora adoptada). A funcdo de custos adoptada passard entdo a ser

C, se i=]

124

C@ilj)= le. se i#j i,j=12,..c. (3.3)
C se i=1

r
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A curva ROC (tedrica) é definida implicitamente em fun¢do do limiar u. Assim,

para cada ue [0,1] , calcule-se TPR (“true positive rate”) e FPR (‘“false positive rate”)
TPRw)=[ f,()dx e  FPRw)=[ f,(x)dx, (3.4)

onde f,(x)e f,(x) representam a densidade de P(Glx), encarada como uma v.a. que €
uma fun¢do do vector aleatério x, quando este tem distribuicdo condicionada a cada
classe, respectivamente. A curva ROC propriamente dita é a representacio grafica dos

pontos {(FPR(u), TPR(u)), ue [0,1] }. Na Figura 3.5 apresenta-se um exemplo de uma

curva ROC tedrica. Note-se que embora, em geral, ue [0,1], ha casos para os quais 0s

valores assumidos por P(Gilx) sdo apenas um subconjunto deste intervalo, seja

[0t |- Nestes casos os pontos da curva ROC para ue [0,u,, |estdo todos

min
coincidentes com o ponto do canto superior direito da curva ROC e os pontos tais que
uelu,, 1]estdo todos coincidentes com o ponto do canto inferior esquerdo da curva

max *

ROC.

As taxas definidas em (3.4) podem ser escritas de uma outra forma mais directa sem

necessidade de calcular as densidades f,(x)e f, (x) . Para isso note-se que

T, f,(X)
T f,(x)+ 7, f,(X)

x>ue PG X)) >u &

>u < xeR, =D, (u),

onde R, c R” representa, para cada ue[O,l], a usual regido de classificacdo

(anteriormente designada por D;) associada a classe G; no espaco das varidveis

originais mas que agora se representa desta forma para indicar a dependéncia de u.

Note-se que u=0=>R =R"u=1=>R =0 e V, :0<u<u,<LR DOR,.
Admite-se, como ¢é habitual, que o conjunto {P(G, | x) =u} tem medida de probabilidade

nula para qualquer uma das classes e para qualquer u: u_, <u<u, . Tem-se entdo
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TPRw=| f(x)dx e FPRu)=| f,(x)dx, (3.5)

e, por outro lado,

f,,(u)z—iTPR(u) e fN(u):—iFPR(u).
du du

TPR(u)

0.4 0.6
FPR(u)

Figura 3.5- Exemplo de uma curva ROC tedrica (XIG~N(0,1), XIG>~N(2,1), n; =m, =0.5)

com linha tangente em u=0.5.

O que Tortorella mostra € que o lucro é maximizado (ou como se viu, o risco é

minimizado) se se escolherem limiares u; e u, tais que a derivada da curva ROC

associada a cada um desses limiares €, respectivamente

m="xC"C o B GimC (3.5)
r, C,-C, r, C —-C,

Tortorella propde depois um processo geométrico para determinacdo dos limiares a

partir de curvas ROC empiricas.
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Por outro lado, como se viu na Seccdo 3.1.2 aquando da generalizacdo da

abordagem de Chow e de acordo com a funcdo de custos definida em (3.3), conclui-se

que*
xe D;  se C=C M S 67C (3.6)
C,-C m fHLx) C-C
mas como
&2m<:>P(GIIX)Zu, seesésemzﬁx “ ,
fz(x) T, 1—u

conclui-se que as duas abordagens sdo teoricamente equivalentes se e sO se a derivada
da curva ROC for igual a

T u
22w

T, l-u

E o que se mostra na proposi¢do seguinte.

Proposicao: Considere-se um vector aleatério x com distribui¢des distintas em duas

classes, G| e G, caracterizadas respectivamente pelas densidades f,(x) e f,(x),e com
probabilidades a priori w, e m,. Dada a curva ROC, {(FPR(u), TPR(u)), u€[0,1] }, com

FPR(u) e TPR(u) definidas em (3.5), tem-se que

dFPR(u) - T 1—1,{0 > “min — 70 max

onde u , =min P(G,1x) e u,, =max P(G, |x).

Demonstra¢do: Em primeiro lugar note-se que

4 . ~ ~ . e~ ~ . .
Note-se que para certas combinagdes de custos a op¢ao de rejeicdo pode ndo ser activada. Facilmente se
verifica que uma condi¢do necessdria, mas nao suficiente, para a sua activagao é que C,<C,; e C,<C,,
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fix)dx— | fi(x)dx
dTPR(u) i TPRGt, + 1) ~TPR(w,) RI RJ;)
dTPR@w)|  __ du ., % h _ h _
dFPR()|_, ~ dFPR() i FPR (g +h) = FPR(uy) [ £ax— ] f,(x0dx
du |-, " h lim o ul
h—0 h
.[ fl(x)dx—J.fl(x)dX
. Ru0+h Ruo
=11 .
h=0 I [,(x)dx— I [, (x)dx
Ru0+h Ruo
Considere-se agora separadamente os casos h>0 e h<0. Para  /h>0 tem-se

R, ., © R, pelo que

L2.

J. f:(x)dx—

ug+h

[ fodx=="[ fodx i

Rug \Ruo+h

Por outro lado para h<0 tem-se

RL10+11 > Ruo €
j £ (x)dx— j f(x)dx = j f(x)dx Li=12.
R“<)+" Ru() R“0+h\RHn
Entdo as derivadas laterais sao dadas por
dTPR(u) — lim _J.R“O\RMOM Six)dx
dFPR(u) wmig 0= o f,(x)dx
daTPR@)| IRW\RMU hxjax
dFPR(W)|,_. =0 [ f(x)dx
Mas
seXx€ R, \R, ., uy S P(G IX)Su,+h
sexXe R

\R, , uy +h < P(G,1X) <u,,

g +h
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e a medida que h—0"(h—07), a regido R, \R, ., (R

g +h

\R, )¢ cada vez mais

“estreita” e € tal que P(G1Ix) tende para uy e P(G2Ix)=1- P(G1Ix) tende para 1- uo.

Entdo para h — 0" tem-se,

SX)PG, 1x)
.[ \ fl(X)dX J.R“ \R, h T dx T u -[ \ f(X) T u
TR ALY iy e ; =20 i et T2y To
e A T T AR PR S A A T
ug VNug+th R, \R, T o

up ug+h 2

e do mesmo modo quando & — 0.

Notas

e Esta proposi¢do pode ser relacionada com um resultado bem conhecido da
andlise de curvas ROC (ver por exemplo van Trees, 1968, pag. 44,
Propriedade 3).

e Embora se tenha acabado de demonstrar que os dois métodos sdo
equivalentes isso ndo significa que num caso concreto o sejam (obviamente
por questdes de estimacao).

e Poderiam ainda ser apresentadas outras demonstragdes para casos
particulares (por exemplo, quaisquer distribuicdes univariadas, distribui¢des
normais com médias diferentes e varidncias iguais, distribuicdes normais
com médias iguais e variancias diferentes, etc.). A titulo de exemplo

considere-se a situacao seguinte.

Exemplo 3.3

Considere-se XIG1~N2(0,I) e XIG2~N,(,I) com /11:(2,O)T.

42

>r e, <l{1n(ﬂ]+1n[ﬁﬂ+1.
m, +m, exp(2x, —2) 2 T, t

PG, Ix)>1 &
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Tem-se entao

- J2r

P s 5o 2

FPR(f) = j fo(x)dx = f

~
L 1
I
p—
N—

%{m[?]ﬂ{?ﬂﬂ 1 _g B 1 7, — -

TPR(1) = 1! fl(x)dx—j_w N dx—@[a{ln{zj+ln(7j +1j,
Logo

dTPR() ol ln(ﬂlj+ln(l_tj ‘l

dTPR(t) 4 _ 2L \m t )] i |

dFPR(r1) dFPR(t) - RS - —

dt (0{1 ln[nljﬂn(“j —1}x{1 ln(nljﬂn(l tj —1}

2 m, t 2| \m, t

m,
T -t

Algumas consideracoes

Com a abordagem de Chow:

® ndo € necessdrio recorrer a qualquer procedimento geométrico para obtencdo dos
limiares de classificacao.

¢ ¢ indiferente utilizar probabilidades a posteriori ou densidades.

¢ pode trabalhar-se com qualquer nimero de classes.

® n3o se estd limitado a um conjunto discreto de valores de u (como em Tortorella) o
que pode trazer desvantagens no desempenho do método baseado em curvas ROC,
conforme se ird ver na aplicacdo a seguir apresentada.

e o resultado também € relevante mesmo quando ndo se considera a rejeicdo pois
permite a obtencdo do chamado “optimal operating point” (valor de corte que permite a
separacao entre duas classes) por outra via que ndo a utilizacdo da curva ROC (ver

Halpern et al., 1996), com a vantagem de se adaptar a qualquer nimero de classes.
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3.3.1 Aplicacao

De acordo com uma das notas acabadas de referir, embora os dois métodos sejam
teoricamente equivalentes, isso ndo significa que num caso concreto o sejam. Dai a
importancia da comparagdo dos resultados obtidos pelos dois métodos quando aplicados

a um conjunto de dados reais.

Para levar a cabo este estudo experimental com o objectivo de comparar o método
apresentado, com o método proposto por Tortorella (2000), foi considerado um
conjunto mais vasto dos dados PIMA, referidos no exemplo 3.2. Esses dados

encontram-se disponiveis em  http:/www.ics.uci.edu/~mlearn/MLSummary.html e

dizem respeito a uma amostra de 768 mulheres entre as quais 268 tém diabetes (classe

G ou P) e 500 nao apresentam diabetes (classe G, ou N), observadas relativamente a 8

varidveis. As probabilidades a priori estimadas sdo portanto 11=0.35 e 72 =0.65.

Tal como no artigo de Tortorella, a amostra foi dividida aleatoriamente em trés
conjuntos’: amostra de treino 4 qual correspondem 614 observagdes (= 80%), 77 casos
observacgdes (= 10%) para a construcao das curvas ROC e as restantes 77 (= 10%) que

irdo constituir a amostra de teste.

Foram escolhidos trés classificadores: discriminante linear (LDA), discriminante
logistica (LD) e redes neuronais cuja estimacao, a partir da amostra de treino, permitiu a

obtencao de trés regras discriminantes.

No caso particular das redes neuronais escolheu-se o MLP com 8 unidades da
camada de input, 4 unidades na camada escondida e 1 unidade na camada de output.
Esta op¢ao teve como objectivo adoptar o mesmo tipo de rede adoptado por Tortorella.
Para utilizar esta metodologia no S-Plus, recorreu-se ao médulo nnet tendo-se incluido
os argumentos opcionais rang=0.1, decay=0.01, maxit=20000. O funcional do custo
adoptado € o utilizado em problemas de classificacdo bindria que se baseiam no critério
da entropia (Silva, 2000) e os restantes parametros sdo os utilizados habitualmente neste

tipo de situagcdes (Venables e Ripley, 1999).

5 . . J .
Procedimento habitual quando se utilizam redes neuronais.
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Foram também adoptadas as sete combinagdes de custos escolhidas por Tortorella

(2000) e reproduzidas na Tabela 3.2.

CFN CFP CTN CTP CR
Caso C(Q211) cCd12) CQ2I2) C(111) C.

a 50 25 -200 -400 12.5
b 50 25 -100 -200 12.5
c 50 25 -50 -100 12.5
d 50 25 -25 -50 12.5
e 100 50 -25 -50 12.5
f 200 100 -25 -50 12.5
g 400 200 -25 -50 12.5

Tabela 3.2- Combinacdes de custos.

Quando a opcdo de rejei¢do ndo € activada, a regra de classificacdo € a que se segue,

qualquer que seja a combinacao de custos considerada:

Classificar x em Gy (ou P) se P(G, I1x) 2= Crp=CIN = l
CFP—-CTN +CFN -CTP 3

e em G, (ou N) caso contrario. Para cada caso e cada classificador estimou-se, com base
na amostra de teste, as taxas de erro FPR (false positive rate), FNR (false negative rate,
FNR= 1-TPR) e as taxas de classificacdo correcta TPR (true positive rate) € TNR (true
negative rate, TNR= 1-FPR).

Sendo activada a opg¢do de rejeicdo t€m de se calcular, para cada um dos métodos,

dois limiares, u; e up, por forma a que uma observacdo seja rejeitada se

u, < P(G,1X) <u,.

Para o método proposto, baseado na abordagem de Chow, estes limiares sdo

independentes do classificador e dados por
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__CR-CIN  ~_ CFP-CR
CFN-CTN’ *> CFP-CTP’

u

Para o método baseado nas curvas ROC obtém-se, para cada classificador, uma
estimativa da curva ROC independente, utilizando-se o segundo conjunto de

observacdes e onze limiares candidatos equidistantes u=0, 0.1, ...,1.

De seguida obtém-se o invélucro convexo da curva ROC e através deste os limiares
finais, u; e up, tais que os correspondentes declives sdo tdo préximos quanto possivel
dos valores dados por m; e m, definidos em (3.5). Os valores dos pontos e declives do
invélucro convexo sdo apresentados na Tabela 3.3. A Figura 3.6 apresenta as curvas
ROC, estimadas pelos trés classificadores, bem como os respectivos involucros

convexos.

(a) (b)

—— curva ROC
. invélucro convexo

© —— cuvaROC
. invélucro convexo

tpr

for ‘ ‘ (C) for

curva ROC
. invélucro convexo

Figura 3.6- Curvas ROC estimadas para os dados PIMA e trés classificadores. (a) LDA, (b)
LD, (c) MLP.
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Vértices u Declives
do invélucro do invélucro
convexo convexo
LDA (0.00,0.00) 1.0 oo
(0.06,0.43) 0.7 7.17
(0.08,0.50) 0.6 3.50
(0.14,0.61) 0.4 1.83
(0.37,0.93) 0.2 1.39
(0.61,0.96) 0.1 0.13
(1.00,1.00) 0 0.10
LD (0.00,0.00) 1.0 oo
(0.06,0.43) 0.7 7.17
(0.08,0.50) 0.6 3.50
(0.37,0.93) 0.2 1.72
(0.59,0.96) 0.1 0.14
(1,1) 0 0.10
MLP (0.00,0.00) 1.0 oo
(0.02,0.32) 0.9 16.0
(0.14,0.57) 0.5 2.08
(0.27,0.79) 0.3 1.69
(0.31,0.82) 0.2 0.75
(0.53,0.89) 0.1 0.32
(1.00,1.00) 0.0 0.23

Tabela 3.3- Vértices e respectivos declives do invélucro convexo das curvas ROC.

Depois de obtidos u; e u; pelos dois métodos, classificam-se as observacdes da
amostra de teste e estimam-se novamente FPR, FNR, TPR ¢ TNR, tal como dantes, e
ainda as probabilidades de rejeicao de um caso negativo, RN e de um caso positivo, RP.
A Tabela 3.4 sumaria os resultados. Note-se que para as quatro primeiras combinagdes
de custos (casos a, b, ¢ e d) a opcao de rejeicdo ndo € activada. Tal facto ndo se deve a
falha da condi¢do necessdria de activagdo da rejeicdo apresentada em (3.6) mas sim a

ocorréncia de u<u;.
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Classificador

Método Caso FPR TPR FNR TNR RP RN u u

abecd 034 083 0.17 0.66 - - - -
LDA e 023 080 0.17 054 003 023 030 038
Chow f 0.02 0.67 0.03 034 030 064 0.17 0.58
g 0.02 047 0.00 0.15 053 083 0.09 0.75

abecd 034 083 0.17 0.66 - - - -
LDA e 0.62 0.9 0.10  0.38 - - 0.20 0.20
ROC f 0.02 0.67 0.10 038 023 060 020 0.60
g 0.02 0.63 010 038 027 060 020 0.70

abed 028 077 023 0.72 - - - -
LD e 015 077 020 068 0.03 0.17 030 0.38
Chow f 0.02 0.67 013 040 020 058 0.17 0.58
g 0.02 040 0.00 0.19 060 079 0.09 0.75

abed 028 077 023 0.72 - -

LD e 0.57 083 0.17 043 - - 0.20 0.20
ROC f 0.02 063 014 045 023 053 020 0.60
g 0.02 050 013 045 037 053 020 0.70

abed 028 070 030 0.72 - - - -
MLP e 021 070 030 068 0.00 0.11 030 038
Chow f 0.11 053 0.14 055 033 034 0.17 058
g 0.00 037 0.07 036 056 064 0.09 0.75

abed 028 070 030 0.72 - - - -
MLP e 032 0.70 030 0.68 - - 0.30 0.30
ROC f 0.07  0.00 0.57 0.2 0.73 043 020 0.90
g 0.07 0.00 0.00 0.00 093 100 0.00 0.90

Tabela 3.4- Resultados da classificacdo e limiares de rejeicao para os dados PIMA, com base na

amostra de teste.
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Finalmente, estima-se para cada combinacao de custos e classificador, o risco total
associado (simétrico da funcdo utilidade definida por Tortorella, 2000). Para a situacdo

sem rejei¢cdo o risco pode ser obtido através de

RT =11 (CTPTPR + CEN.FNR) + 7:(CTN.TNR + CFP.FPR)

enquanto que na situagdo com inclusdo de rejei¢ao

RT.. = 1:(CTP.TPR + CEN.FNR + CR.RP) + 7, (CTN.TNR + CFP.FPR + CR.RN)) .

rej

Estes resultados encontram-se na Tabela 3.5 . Sendo o objectivo o da minimizagdo do
risco, o menor (melhor) valor de cada linha é representado a bold. Dos trés
classificadores escolhidos a LDA é o que dd melhor resultados. Por outro lado,
comparando os resultados com e sem rejei¢do conclui-se que para as combinacgdes de
custos em que a opg¢do de rejeicdo € activada, o risco com rejeicdo € geralmente inferior
ao risco sem rejeicdo (a LDA/Chow para o caso e e o MLP/ROC para o caso f
constituem a excepg¢do). Para terminar pode concluir-se que neste exemplo o método de
rejeicdo baseado na regra de Chow permite atingir menores riscos do que o método de

rejei¢do baseado na curva ROC.

LDA LD MLP
Caso Sem  Chow ROC Sem  Chow ROC Sem  Chow ROC
rejeicao rejeicao rejeicao

a -193.5 - - -192.8 - - -181.8 - -
b -92.5 - - -92.1 - - -86.0 - -
c -42.0 - - -41.8 - - 38.1 - -
d -16.8 - - -16.6 - - -14.2 - -
e -8.3 -7.4 - -8.0 -11.1 - -4.4 -5.1 -
f 8.8 -7.3 -3.7 9.1 -2.2 -1.9 15.3 29 47.9
g 42.8 1.0 5.5 434 1.6 10.7 54.5 5.1 21.3

Tabela 3.5- Estimativas do risco total, com e sem rejeicdo, para os dados PIMA, com base na
amostra de teste.

-116-



Capitulo 4

Rejeicao de outliers em dados multivariados

O objectivo deste capitulo é desenvolver um método eficaz para a deteccdo de outliers
com o intuito de abordar o problema da classificacdo com inclusdo da opcao de rejei¢ao

por existéncia de observacoes deste tipo.

Embora ndo se pretenda desenvolver demasiado sobre os procedimentos utilizados
no tratamento de outliers, em especial o caso univariado e os conjuntos de dados
normais- ndo porque nao seja importante, mas porque ja foi objecto de trabalhos
anteriores, nomeadamente em Barnett e Lewis (1994), alem de se desviar um pouco do
ambito deste trabalho- torna-se, contudo, necessdria uma breve introducdo e

apresentacao de alguns conceitos que permitem a contextualiza¢dao do tema abordado.

4.1 Introducao
4.1.1 Motivacao

Um assunto que, desde cedo, interessou os estatisticos foi o problema dos outliers.
Embora a primeira discuss@o sobre outliers apareca em 1777 com Bernoulli, a primeira
pessoa a especificar um critério de rejeicdo de outliers, propondo-se solucionar o
problema das observagdes discordantes (em sentido lato, qualquer observagdo que
surpreenda o investigador), foi Peirce em 1852. Como referem Barnett e Lewis (1994),
J4 nessa altura Peirce afirmava que “Na maioria das séries de observagdes, encontram-se
algumas que diferem tanto das outras que ... espantam e induzem em erro o
investigador”. Assim, dada a vulgaridade com que aparecem nos dados, saber a forma
adequada de lidar com essas observacdes discrepantes das restantes tem sido uma
preocupacao dos investigadores do passado e do presente. Durante o século passado, a
abordagem aos outliers foi, gradualmente, sendo feita de um modo mais rigoroso e com
objectivos bem definidos; essa investigacao foi frutifera pois foi construido um vasto
conjunto de instrumentos de andlise, permitindo uma ruptura com o senso comum. Por

exemplo, note-se que o comentério de Peirce (1852), embora aponte a caracteristica
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basica dos outliers €, actualmente, considerado um pouco obsoleto e restritivo porque
“observacoes que diferem tanto das outras”,

(1) ndo necessariamente “espantam e induzem em erro o investigador’;

(i1) podem ndo ser “mds” ou “‘erréneas’;

(iii)  podem indicar algo de extraordindrio, de fora de normal relativamente ao

que seria de esperar.

Nos dias de hoje, evitam-se posi¢des extremas: a simples rejeicao das observacdes sem
tratamento posterior (correndo-se o risco de perder informagdo genuina), ou a inclusio
dessas observagdes (correndo-se o risco de contaminagao). Conforme se fara referéncia
mais a frente, € habitual a utilizacdo de procedimentos robustos que utilizam todas as
observagdes mas que minimizam a influéncias dos outliers. A inferéncia robusta é na
sua esséncia pouco sensivel a grandes ou pequenos desvios sobre as hipdteses
assumidas como por exemplo a normalidade ou a independéncia. Genericamente
entende-se por procedimento robusto aquele que consegue lidar com situagdes que
envolvem outliers. Hampel (2000, 2001) tece alguns comentdrios sobre a inferéncia
robusta, o porqué da sua necessidade- comparando-a com os procedimentos nao
robustos- focando também o tema dos outliers neste contexto e salientando a
importancia do ponto de rotura'. De real¢ar a grande importancia destes procedimentos
nomeadamente em dados p-variados com p>2 pela dificuldade em recorrer a inspeccao

visual.

Surgindo da necessidade de se encontrarem observagdes andmalas que integram a
tarefa de pré-processamento associado a aplicacdo de qualquer método multivariado,
por forma a preservar os resultados dos desvios provocados por tais observacdes, a
deteccao de outliers € pois bastante importante nas mais variadas aplicacdes da andlise
multivariada. De destacar o especial interesse na classificacdo supervisionada (ou
andlise discriminante) se, ao predizer as classes, pretendermos classificar uma

observagdo como ndo pertencente a nenhuma das classes pré-definidas.

1 . ~ I . . ,

Percentagem de contaminacdo arbitrdria a partir da qual podem ser produzidos também valores
arbitrarios da estimativa. Um estimador € tanto mais robusto quanto maior for o seu ponto de rotura (na
prética ndo fazem sentido valores superiores a 50%).
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Mas o que se entende por outliers? Outliers sdo observacdes consideradas nao
consistentes com o resto dos dados: segundo Webb (1999) existem duas hipdteses.
Podem ser observagdes genuinas (observagdes discordantes de acordo com Beckman e
Cook, 1983), que sdo surpreendentes para o observador, podendo até ser as mais
valiosas (ver por exemplo Davies e Gather, 1993) ao revelar uma certa estrutura nos
dados que indicam desvios da normalidade, como por exemplo numa distribui¢do de
caudas longas. Em alternativa podem ser fruto dos erros causados pela cdpia ou
transferéncia de dados ou seja, observacdes que ndo pertencem a distribui¢cao alvo
(observacdes contaminantes de acordo com Beckman e Cook, 1983). Hampel (2002,
pag. 5) refere que o tratamento de outliers de diferentes tipos pode ser feito exactamente
da mesma forma na maior parte das situagdes, a sua interpretacdo € que difere. Rosado
(1984) define outlier (no sentido de observacdo discordante) da seguinte forma: “é

aquela observacdo que, apds rejeicdo da homogeneidade nas observacdes, for

responsavel por essa rejeicao”.

Na realidade € com frequéncia que nos deparamos com situagdes onde os outliers
sdo realmente as observacdes mais valiosas de toda a amostra, indicando um novo efeito
ou uma descoberta de que nao se suspeitava. Hampel (2000) faz referéncia ao exemplo
da descoberta do buraco de ozono sob a Antarctida (onde os dados sdo claramente
outliers). Aqui se cita um bom exemplo que refor¢a o que foi referido no Capitulo 2
quando se abordou a questdo da rejeicdo, provando-se que hd situacdes onde ndo é
mesmo aconselhdvel “livrarmo-nos” simplesmente dos dados considerados outliers sem
uma analise posterior. Segundo este autor o rumor de que os Americanos nao foram os
primeiros a descobrir o buraco de ozono devido ao seu equipamento altamente
sofisticado em que os outliers eram automaticamente rejeitados foi bastante contestado;
na realidade, os dados eram automaticamente marcados como necessitados de atengao
especial, depois comparados com outros (séries de observacoes totalmente discordantes)
e s6 depois considerados seriamente duvidosos. Mas o que se passou afinal foi que estas
séries continham um erro sistemdtico medindo algo bastante diferente do pretendido
sendo portanto essa a causa de engano dos cientistas. Este facto veridico constitui um
exemplo claro de que a identificacdo de outliers deve ser realizada para proveito da

ciéncia e ndo por puras razoes estatisticas (como por exemplo, a efici€ncia).
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Até agora (Capitulos 2 e 3), admitiu-se que a distribui¢cdo das observagdes ou as
probabilidades a posteriori de cada classe eram conhecidas. Sendo essa hipotese vélida
qual seria o desempenho do classificador atrds definido, se o conjunto de dados

contivesse observacgdes consideradas outliers?

Comece-se por analisar o que aconteceria se apenas se comparassem as
probabilidades a posteriori de cada classe. Sem perda de generalidade considere-se um
exemplo simples com uma varidvel e duas classes em que XIG~N(-2,1.3),

XIG~N(5,1.5), 1, =m, =0.5.

Como € bem sabido, em dados reais hd determinado nimero de observacdes que nao
sdo bem descritas pelo modelo probabilistico escolhido: é por exemplo o caso de
padrdes que ocorrem onde a densidade de probabilidade € proxima de zero. Imagine-se
entdo que no exemplo em causa existiam duas observacdes nessas condi¢cdes: x=1 e
x=11. Na Figura 4.1 representam-se as fun¢des de densidade de probabilidade
condicionais as classes e aquelas duas observagdes. Observando a figura conclui-se que
provavelmente, faria sentido seria classificar a observacdao x=1 (representada por um
tridngulo) numa zona de indecisdao e a observacdo x=11 (representada por uma cruz)

como outlier.

f1(x) (& esquerda) e f2(x) (& direita)

Figura 4.1- Funcdes densidade de probabilidade condicionais as classes (XIG~N(-2, g=1.3),
XIG,~N(5,0=1.5), m; =m, =0.5) e duas observacdes x=1 e x=11 (representadas
por A e X, respectivamente).
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Observem-se agora as probabilidades a posteriori, representadas na Figura 4.2,
correspondentes ao exemplo acabado de descrever”. Facilmente se verifica que de
acordo com o correspondente critério de decis@o (maximizacdo das probabilidades a
posteriori), a observacdes localizada em x=1 seria classificada na classe G; e a
observacgao localizada em x=11 seria classificada em G,. Além disso, também se julga
importante salientar que para observagdes muito distantes (como € o caso da que foi
designada por X) uma das probabilidades a posteriori é aproximadamente 1 o que da
uma indicagdo errada de que a observacao deverd ser classificada em determinada classe

quando de facto, seria mais natural considerad-la um outlier.

1.0

0.8

0.6

__P(@G1x)
—————— P(G2Jx)

P(G1]x) / P(G2]x)

0.2

0.0

Figura 4.2- Probabilidades a posteriori associadas as classes G; e G, (XIG|~N(-2, o=1.3),
XIG>~N(5, 0=1.5), m;, =m, =0.5).

O que realmente se verifica na maior parte das situacdes é que o conhecimento das
probabilidades a posteriori € insuficiente para a classificacio duma observagdo como
outlier. Por outro lado as densidades sdo geralmente desconhecidas e mesmo que se
pensasse num processo de estimacdo certamente que num exemplo deste tipo, nos
pontos considerados, os correspondentes valores também seriam pequenos e portanto a
informagdo fornecida também seria insuficiente. Ripley (1996, Cap. 2, pag. 24) sugere
duas técnicas para a deteccdo deste tipo de situacdes, em que os dados contém outliers.

A primeira corresponde a introdu¢do de uma classe adicional baseada num modelo para

2 Dado que se estd numa situacio de varidncias diferentes a regra discriminante Gptima é do tipo
quadrdtico o que no caso de uma varidvel corresponde a um intervalo. Tem-se assim que
D, = [—47.46,1.21] e D, = ]—00,—47.46 [U]l.21,+oo[. Isto significa que na regido nao representada no

gréfico existe uma outra inversao da probabilidade a posteriori.
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os outliers. A segunda hipdtese consiste na comparacdo da densidade de probabilidade
estimada com um limiar pré-definido, concluindo-se que uma observacdo é outlier se a
densidade nesse ponto for inferior ao limiar. No entanto, tal como o prdprio autor
também refere, ambas as sugestdes apresentam grandes dificuldades. Nomeadamente
em relacdo a primeira obviamente que se ja é tao dificil e ja existe tanta controvérsia em
se chegar a um consenso quanto a definicdo do termo outlier, muito pior ainda sera
conseguir encontrar a respectiva distribuicdo de probabilidade pelo que esta hipdtese,

excepto em casos muito particulares, € praticamente invidvel.

Em relagdo a segunda sugestdo do Ripley, embora numa primeira andlise a ideia
pareca boa, colocam-se de imediato algumas duvidas no que diz respeito a escolha do
limiar de decis@do. Em primeiro lugar, hd que ter em conta que existe uma grande
dependéncia em relagdo ao modelo e em relagdo ao nimero de varidveis consideradas; e
isto, claro, partindo-se do principio que se conseguem obter estimativas fidveis das
densidades. Para ilustrar o que se acaba de referir, considere-se o caso mais simples de

uma distribuicdo normal estandardizada e veja-se, na Tabela 4.1, o que acontece aos

valores da densidade nos pontos x para os quais x=0 onde f(x) =(27r)_p/ *e x=1

—p/2 - , ., .
onde f(x) =(2nme) v/ , em fun¢do do aumento do nimero de varidveis, p.

f(0) f
0.3981 | 0.2420
0.1592 | 0.0585
0.0101 | 0.0008

10" | 6.8x107

guu\:o»—‘“u

Tabela 4.1- Alguns valores para a densidade da normal estandardizada em func¢@o do nimero de
varidveis.

Ressalta de imediato que os valores da densidade sdo pequenos mesmo para um nimero
reduzido de varidveis o que permite deduzir que os valores fornecidos pela densidade
ndo podem ser utilizados directamente. No entanto, para o caso particular da
distribuicao normal, esse problema pode ser resolvido recorrendo-se aos contornos de
igual densidade. Como é de conhecimento geral, se X=(X1,X2,...,Xp)T tem densidade

dada por
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f(x)= ! ~(x—p) 7 (x-p)/2

9

ou seja, se X~ N, (4,X), entdo os contornos de igual densidade sdo elipsoides

definidos por

(x—p)' X (x—p)=c,

sendo os elipsdides centrados em g e com eixos *c ke, i=1,2,..,p onde A,e

representam os valores e vectores-proprios de X, respectivamente. Por outro lado, sabe-

se que

x—@)' 2 x-p)~ x,

pelo que a probabilidade de (x—u)"27'(x—p) < ;{Z (1-a)vale 1—a (ver por exemplo,

Johnson e Wichern, 1992, Cap. 4)3.

Sendo assim, no contexto da distribuicdo normal, a ideia funciona embora nao de
uma forma directa. Porém, havendo necessidade de se proceder a estimacdo da
densidade serd que se consegue seguir a ideia sugerida por Ripley (1996)? Infelizmente
isso ndo se verifica, como se verd com detalhe na Seccdo 4.3. De qualquer modo,
considera-se ainda ter interesse reafirmar, que qualquer que seja a regra que se adopte,
se existir um modelo para os dados, os pontos a rejeitar serdo sempre os de menor

densidade.

4.1.2. Breve resenha historica

As técnicas inicialmente propostas para a deteccdo de outliers em amostras normais
multivariadas resultam na sua maioria de generalizacdes directas das técnicas
univariadas existentes (Beckman e Cook, 1983). Existe uma vasta literatura sobre a
rejeicdo de outliers (de destacar Barnett e Lewis, 1994) tendo sido propostas uma

infinidade de regras de rejeicao. Muitos dos procedimentos que foram surgindo foram

3 Repare-se que a expressio representada no primeiro membro da igualdade corresponde ao quadrado da
tradicional distdncia de Mahalanobis entre a observagdo x e a média da populag@o.
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alvo de um grande impulso dado por Gnanadesikan e Kettenring (1972), baseados em
parte numa extensdo directa de uma das primeiras tentativas de identificacdo de outliers
realizada por Wilks (1963). Gnanadesikan e Kettenring encorajaram a criacao de vérios
testes e a procura de procedimentos genéricos capazes de lidar com a complexidade
associada ao caso multivariado. Hampel (2000) “simplifica” o problema ao referir que o
paradigma principal resume-se, por exemplo, a um teste do tipo Hy: os dados sdo
exactamente normais contra Hy: dois outliers a direita; mas claro que esta hipotese €
raramente satisfeita, os dados nunca sdo exactamente normais. Por outro lado, apesar da
existéncia de bastantes métodos de deteccdo de outliers esporddicos em dados
multivariados (Hawkins, 1980), o problema da deteccio de nuvens de outliers
apresenta-se bastante dificil (Rocke e Woodruff, 1996). Hoje em dia, a par do
desenvolvimento de métodos eficazes de deteccdo de outliers estudam-se métodos
robustos de estimagdo da localizagdo e escala preferentemente invariantes para
transformagdes afins, computacionalmente praticaveis e com elevado ponto de rotura;
com frequéncia a deteccdo de outliers e a estimagio robusta sdo discutidas em conjunto.
Dos métodos para deteccdo de outliers, recorrendo-se ou ndo a estimacdo robusta,
destacam-se Campbell (1978, 1982), Atkinson (1994), Barnett e Lewis (1994),
Gnanadesikan e Kettenring (1972), Hawkins (1980), Maronna e Yohai (1995), Rocke e
Woodruff (1996), Rousseeuw e van Zomeren (1990) e Kosinski (1999).

A literatura estatistica dedicada a deteccao de outliers é tdo vasta, que oS
procedimentos podem mesmo ser subdivididos dando origem a seguinte classifica¢ao
proposta por Gather e Becker (1997): métodos graficos, procedimentos em bloco, testes
consecutivos e métodos heuristicos, ou informais, (que podem ser quantitativos ou
graficos mas que ndo tém suporte em qualquer distribui¢do tedrica) que em grande parte
dos casos tém revelado um 6ptimo desempenho. Procedimentos de identificacdo de
outliers construidos para a detec¢do simultdnea num s6é passo com respeito a um modelo
de referéncia, nomeadamente a distribuicdo normal, t€ém também sido sugeridos por
vdarios autores, quer para a situacdo univariada quer para a multivariada (Rosado, 1984,

Barnett e Lewis, 1994, Davies e Gather, 1993, Rousseeuw e van Zomeren, 1990).

Um método mais recente que merece especial atencdo € o BACON (Blocked

Adaptative Computationally Efficient Outlier Nominators) devido a Billor, Hadi e
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Velleman (2000). Este consiste numa abordagem genérica baseada no método de Hadi
(1992, 1994). Sao apresentadas duas versdes equivariantes para transformagodes afins
(com ponto de rotura grande ou moderado consoante a versdo) tendo como principal
vantagem a efici€éncia computacional e a boa performance em conjuntos de dados de
grandes dimensdes, chegando mesmo a igualar a performance dos estimadores mais
populares (e provavelmente mais respeitados), MCD e MVE em todos os problemas
teste publicados4. No entanto, tal como todos o0s outras propostas, peca pela

dependéncia de aplicabilidade a dados elipticamente simétricos (ou aproximadamente).

4.2 Estimadores, distancias e outros aspectos relevantes

O procedimento cldssico para a identificacdo de outliers em dados multivariados €
baseado no célculo das distdncias de Mahalanobis (observagdes que apresentam
distancias “grandes” sdo consideradas outliers). Enquanto que € relativamente simples
detectar um unico outlier recorrendo a esta distancia, este procedimento nao € suficiente
para multiplos outliers. Esta e outras abordagens que apareceram anteriormente, podem
falhar por dois motivos: o efeito masking e o efeito swamping. O primeiro corresponde
a incapacidade de um teste identificar mesmo que um tunico outlier, na presenca de
outros valores suspeitos. A presenca de outras observacdes mascara a detec¢dao do
impacto real de uma unica observagdo; multiplos outliers na mesma nuvem distorcem
as estimativas quer pela atraccdo da média amostral quer por inflacionar a matriz de
covariancias amostral na sua direccdo, levando a obtencdo de valores menores para a
distancia de Mahalanobis. No segundo efeito, o swamping, as observagdes podem
parecer outliers quando de facto ndo o sdo (ver Davies e Gather, 1993). Refere-se ao
efeito que um agregado (nuvem) de outliers pode ter num conjunto de observacdes
consistentes com a maioria; o agregado pode causar distor¢des na matriz de
covariancias pelo que grandes valores de distancias podem traduzir-se em observacoes
que na realidade ndo sdo outliers. Grosso modo, diz-se que o efeito de swamping ocorre
quando, observacdes regulares sdo rotuladas como sendo outliers. Rocke e Woodruff
(1996) dao especial relevancia ao porqué da deteccdo de outliers multivariados ser tao

dificil e ao porqué desta dificuldade aumentar com a dimensao dos dados.

4 ~ . . - .
Nas seccdes seguintes estes estimadores serdo abordados com mais detalhe.
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Uma forma de contornar estes problemas consiste na utilizagdo de estimadores
robustos do vector de médias e da matriz de covariancias. Este tema tem sido alvo de
intensa investigacdo nos ultimos anos e constitui um grande desafio tendo sido
considerado um dos problemas mais dificeis da estatistica robusta. Alids, conforme ja
aqui foi referido, a existéncia de outliers nos dados é das razdes mais 6bvias para que

necessitemos de algum tipo de procedimento robusto.

Do conjunto de estimadores disponiveis destacam-se o MVE (Minimum Volume
Ellipsoid) e o MCD (Minimum Covariance Determinant) de Rousseeuw (Rousseeuw,
1985; Rousseeuw e Leroy, 1987) e versdes reponderadas dos mesmos, mais eficientes
(ver Croux e Haesbroeck, 1999). No caso do MCD o objectivo € o de encontrar h
pontos que fazem com que a matriz de covaridncias tenha determinante minimo
enquanto que no MVE se procura o elipséide que contém os /& pontos que perfazem
volume minimo. O MCD ¢ geralmente mais utilizado porque supera o MVE tanto em

termos de eficiéncia estatistica como em velocidade computacional (Rousseuw e Van
Driessen, 1999). Destaque-se ainda que o estimador MVE ndo tem distribui¢io
assintotica normal e nido ¢é \/; consistente (Davies, 1992). Estes estimadores sio
resistentes aos outliers porque estes ndo se envolvem nos cdlculos efectuados para a
estimacgdo da localizacdo e da escala: as distancias robustas baseadas no MCD sdo mais
precisas quando ha contamina¢do do que as baseadas no MVE permitindo uma melhor

detec¢do dos outliers.

Tanto o estimador MCD como o estimador MVE possuem elevado ponto de rotura
(arbitrariamente préximo de 50% para qualquer n), sdo equivariantes, mas pouco
eficientes proximo do modelo multinormal colocando até hd bem pouco tempo, grandes
problemas de célculo (ver por exemplo Pires, 1995). No entanto, este problema foi
ultrapassado em 1999 com o aparecimento de um novo algoritmo (Rousseeuw e van
Driessen, 1999) que tornou o MCD disponivel originando o aparecimento de uma rotina
que, por exemplo, constitui parte integrante do software S-Plus. O novo estimador
passou a chamar-se “fast MCD” e tomou a designacdo dada pela sigla FMCD ou
RMCD, no caso da versdo reponderada. Muitos outros autores, como por exemplo
Atkinson (1994), e Rocke e Woodruff (1996) utilizaram também estes estimadores

(MCD e MVE) nos seus métodos de deteccao de outliers.
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Importa também fazer mencdo a outros estimadores tais como os estimadores-S
(Davies, 1987), os estimadores-M de Maronna (1976) e os outros estimadores baseados
em projeccdes com especial destaque para o estimador Stahel-Donoho proposto por
Stahel (1981) e Donoho (1982) e mais tarde estudado por Maronna e Yohai (1995). Ao
contrério dos estimadores-M, todos os outros possuem elevado ponto de rotura. Hampel
(2002), referindo-se a estes estimadores, tece alguns comentdrios interessantes acerca

das matrizes de covariancias robustas.

Recentemente, Maronna e Zamar (2002) propdem um novo estimador baseado
numa versdo modificada do estimador robusto de Gnanadesikan e Kettering que
designam por OGK (orthogonalised Gnanadesikan-Kettnering estimate). Como estes
autores referem, embora tenham aparecido muitas abordagens para lidar com o
problema da sensibilidade da matriz de covariancias a presenca dos outliers
(destacando-se 0 MCD), a obtencao destes estimadores requer tempos de processamento
substanciais, mesmo no caso do FMCD, principalmente para amostras de grande
dimensdo. Neste artigo da-se relevo a alguns obsticulos associados a consisténcia e ao
enviesamento do estimador MCD sendo apresentado um método genérico para obtengao
de uma matriz de dispersao robusta, definida positiva e aproximadamente equivariante
para transformagdes afins. Este estimador tem também a vantagem de requerer tempos
de processamento inferiores a estimadores robustos recentes (tais como o FMCD e o
estimador de Stahel-Donoho). Com base num conjunto de simula¢des com dados
normais contaminados mostra-se que o estimador OGK € quase tdo bom como o
estimador de Stahel-Donoho e claramente melhor que o FMCD sendo mais rdapido que
ambos especialmente para grandes dimensdes. Quando aplicado a dados reais também

mostrou ser tdo bom, ou melhor, que o estimador de Stahel-Donoho e o FMCD.

Pelas razdes apontadas decidiu-se incluir neste trabalho o estimador OGK ja que
poderd vir a revelar-se uma proposta competitiva com o MCD pelo que se julga
conveniente dedicar um pouco mais de atencdo a descricdo das ideias bdsicas do

mesmo.

De grosso modo, o estimador de localizacao-escala OGK, é baseado numa versao
modificada do estimador de Gnanadesikan-Kettenring, através da seguinte relacdo entre

variancias e covariancias:
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Cov(X,Y)= i(a(X +Y) —o(X -Y)")

onde o representa o desvio-padrdo usual e X, Y um par de varidveis aleatérias. Estes
autores propdem a definicdo de uma “matriz de covariancias robusta” através da
utilizacdo de uma escala robusta (como por exemplo o “trimmed standard deviation™).
Contudo, com base nesta relacdo, a matriz de localizacdo-dispersdo multivariada
resultante ndo € equivariante para transformacodes afins e ndo se pode garantir que seja

definida positiva.

Recorde-se que sendo V a matriz de covariancias do vector x p-dimensional e o o

desvio-padrdo, entdo o(aTx)2=aTVa,Vae ,- Maronna e Zamar (2002) propdem uma

R

modificacdo, forcando esta igualdade para um conjunto de “direc¢des principais” e
obrigando a que a matriz se torne definida positiva. Esta modificagdo assenta no facto
de que os valores proprios da matriz de covariancias correspondem as varidncias ao
longo das direc¢des dadas pelos respectivos vectores proprios. Para tal definem uma
matriz de dispersdo V(X) e um vector de localizacdo t(X) que podem e devem, ser
iterados e que sdo obtidos a custa de quatro passos sendo o primeiro o0 que torna o
estimador equivariante para a escala e os restantes uma espécie de ‘“‘componentes
principais” com a substituicdo dos valores proprios (que podem ser negativos) por
“variancias robustas” das correspondentes direc¢des, conforme referem estes mesmos
autores. O estimador pode também ser melhorado depois de um passo de reponderagao.

Sendo assim, o que € proposto neste artigo € o seguinte. Tome-se o quadrado da
distancia de Mahalanobis usual, d, =d(x)=(x,—t)'V'(x,—t), com matriz de
dispersao V=V(X) e vector de localizacdo t=t(X). Seja W a funcdo de pesos e ty, Vy a
matriz de dispersdo e o vector de localiza¢do pesados correspondentes, onde cada x,
tem peso wi=W(d;). Considere-se entdo a funciao de pesos mais simples- rejeicao abrupta
(hard rejection)- com W(d)=I(d<d,), onde I(.) é uma func¢do indicatriz (unitdria se d<dy)

2(B)ymed(d,,...,d
e tome-se d, = %,(P) 2(0(0;) ) onde Xﬁ(ﬂ)é o f quantil de uma distribui¢io
Xp °

Qui-quadrado com p graus de liberdade e med a notagdo utilizada para referir a

mediana.
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Uma vez que € conveniente a utilizacao de estimadores robustos e eficientes para a
escala e localizagdo, Maronna e Zamar (2002) sugerem para ¢ a “t-scale” de Yohai e
Zamar (1988)- que é um desvio standard truncado — e para estimador de # uma versao

“pesada” da média. Para tal definam-se as seguintes funcdes:

2

W.(x)= 1—(£j I(|x|£c), pc(x)zmin(x2,cz).
c

Seja X ={x,,...,x,} uma amostra univariada e faga-se,

gy =MAD(X) = med(|X —med(X) .
0

Entao os estimadores de localizacdo e dispersdo sdo definidos como

i 2 _ 0y
u(X)—W, o (X)== Zp

i

> xw, 2 [X,» _ﬂ(X)j.

0,

Para combinar robustez e eficiéncia Maronna e Zamar (2002) sugerem que se tome
c1=4.5 e ;=3 que permite, tanto para dados normais como de Cauchy, uma eficiéncia de
aproximadamente 80% para localizacdo e dispersdo univariada. O programa que
permite o cdlculo deste estimador encontra-se no Apéndice C (este programa € uma
traducdo para a linguagem S-Plus da versdo original escrita para a linguagem GAUSS,

gentilmente cedida por Maronna).

A 12 de Janeiro de 2004 Pagnotta deu um semindrio no Instituto Superior Técnico
de Lisboa, onde abordou o tema “ Approximation algorithms for the estimate of the
MCD and a new proposal”. A sua intervencdo veio reforcar aquilo que j4 se suspeitava
pelo que se tinha observado nalgumas situacdes. O estimador FMCD funciona muito
bem quando a configuragdo dos dados contém nuvens de outliers com dispersao
superior a das chamadas ‘“boas” observagf)ess, caso contrdrio apresenta algumas

desvantagens nomeadamente quando o nimero de varidveis aumenta e quando também

5 . N L ~
Mais atencdo as chamadas “boas” observacdes ird ser dada na Secgdo 4.4.
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aumenta o ndmero de outliers que se concentram’ em determinada localizacdo.
Recentemente Pagnotta encontra-se a desenvolver uma versdo modificada do FMCD a
que chama CC-MCD e que se espera que introduza alguns melhoramentos nas
propriedades do estimador bem como na diminuicdo do nimero de subconjuntos
amostrais. Pagnotta (2003) esbog¢a o algoritmo associado ao FMCD e analisa as

respectivas fontes de falha apresentando a sua proposta alternativa CC-MCD.

Para terminar chama-se a atencdo para um outro aspecto de importancia relevante
nos procedimentos de deteccao de outliers: os métodos devem ser equivariantes para
transformagdes afins, ou seja, as alteracdes de escala, localizacdo e orientacdo ndo
devem alterar o comportamento destes métodos, podendo ser ignoradas. E ébvio que

esta propriedade € desejdvel tanto para o modelo como para as medidas de discrepancia.

Note-se que a distancia de Mahalanobis ¢ um dos poucos critérios de identificacao
de outliers invariante para transformacgdes afins. Por essa razdo ndo sdo aqui referidas e
ndo serdo experimentadas (no estudo de simulacdo apresentado no Capitulo 5 e na
aplicacdo a conjuntos de dados reais no Capitulo 6) outras propostas de distancias,
como por exemplo a distdncia as medianas utilizada por Billor, Hadi e Velleman (2000,

pag. 285).

4.3 Motivacao do método proposto

Relembre-se que nos critérios de decisdo apresentados no Capitulo 3 se assumiram
conhecidas as densidades condicionais as classes, ou equivalentemente, as
probabilidades a posteriori. Nos exemplos apresentados nesse mesmo Capitulo,
procedeu-se a classificacdo trabalhando-se com populagdes conhecidas (distribui¢cdes
normais com matrizes de covariancias idénticas, distribui¢des normais com matrizes de
covariancias distintas e distribuicdes aproximadamente normais dos scores

discriminantes sob a hipétese de linearidade do logaritmo do quociente das densidades).

No entanto, tal como é bem sabido, mesmo estas dltimas situacdes sdo um pouco

® Em geral consta da literatura que o problema da deteccio de outliers se agrava quando os outliers se
encontram concentrados; outliers dispersos sdo relativamente faceis de detectar (ver por exemplo Rocke e
Woodruff, 1996).
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irrealistas. Na melhor das hipdteses, o que geralmente se tem num problema real é

apenas uma amostra de treino.

Por outro lado, como ja foi referido neste mesmo capitulo, mesmo o conhecimento
das estimativas das densidades, ou das probabilidades a posteriori, por si s6 nao é
suficiente para a classificacdo de objectos de origem desconhecida incluindo a deteccdo

de outliers.

Mais ainda, mesmo que antes de se proceder a classificacdo, se tente utilizar um
procedimento de detec¢do de outliers, os métodos existentes ndo se t€ém mostrado
totalmente eficientes na deteccdo dos mesmos em determinadas situagdes. Os
procedimentos cldssicos sofrem, quanto mais ndo seja, do efeito masking e os
estimadores robustos, para obtencdo da tradicional distancia de Mahalanobis, nao
funcionam bem quando a maior parte dos dados nao tem uma distribui¢do elipticamente

simétrica.

No Capitulo 3 propds-se um método que permite classificar as observa¢des numa de
c+1 classes distintas, Gi, G, ..., G., I. A aplicacdo desse procedimento pode ser
realizada ou na inexisténcia de outliers ou tendo em conta a classificacao prévia dos
outliers numa classe de rejeicdo. No que diz respeito a definicdo dessa tal classe, ja
designada anteriormente por O, embora o conhecimento das densidades condicionais as
classes ou das correspondentes probabilidades a posteriori seja insuficiente, a sua
estimacdo podera e devera ser utilizada, em certo sentido, desde que se consiga conciliar
com outro tipo de procedimento complementar que resulte num método eficaz para
deteccao dos outliers. E o objectivo principal é que esse método funcione nao s nas
situagcdes usuais mas que consiga ir mais além, permitindo a classificagcdo em contextos

nao elipticamente simétricos. E nesta linha que se ird trabalhar nas préximas secg¢des.

Para clarificar algumas das ideias j& mencionadas e alguns dos problemas que
possam advir da utilizacdo dos métodos de deteccao de outliers existentes, comeca-se
por considerar dois exemplos simples onde a deteccdo falha no cédlculo das distancias de
Mahalanobis (no Exemplo 4.1 com a utilizacdo de estimadores classicos e no Exemplo
4.2 até mesmo com a utilizagdo de estimadores robustos). Estes e outros exemplos

servem de motivacao a construcdo de um método (ou regra) que funcione para além das
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situagcdes “tradicionais”. No entanto, julga-se importante que fique também claro que
nem sempre isto acontece. Como ja se referiu e se volta a reforcar, com a apresentacao
do exemplo que se segue, ha situagdes onde basta a utilizagdo de métodos robustos para

haver uma melhoria significativa no nimero de outliers detectados.

Exemplo 4.1 Considere-se uma simulacdo de 150 observacdes com distribui¢do

1 3(@X), com ,u=(0,12)T, Y=diag(1,0.3) e 20 observacdes outliers t2,3((—2,6)T,0.011).

25
1

20
1

x2
10
I
o

Figura 4.3- Dados do Exemplo 4.1 e elipse a 90% de confianca com limite de deteccdo
assintético (Qui-quadrado) e distancias baseadas nos valores amostrais do vector de
médias e da matriz de covariancias cldssica.

A anélise da Figura 4.3 permite concluir que neste exemplo, a utilizacdo de estimadores
classicos ndo € suficiente para a deteccdo dos outliers. No entanto, a Figura 4.5
demonstra como a utilizacdo de estimadores robustos (neste caso o RMCD com ponto
de rotura aproximado de 25%) ja é suficiente para a detec¢do dos mesmos. Porém, esta
deteccao ndo € totalmente eficiente. Conforme também se pode verificar, hd valores que
saem fora do contorno e que portanto seriam classificados como outliers mesmo nao
tendo sido fabricados para o serem. Serd que entdo ndo poderd ser criado algum

processo de melhorar a deteccdo numa situagdo como esta ou em situacdes ainda mais

complexas? E o que se ird ver mais a frente.
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Figura 4.4- Dados do Exemplo 4.1 e elipse a 90% de confianca com limite de deteccio
assintdtico determinado através de uma simulacdo com 10000 conjuntos de dados
normais e distancias baseadas no vector de médias e matriz de covariancias
fornecidas pelo estimador RMCD.

Note-se que o contorno desenhado na Figura 4.4 poderia também ter sido calculado
com base na distribuicdo Qui-quadrado. Optou-se, no entanto, pelo procedimento
descrito onde a obtencdo do limite de deteccdo € baseada num conjunto de simulacdes
(embora neste momento aquilo que se diz ainda seja pouco esclarecedor) pois como se
justificard na Seccdo 4.4 (e posta em pratica no Cap. 5), ele conduz a melhores
resultados. Se se optasse por definir o contorno pelo procedimento usual nao haveria
qualquer melhoria nos resultados. Como referem Rousseeuw e van Zomeren (1991), a
utilizacdo de limites baseados nos quantis do Qui-quadrado leva com frequéncia a
identificacdo de demasiados outliers. Pela razdes apontadas ird ser utilizado o mesmo

procedimento no Exemplo 4.2 que se passa a apresentar.

Exemplo 4.2. Considere-se agora uma outra situacao onde se geraram 150 observagdes
bivariadas uniformemente distribuidas na intersec¢ao do exterior de uma circunferéncia
de raio 10 com o interior de uma circunferéncia de raio 12 bem como um conjunto de
20 observagdes outliers N»((25,0)7,0.11)- esta configuracdo passard a ser apelidada de

configuracdo DONUT (com outliers).

Na Figura 4.5 encontra-se representado este conjunto de dados e a elipse a 90% de
confianca que permite a deteccao dos outliers com base na utilizacdo da distancia de

Mahalanobis com estimadores classicos.
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Figura 4.5- Dados do Exemplo 4.2 e elipse a 90% de confianca com limite de deteccdo
assintotico e distancias baseadas nos valores amostrais do vector de médias e da
matriz de covariancias classica.

Pela andlise da Figura 4.5 € facil concluir que por este meio ndo se consegue detectar
nenhum dos 20 outliers. Mas serd que a utilizacdo da distancia de Mahalanobis com
estimadores robustos, neste caso 0 RMCD com um ponto de rotura aproximado de 25%,

a situacgdo se altera? Observe-se o que acontece na Figura 4.6.

Figura 4.6 - Dados do Exemplo 4.2 e elipse a 90% de confianca com limite de deteccdo
assintético determinado através de uma simulacdo com 10000 conjuntos de dados
normais e distdncias baseadas no vector de médias e matriz de covariancias
fornecidas pelo estimador RMCD.

Os resultados obtidos correspondem ao esperado. Conforme se pretendia aqui
demonstrar, hd determinadas situacdes, tal como a apresentada no Exemplo 4.2, onde
nem mesmo a utilizacdo de estimadores robustos, por si sO, conseguem uma detec¢ao

eficaz dos outliers.
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Resumindo, por aquilo que foi visto na Seccdo 4.1.1 e nos Exemplos 4.1 e 4.2,
pode-se concluir que se a distribuicao for normal é sempre possivel encontrar um limite
de detecgdo para os outliers. Caso contrdrio, € mesmo no caso em que a distribui¢cdo das
observacgdes € conhecida, pelo facto de ndo existir nenhum resultado equivalente ao da
normal, tanto podem existir situagdes onde € possivel encontrar esse limite com base na
utilizacdo de estimadores cldssicos e/ou robustos como poderdo existir outras situagdes
onde nem mesmo o recurso a estimadores robustos serd vidvel para a resolugcdo do

problema da obten¢do de um limite de detec¢do de outliers.

Depois de feitas algumas reflexdes bdsicas necessdrias e de introduzidos os
conceitos mais relevantes chegou entdo o momento de fazer mencao aos aspectos que
servirdo de fundamento a introdu¢do da regra de detecc@o de outliers a ser formalmente

apresentada na Sec¢do 4.5.

Ainda numa tentativa de seguir a linha apresentada por Ripley (1996), referida na
Seccdo 4.1.1, coloca-se agora a questdo da estimagdo das densidades e das possiveis
consequéncias que possam derivar desta necessidade. Como ja foi abordado com algum
detalhe no Capitulo 2, a estimac¢do poderd ser feita por exemplo, com recurso a um
método ndo paramétrico, ou a utilizacdo de modelo mistura embora este ultimo tenha
como condicionante problemas inerentes a obtencdo de mdximos locais devido ao
grande nimero de parametros a estimar. McLachlan e Basford (1988) e mais tarde
McLachlan e Peel (2000), apresentam um método de deteccio de outliers para misturas
de densidades multivariadas que consiste em comparar uma nova observacdao com cada
uma das componentes estimadas da mistura através da utilizacdo de uma determinada
medida, tal como a distancia de Mahalanobis, com respeito a média de cada
componente; se esta medida apresentar valores grandes para todas as componentes da
mistura entdo a nova observacdo pode ser considerada um outlier. No entanto, conforme
alertam Wang et al. (1997), esta abordagem tem pouco controlo sob o nivel de
significancia global, excepto em casos muito particulares. Como alternativa Wang et al.
(1997) propdem uma modificacdo simples do teste da razdo de verosimilhangas que
compara a hipétese da nova observacdo ser proveniente do modelo mistura postulado
contra a hipétese alternativa de ndo pertencer, recorrendo a técnicas bootstrap para
obtencdo da distribuicdo da estatistica de teste. Tanto Wang et al.(1997) como Sain et

al.(1999) procederam a este estudo com o objectivo de determinar se uma observacdo
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sismica se tratava de uma explosdo nuclear, de um terramoto ou de um outro qualquer

distdrbio sismico.

Regressando aos métodos ndo paramétricos e tomando por exemplo o método de
Kernel o que se verifica e que se ird demonstrar de seguida, ¢ que emerge a
impossibilidade de se obterem as constantes que definem os contornos de deteccdo de

outliers ao contrario do que acontecia no contexto da distribuicao normal.

Para efeito de ilustracdo considere-se o exemplo seguinte (Figura 4.8), baseado na
configuragdo DONUT (ja apresentada no Exemplo 4.2), mas agora com um conjunto de

1200 observacdes (com o intuito de se obter estimativas bem fia’weis)7.

Figura 4.7- Dados da configuragdo DONUT com 1200 observagdes e sem outliers.

Para estimacdo da densidade que melhor se ajusta as observagdes representadas na
Figura 4.7 utilizou-se o estimador de Kernel com nucleo normal ou Gaussiano e h=2 de

acordo com:

~ I & X—X,
f(X)_W;Kp( P j,

" Mais 4 frente quando se proceder ao estudo de simulacio, esta configuragdo ird ainda ser alvo de um
estudo mais detalhado.
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onde

K,(x)= Q)" exp(—%xTx) .

Note-se que embora /i seja bidimensional, para permitir que o parametro de
alisamento seja diferente consoante a direc¢do, € usual na pratica, admitir-se que ambos
os valores sdo iguais (ou que todos os valores sdo iguais no caso em que o nimero de
varidveis é superior a dois), isto é razodvel desde que as escalas das varidveis sejam

semelhantes, como € o caso.

O valor de 4 foi obtido de acordo com o critério de minimizagao do erro quadratico

médio integrado, MISE (ver por exemplo Soares, 1997, Cap. 2, pag. 39), no qual
h,, = 1.060n™"".

Experimentou-se ainda diminuir o valor de /4, seja h=1, numa tentativa de melhorar
a estimagdo. Os dados (representados a rosa) bem como os contornos de igual densidade
para a estimativa de kernel (representados a verde) com h=2 e h=1 sdo apresentados nas
Figuras 4.8 e 4.9, respectivamente. Quando se passa de h=2 para h=1 verifica-se,
conforme era de esperar, uma melhoria na proximidade mas a custa de um aumento da
irregularidade (ver Figura 4.9). E sabido que a proximidade do estimador de f a
verdadeira funcdo de densidade depende em grande parte da escolha do parametro de
alisamento, s, utilizado devendo este ser escolhido por forma a se obter um alisamento
que seja um compromisso aceitdvel entre o enviesamento que pode ser tolerado e a
flutuacdo aleatdria (embora dependendo também do critério escolhido e do nicleo
utilizado). No entanto, no contexto em que este estimador € utilizado esta questdo é

irrelevante pelo que ndo se entra em mais detalhes.
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Figura 4.8- Contornos de igual Figura 4.9- Contornos de igual
densidade para a estimativa de densidade para a estimativa de
Kernel com h=2. Kernel com h=1.

Como se poderd entdo estabelecer um contorno que funcione como limite de
deteccao de outliers? Por analogia com a distribui¢ao normal estandardizada (tal como

foi feito anteriormente), e tomando & =0.1 e n=1200, o que é equivalente a tomar
a, =0.9999122 , obtém-se y; =18.6809 pelo que o a densidade deverd ser considerada
pequena quando o seu valor for inferior a 1.4x10” dando lugar aos contornos (a

laranja) representados na Figura 4.10 a par da estimativa de kernel (para o caso em que

se tomou h=2).

Figura 4.10- Contornos de deteccao baseados num valor baixo da estimativa da funcao
densidade (“valor baixo” obtido por analogia com a distribuicdo normal).
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Para dados sem outliers parece que tudo funciona bem. No entanto, verifica-se de
seguida, que mesmo que se conseguisse, ainda que duma forma heuristica, estabelecer
algum tipo de contorno, provavelmente ele ndao funcionaria como limite de detec¢do de
outliers. Isto porque, no passo seguinte utilizou-se o mesmo limiar que teria sido obtido
no caso particular em que os dados t€m distribuicdo normal numa tentativa de se
encontrar uma solucdo e verificou-se que embora se tenha conseguido encontrar um
determinado contorno, nao € possivel que com esse mesmo contorno, € no caso em que
tem de se recorrer a estima¢do da densidade (neste caso através do método de kernel)
esse procedimento seja eficaz na detec¢do de outliers- veja-se o que acontece, na Figura
4.12, quando se adicionam dois novos pontos localizados em (x,,x,)= (15,15). Mais
uma vez representam-se, tal como anteriormente, os contornos de igual densidade para a
estimativa de Kernel (a verde) e os contornos baseados na distribuicdo normal (a

laranja). Na Figura 4.11 apresenta-se o grafico tridimensional correspondente.
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Figura 4.11- Gréfico tridimensional
para a configuracdo DONUT com 2
outliers.

Figura 4.12- Contornos de deteccdo
baseados num  “valor baixo” da
estimativa da funcdo densidade (por

analogia com a distribui¢do normal) para
a configuracdo DONUT com 2 outliers.

Com os conhecimentos adquiridos com base nos resultados obtidos e enfrentando-se
a dificuldade da obtencdo de tais limites, o que se tentou fazer de seguida foi algo de
intermédio entre a estimacgdo pela distribuicio normal e o método ndo paramétrico do

nicleo com distribui¢do normal. Surgiu entdo a ideia de se pensar nos métodos de
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deteccao de outliers aplicados a observagdes agrupadas em nuvens. Em primeiro lugar
esta divisdo poderd ajudar na compreensdo da estrutura dos dados e na identificacdo dos
outliers. Por outro lado, como se ird ver, acresce a vantagem de por esta via ser possivel
a obtencdo dos limites de deteccdo. Ao segmentar-se as n observacdes em k nuvens
consegue-se criar elipses que impde determinados limites de deteccdo podendo ainda,
este mesmo procedimento, ser visto como uma tentativa de estimacao de densidades®
como se mostra de seguida. Quanto aos limites de deteccdo que irdo ser calculados o
problema fica resolvido ja que os mesmos podem ser obtidos a custa da distribui¢do
normal isto porque, embora os dados ndo sejam necessariamente normais ao se proceder
a divisao em nuvens no fundo acaba-se por ficar mais proximo de uma mistura de

normais. Esta questdo serd retomada mais a frente.

Sendo assim, seguindo o caminho do encontrar um método eficaz de detec¢do de
outliers mostra-se agora na Figura 4.13 os contornos obtidos com base numa parti¢ao
do conjunto das observacdes em 4 nuvens apds a qual se procedeu a estimacdo da
densidade pelo método de kernel- designe-se por método de kernel adaptado- de

acordo com a seguinte expressao:

}(X):Z%fzv(;li’ii),

ou

-1/2 x— Y (x — 11
exp (X :u,')zzl(x ;uz) ,

pof

Fx=>%0p)"

i=1 1

onde k representa o nidmero de nuvens e n;a dimensdo da i-ésima nuvem, i=1,2,....k.

Neste exemplo, uma vez que o objectivo se concentra apenas na ilustracdo das possiveis
vantagens da utilizacdo de nuvens, por uma questdo de simplificacdo, utilizaram-se

nuvens de igual dimensdo ou seja, n; /n= constante, i=1,2,....k .

8 . . ~ . 2 1 . . .
Daf a afirmac@o de se estar a fazer algo de intermédio entre os dois procedimentos descritos.
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Figura 4.13- Contornos de igual densidade obtidos pelo método de Kernel adaptado com 4
nuvens.

Embora sejam visiveis alguns “bicos” isto € apenas uma limita¢do do pequeno nimero
de nuvens consideradas conforme se pode ver na Figura 4.14 quando se utiliza 0 mesmo

procedimento com 8 nuvens.

Figura 4.14- Contornos de igual densidade obtidos pelo método de Kernel adaptado com 8
nuvens.

Considera-se ainda ter interesse reflectir um pouco sobre este aspecto que o exemplo
apresentado suscita. O que fazer com estes “bicos”? serd que eles afectam o
desempenho do método? Poderia pensar-se nalgum tipo de regularizacdo no meio da
distribuicdo mas para efeitos de discriminagdo e deteccdo de outliers é 6bvio que os
“bicos interiores” ndo afectam a decisao, basta que nas caudas a aproximagao seja boa o

que reforc¢a a necessidade da utilizacdo de um nimero relativamente “grande” de nuvens
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(obviamente, desde que haja observacdes em numero suficiente). Relembre-se que
quaisquer que sejam as observacoes a rejeitar, ndo ha duvidas de que serdo aquelas onde
a densidade assume valores pequenos pelo que sendo respeitada esta premissa, esta
aproximacao poderd ndo ser tdo boa em termos de estimacdo da densidade, mas podera
funcionar na definicdo dos limites de detec¢do. Para clarificar melhor a afirmacgdo
considere-se ainda um exemplo simples de uma distribuicio uniforme univariada,
U[0,1]. Na Figura 4.15 apresenta-se a fun¢cdo densidade bem como as estimativas dessa
mesma distribuicdo com duas, quatro e dez nuvens. Qualquer que seja o nimero de
nuvens escolhido, € evidente a irregularidade (“bicos”) mas constata-se que conforme o

nimero de nuvens aumenta, a aproximagao nas caudas vai melhorando.
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Figura 4.15- Estimativas da densidade obtidas pelo método de Kernel adaptado com 2, 4 e 10
nuvens para dados de uma distribuicao uniforme U[0,1].

Em suma, como se ird ver de seguida, o método proposto de rejei¢cdo de outliers
equivale a proceder a estimacdo da densidade em torno dos pontos com a vantagem de

se poder calcular os contornos que permitem a deteccao dos outliers.

4.4 Formulacao do problema de identificacao de outliers

Como ja aqui foi referido, a detec¢do de outliers tem sido largamente investigada na
literatura sendo o termo outlier bastante flexivel. Uma possivel definicao formal &
apresentada por Davies e Gather (1993). A sua defini¢do consiste em considerar que os

outliers t€m uma distribuicdo diferente das restantes observacdes definindo-os em
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termos da sua posicdo relativa ao modelo das chamadas “boas observacdes”; algo
semelhante ao que apresenta Kosinski (1999) ao basear-se no pressuposto dos dados
estarem divididos em duas classes, aquela a que apelida de “boas observagdes” (que
corresponde a maioria dos casos) e reflecte a distribuicdo da populagdo e uma segunda
classe que contém os outliers (se estes existirem). Segundo este autor, o objectivo de
qualquer método de deteccao de outliers é o de encontrar a verdadeira particdo e por
consequéncia, separar os outliers das observacdes consideradas “boas”. Esta abordagem

¢ também seguida por outros autores como por exemplo, Rocke e Woodruff (1996).

Segundo Davies e Gather (1993) o problema da identificacdo de multiplos outliers
corresponde ao problema da identificacio das observacdes que caiem na chamada
regido de outliers out(a, A, o) podendo ser formulado da seguinte forma: dada uma

varidvel aleatdria X, univariada, com distribui¢do normal,
P(X e R\out(a, u, 0°))=1-«

para um dado & € ]0,1[. No caso em que 4 e o sdo conhecidos a regido de outliers

pode ser definida da seguinte forma:

out(a, U, 02): {x :|x—,u| > zl_g 0'}
2

onde z, corresponde ao g-€simo quantil de uma distribui¢ao N(0,1).

Supondo agora uma amostra de dimensao n, X,=(Xj, ..., X,), com distribuicdo
normal e assumindo-se 4 e o conhecidos, a regido de outliers pode ser obtida por forma
aque

P(X; € R \out(a, u, 0°), Vi=1,2 ,....n)=1-«

para um dado &, o que é equivalente a tomar @,=1-(1-@)"" passando o problema da
identificacdo de outliers a ser o da especificacdo das observagdes que caiem nessa
regido particular. Note-se que, como € referido pelos mesmos autores, embora se use a
distribuicado normal como distribuicdo de referéncia, pode ser tomada qualquer outra

distribuicdo simétrica e unimodal sendo que a esséncia dos resultados ndo se altera.
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Em Becker e Gather (1999) este conceito é generalizado ao caso multivariado e é
dada uma justificacdo formal para a utilizacdo de estimadores robustos mostrando que
no caso em que estes possuem ponto de rotura elevado, permitem uma melhor

prevengdo do efeito de masking comparativamente aos estimadores cldssicos. Para um

dado « € ]0,1[ e com respeito a uma N,(#, X) uma observacdo xe R”¢é considerada

outlier se cai na regido de outliers out(a, i, X£) onde

out(a, i, L) ={xe R":(x-w)'" (x-p)>7>, . }-

Tal como no caso univariado, o tamanho da regido de outliers pode ser ajustado
consoante a dimensdo da amostra. Para uma amostra de dimensdo n pode definir-se

out(e, , 4, X) por forma a que:
P, (1) (nenhuma observagdo de uma amostra “limpa” de dimensdo n € out(¢, , &, X))=1-&

pelo que,

out(; 41, X) ={x€ R":(x0) £ (x#)>7},1 4, |

para um dado e ]0, 1[ onde, tal como anteriormente, 0:,,:1-(1-0()1/”.

Sendo os parametros # e X desconhecidos podem tomar-se os correspondentes
estimadores equivariantes para transformacdes afins, @ e X. Para encontrar os

multiplos outliers numa dada amostra x,=(X;,Xy,...,X,) de dimensdo n, x; € R”, pode

estimar-se out(¢, , 4, X) pela regidao correspondente OR (X,, &) onde,
~ 7 ~—1 ~
OR (%, @) ={xe R":(c )" (x> (..

e c(p, n, &) € escolhida por forma a que seja garantida uma condicao do tipo

Py(,.x) (n@0 sejam identificados @, outliers numa amostra de dimenséo n)=1-¢, “4.1)
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com a,=1-(1-@)"". Esta condicdo é equivalente a manter o nivel de significincia global
o na aplicacdo de teste multiplos. Tomando por exemplo o caso univariado, tome-se

uma varidvel aleatéria X com distribui¢ao normal e suponha-se que se pretende,

P(xe|u-eu+e)=1-a.

Tomando agora uma amostra de dimensdo n de varidveis aleatdrias 1.1.d e pretendendo

manter-se o grau de confianga, vem:

P(x e lu—e pu+el,..x,elu-eu+e)=1-a,
ou seja,

P(x,e|u-eu+eli=1..,n)=1-a,

Quanto deverad valer o &, para que ndo se altere o grau de confianga i.e., que grau

deverd ser tomado em cada intervalo individual pretendendo-se manter o grau de

[¢N

confianca global? Como por hipdtese as observacdes sdo independentes isto

1/n

equivalente a dizer que (1-¢,)" =1-«a donde resulta que &,=1-(1-) ™. Fazendo o
) ) ) . o
desenvolvimento em série de McLaurin de ordem um vem que 1-(1—0{)” = — je,a
n

utilizacdo deste valor para @, mostra a relagdo com a correccdo de Bonferroni (1936)
para testes multiplos. Rencher (1998, Cap. 3, padg. 77) apresenta o desenvolvimento de
Bonferroni para a obtengdo de intervalos de confianga conjuntos (varios parametros)
com um coeficiente especificado global 1-&, mostrando que na construcdo de g
intervalos de confianca € suficiente que o grau de confianca iguale 1-¢&/g. De salientar
que ha muitos autores que nao tém o cuidado de proceder a esta correc¢do (e também

que existem outros métodos de correc¢do).

Em Becker (2000) e Becker e Gather (2001) investiga-se a performance de vérios
procedimentos de identificacdo de outliers multivariados baseados na utilizagdo de
estimadores robustos de localizagdo e escala. Sdo calculadas por simulagcdo as
constantes c(p, n, &;,) para os estimadores MVE e MCD de acordo com a condic¢do (4.1),

usando-se os algoritmos de Rousseeuw e Van Driessen (1999) e Rousseeuw e van
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Zomeren (1990) implementados no S-Plus (versdo 4.5) para n=20, 50 e p=2, 3, 4 com

base em 10000 observagdes e =0.1.

Para terminar € importante salientar que com a defini¢cdo de Davies e Gather (1993)
o problema da identificacdo de outliers deixa de ser o de determinar as observacoes
outliers que s@o contaminantes para ser o da especificacdo das observacdes que caiem
na regido out ou OR (conforme os parametros sejam conhecidos ou desconhecidos,
respectivamente). De ressalvar que ndo ha consenso relativamente aos termos utilizados
para distinguir as observagdes consideradas outliers. As definicbes de observagdes
contaminantes e discordantes ndo sdo simples nem precisas- € um campo um tanto

polémico. Por esta razao ressalta-se que todo o trabalho que daqui para a frente ird ser

desenvolvido sera baseado na defini¢do de outlier proposta por Davies e Gather (1993).

4.5 Regra de deteccao de outliers multivariados (RRO)

Depois de apresentada a definicdo formal de outlier a ser utilizada neste trabalho,
chegou o momento de ser apresentada a regra (ou método) de rejeicdo de outliers no

contexto multivariado e na deteccao de multiplos outliers.

Tal como Ripley (1996) refere, o conceito de outlier ndo se ajusta totalmente no
trabalho da teoria da decisdo estatistica; neste supde-se uma descricao clara do problema
e os outliers sugerem especificagdes incorrectas. Por analogia, se considerarmos o
espaco dos padrdes como um grande conjunto de terra (um grande continente) entdao
aquilo que se pretende € encontrar as regides habitadas, onde serdo especificadas as
vdrias classes. Fora destas zonas existem vastas dreas de “terra incdgnita” onde se
encontram os outliers. Este argumento abona a favor da utilizacdo de métodos

heuristicos de deteccdo de outliers.

Embora a utilizacdo dos estimadores robustos, referidos na Sec¢ao 4.2, tenha sido
utilizada nomeadamente para se evitar o efeito masking (Rousseeuw e Leroy, 1987;
Rousseeuw e van Zomeren, 1990; Rocke e Woodruff, 1996; Becker e Gather, 1999), o
desempenho destes métodos ainda estd bastante dependente da adaptacdo da

distribui¢ao normal multivariada ao conjunto de dados. O objectivo do método que irad
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aqui ser proposto serd o de enfraquecer esta dependéncia contribuindo para a construgao
de um método promissor para a detec¢do de outliers multivariados em situagdes nao

padrdo.

Ja aqui foi sugerido, na Seccdo 4.3, que a utilizagdo de métodos de detec¢ao de
outliers aplicados a dados agrupados em nuvens poderd revelar-se um procedimento
perspicaz para a compreensio da estrutura dos dados. E por esta razio que a regra a
seguir apresentada comeca pela utilizacdo desta ideia numa tentativa de melhorar o
conhecimento da estrutura dos dados, na esperanca de que cada nuvem pareca “mais
normal” do que a original simplificando o procedimento de deteccdo das observacodes

denominadas por outliers.

RRO (Regra de Rejeicao de Qutliers)

Considere-se um conjunto de dados multivariado com n observagdes e p varidveis.
As ideias bdsicas podem ser descritas em quatro passos:

1. Segmentar as n observacdes (possivelmente com forma complicada) em k&
nuvens através da utilizacdo de um método de particdo clustering.

2. Aplicar a regra de deteccdo de outliers multivariados a cada nuvem através do
célculo de distancias de Mahalanobis, a partida robustas9, de cada observacdo a
cada nuvem. Uma observacao € considerada outlier se é outlier para todas as
nuvens. Todas as observacdes de uma nuvem podem também ser consideradas
outliers se o tamanho relativo da nuvem € pequeno (propde-se n<2p+2 ja que
para um numero menor de observagdes as estimativas da matriz de covariancias
nao sao fiéveislo).

3. Remover as observagdes detectadas em 2. e repetir 1. e 2. até que nio sejam

detectadas mais observagoes.

° Embora seja bem sabido que a utilizacdo de estimadores robustos melhora os resultados na medida em
que minimizam a influéncia dos outliers, contornando o efeito masking, este comportamento poderd
alterar-se pela prévia divisio dos dados em nuvens. E o que se ird verificar mais a frente quando se
proceder aos estudos de simulagdo.

"% Neste trabalho fixou-se o ponto de rotura em 25% numa tentativa de tornar os estimadores mais
eficientes. Por esta razdo, o valor assumido para as nuvens serem consideradas pequenas, resulta do facto
de por defeito, quan (nimero de observacdes que determinam o estimador MCD) ser no minimo
(n+p+1)/2. Como se trabalha com quan=0.75n devera ter-se n=2p+2.
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4. A decisdo final sobre considerar todas as observacdes duma dada nuvem (ndo
removida anteriormente, isto €, com mais do que 2p+1 pontos) como outliers é

baseada numa tabela de distancias tipo Mahalanobis entre nuvens.

De seguida discute-se mais detalhadamente cada um dos passos.

Acerca do método de particao clustering e do niimero de nuvens (Passo 1)

A andlise de clusters consiste no particionar dos dados em subgrupos com significado,
quando o nimero de subgrupos- designados por nuvens (clusters) e outra informacgao
acerca da composi¢do dos mesmos pode ser desconhecida. Uma das vantagens da
aplicacdo de um método de clustering aos dados é que posteriormente cada uma das
nuvens pode ser vista como vinda de uma Unica populagdo o que faz com que a regra de

deteccao de outliers possa ser aplicada individualmente a cada nuvem.

Os métodos de particdo inserem-se num vasto leque, desde os heuristicos até aos
procedimentos mais formais baseados em modelos estatisticos. No entanto, ambos
seguem geralmente uma estratégia iterativa na qual as observagdes vao sendo colocadas

nas possiveis nuvens.

A escolha do método de particao clustering € crucial e pode depender de uma prévia
andlise exploratdria de dados devendo ter-se em conta aspectos como a forma dos dados
e a dimensdao da amostra. Jiang et al. (2001), frequentes utilizadores dos métodos de
clustering, realcam essa mesma ideia- ndo existe um procedimento que possa ser
considerado o melhor, o sucesso da técnica de clustering escolhida depende do tipo de
dados e do objectivo da investigacdo. Outros autores que corroboram e reforcam esta
ideia sdo Jain et al. (2000) ao referir que estudos recentes em andlise de clusters sugere
que se tenha sempre em atenc¢do (i) que todos os algoritmos de clustering irdo encontrar
nuvens num determinado conjunto de dados, quer existam quer ndo pelo que os dados
devem ser sujeitos a testes para andlise das tendéncia de clustering antes da aplicacdo do
algoritmo seguido de uma validagdao das nuvens geradas pelo mesmo; (ii) ndo existe o
“melhor” algoritmo de clustering; para um dado conjunto de dados, aconselha-se a que

sejam experimentados vérios. Nao é por acaso que Kaufman e Rousseeuw (1990) e
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Rousseeuw, Kaufman e Trauwaert (1996) se referem a arte de encontrar grupos nos

dados.

Formalmente, um método de particao clustering pode ser formulado como se segue:
Dados n padrdes num espago p-dimensional, determinar a particdo dos padrdes em k
nuvens, por forma a que os padrdes pertencentes a mesma nuvem sejam mais similares
aos padroes dessa nuvem do que aos padroes das restantes. O valor de k pode ou ndo ser
especificado tendo, contudo, de ser adoptado um critério de clustering, global ou local
(Jain et al., 2000). Estes mesmos autores sumariam os algoritmos de clustering mais
conhecidos evidenciando as suas propriedades e tecendo alguns comentdrios que

poderao revelar-se uteis.

O método k-means (devido a Forgy, 1965) tende a produzir clusters hiperesféricos
pelo que se a hipdtese de nuvens esféricas ndo for adequada ou se ndo estiverem bem
separadas no espaco das varidveis deve ser utilizado um método mais robusto como por
exemplo o método mclust (model-based and heuristic hierarchical agglomerative
clustering) de Banfield e Raftery (1992). Fraley e Raftery (1999, 2002) referem vdrios
aspectos deste método e indicam como deve ser utilizado e como proceder em
determinadas situacdes particulares, no S-Plus, nas versdes 3.4 para UNIX e 4.5 para
Windows no primeiro artigo, € na versdao 6 para UNIX e Windows no segundo. No
entanto, o mclust, pode ndo ser adequado em determinadas estruturas para grandes
conjuntos de dados (ver Fraley e Raftery, 1999, pag. 13). Nesse caso o método clara de
Kaufman e Rousseeuw (1990) pode ser mais apropriado. Um método similar ao k-
means mas onde se usa ‘“medoids” em vez de “centroids” é o pam (partitioning around
medoids de Kaufman e Rousseeuw, 1990). Uma outra vantagem deste método
relativamente ao k-means (ver por exemplo, help do S-Plus) nomeadamente o facto de
ser mais robusto por minimizar uma soma de dissimilaridades em vez do tradicional

quadrado das distancias euclideanas.

Os métodos k-means, pam e clara impde uma especificacao inicial do nimero de
nuvens. Em contraste existem os chamados métodos hierarquicos como por exemplo o
mclust, ja aqui referido, ou o fanny (também devido a Kaufman e Rousseeuw, 1990)
tido como um método dito difuso (fuzzy) e onde ao contrério dos restantes apresentados,

onde um objecto € classificado numa sé nuvem, neste caso a cada observagao associa-se

-149-



Deteccdo de outliers em dados multivariados

uma funcgio de pertenca p; (0< pi<1 e ¥p;=1); as funcdes p; medem o grau de pertenca de
qualquer observacdo x a cada uma das classes. Mais detalhes sdo dados em Rousseeuw,
Kaufman e Trauwaert (1996); neste artigo s@o apresentados vdrios métodos que
generalizam o k-means difuso mas que nao se restringem a nuvens esféricas permitindo
a existéncia de nuvens elipsoidais com vdérias orientagdes. Comparado com outros
métodos difusos, o fanny tem a vantagem de ser robusto a hipétese de clusters esféricos.
Mais consideragdes acerca do background dos vérios métodos de particdo clustering,
desde os procedimentos heuristicos até aos procedimentos mais formais, sdo referidas,

por exemplo, em Fraley e Raftery (1998).

Uma outra questao, ndo menos importante, prende-se com a escolha do nimero de
nuvens, k. A partida nio é necessdrio fixar previamente k; sugere-se que se
experimentem varios valores e que se observem os resultados. Mas claro que hd um
limite para k que depende do nimero de observacdes e do nimero de varidveis. Como
se deverd entdo proceder? Naturalmente que k deverd ser no minimo 2, k=1 corresponde
a situacdo sem nuvens. Por outro lado, se o conjunto dos dados “limpo” (sem outliers)
for aproximadamente normal o método funciona com qualquer nimero de nuvens,
sujeito obviamente a restricdes de compromisso entre o nimero de observagdes e o
nimero de varidveis. Caso o conjunto de dados “limpo” ndo seja normal, e nao havendo
limites para o numero de observagdes, os resultados devem estabilizar a partir de
determinado k (dependente, obviamente, da estrutura dos dados), conforme se

exemplificard mais adiante no Cap. 5, com casos praticos.

Considere-se entdo a seguinte conjectura:
“Admita-se que ndo ha limite para o nimero de observagdes i.e.,

que se pode ter tantas observacdes quantas se queira.”

Entdo, dependendo da estrutura dos dados “limpos”:
e existe um k” a partir do qual os resultados nao se alteram.
e para uma estrutura de dados “limpos” elipticamente simétrica e unimodal
(como por exemplo a distribuicdo normal ou #-Student) k'=2 (k=1

corresponde a situagdo sem nuvens).
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® pode-se ir aumentando o k até encontrar uma valor a partir do qual haja
“estabilidade”, no sentido de ndo se verificarem grandes alteracdes nos
outliers detectados (claro que ndo se pode garantir que haja estabilidade
para todos os valores a partir de k” mas pelo menos consegue-se obter um

valor de referéncia).

E evidente que na pratica ndo se consegue aumentar k indefinidamente. Como
encontrar entdo uma regra util para a escolha desse valor? Pelas razdes ja apontadas
deverd tomar-se o 2 como minimo. Por outro lado € habitual considerar-se que uma

Z Zz M ~ *z 11
nuvem de pontos deverd ter no minimo entre 5 e 10 observacdes por varidvel = pelo que

sera sensato considerar-se,

De acordo com esta regra, se por exemplo n=150 e p=2,3,4 , obt€ém-se os seguintes

valores de referéncia para k_,_ :

p=2 75 |15
p=3 5 10
p= 375 |75

Tabela 4.2- Alguns valores de referéncia para k.

Uma outra possibilidade, mais fundamentada, para o calculo do nimero de nuvens é

a utilizacdo do critério da informacdo de Akaike, AIC'?, que se define como:

AIC=-2 log (méxima verosimilhanga) + 2 (niimero de pardmetros estimados),

ou ainda do critério BIC (Bayesian Information Criterion)" definido como:

" Jain e Chandrasekaran (1982) referem que num problema de r.p. é aceitivel e considerado de boa
prética que se tome um nimero de observacdes 5 a 10 vezes maior que o nimero de varidveis. Mais tarde,
Jain et al. (2000) reforcam esta mesma ideia afirmando “It is generally accepted that using at least ten
times as many training samples per class as the number of features is a good practice to follow the
classifier design”.

2 Ver Sakamoto et al. (1986)

Y Devido a Schwarz (1978).
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BIC=-2log (méxima verosimilhanga) + (n.° de parAmetros estimados)*log(n.® de observagdes).

A ideia de usar um destes critérios baseia-se numa sugestdao de McLachlan e Peel (2000,
Cap. 6, pag. 175) no contexto da obtencdo do nimero de componentes de um modelo
mistura. A referéncia ao critério AIC € bastante comum na literatura dedicada a
deteccao de outliers multiplos no contexto dos modelos normais (ver por exemplo,
Barnett e Lewis, Cap. 4, pdg. 105 ou Beckman e Cook, pag. 131). Fraley e Raftery
(1998) também sugerem a utilizacao do critério BIC como um critério bem sucedido na
obtencao do nimero de nuvens. Note-se que embora teoricamente, oS parametros
devessem ser estimados pelo método da maxima verosimilhanga, esta adaptacdo do AIC
(AIC “livre”) € utilizada com frequéncia e esta associada a obten¢do de bons resultados.
Alids como acabou de ser referido, também o proéprio critério BIC é usado como um
BIC “livre” i.e. acaba por ser um critério baseado na mistura de normais

independentemente da distribui¢ao dos dados.

Por outro lado, Hardin et al. (2000) consideram admissivel que o nimero de nuvens
varie entre 2 e 10 mesmo para elevados conjuntos de dados (no exemplo tratado neste

artigo sao consideradas 7000 observagdes).

Uma alternativa recente ao método k-means tradicional, foi proposta por Kovesi,
Boucher e Saoudi (2001) e designada por SKA (Stochastic K-means Algorithm). Este
algoritmo k-means estocdstico tem a vantagem de ndo estar dependente da escolha
inicial dos centros das nuvens ao contrdrio do algoritmo k-means usual ( designado por

KMA no trabalho destes autores).

Para finalizar este assunto, uma ultima alternativa que poderd ser interessante mas
que ndo ird ser alvo de andlise j4 que pressupde o recurso a simulacdo e que portanto
iria tornar o método aqui proposto computacionalmente ainda mais intensivo, € a
estatistica GAP devida a Tibshirani et al. (2000). Estes autores propdem um método
para estimar o nimero de nuvens num conjunto de dados através da utiliza¢ao do output
de qualquer método de clustering usual (tal como o k-means ou um qualquer método
hierarquico), comparando a dispersdo da nuvem com a dispersdao esperada sob um

modelo de referéncia apropriado. Porém, uma vez que sob o modelo de referéncia
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uniforme esta estatistica ultrapassou o desempenho de outros métodos de estimacao do
nimero de nuvens nas simulagdes efectuadas, considera-se ter interesse facultar a sua

referéncia.

Acerca da regra de deteccao de outliers multivariados (Passo 2)

Na sequéncia do que foi referido na Seccdo 4.4, e com base no trabalho de Davies e
Gather (1993), a regra de deteccdo de outliers multivariados € tal que para uma amostra
normal multivariada de dimensdo n;, a probabilidade de ndo existirem observagoes
detectadas como sendo outliers € 1-a; para j=1,....k. Se 0@-:1—(1—05)1”‘ pode ser garantido
um nivel de significancia global « para misturas de k distribuigdes normais

multivariadas'®. Uma observacio x tal que:

d*=(x—p )5 (x— ) 2 c(p.ny,ap),

N .

¢ considerada outlier relativamente a j-ésima nuvem. A constante c(p,n;, ) €

1
assintoticamente ){f). B onde f=(-a j)% /. No entanto, pelo facto de para amostras

ndo muito grandes e dependendo dos estimadores Z; e X, poderem existir grandes

diferencas relativamente aos valores assintéticos deve-se recorrer a simulagdo para

obtenc¢do de constantes mais fidveis, tal como sugerido por Becker e Gather (2001).
Para estimadores de f; e ) ; pode tomar-se o vector de médias amostral cldssico e a

matriz de covariancias amostral cldssica ou, para maior protec¢do contra o efeito de

masking, estimadores robustos correspondentes.

Acerca da decisao final (Passo 4).

Sejam x;; i=1,...,n;, j=1,....,k , as observacoes finais, onde os n; representam os tamanhos
ij j j

das k nuvens finais (note-se que > n; € em geral menor do que n) e defina-se
J

Dlm = Hlln (Xil _;tm)Tﬁ;l(Xil _;lm) l’mzl""’k :

14 - . . . .~ - ~

Note-se que embora a obten¢@o das constantes seja baseada na distribuicdo normal, os dados ndo tém
de ser normais. Ao se proceder a divisdo em nuvens estamos como que a tomar a mistura de vdrias
normais como foi exemplificado aquando da apresentagcdo da motivacdo na Sec¢do 4.3.
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Diz-se que uma dada nuvem, /, é desligada dos restantes dados se Dy, > c(p,n;, &) para
todo o m#l e ligada caso contrdrio. Doutra forma, uma dada nuvem [ é desligada se o
minimo das distancias de Mahalanobis das observacdes da nuvem [/ em relagdo ao
centro da classe m ainda for maior que a constante correspondente. Nuvens desligadas

sdo suspeitas de conterem apenas outliers (a decisdo final deve depender do tipo de

dados).

Apesar de ser licito a introducdo deste passo poderdo existir situagdes onde serd
conveniente a sua desactivagdo. Considere-se o tdo famoso exemplo do reconhecimento
de caracteres”. Sera vdlido, neste caso, rejeitar todas as observagdes, pertencentes a
nuvens de dimensdo superior a 2p+1, mesmo que esta seja catalogada como uma nuvem
desligada? Esta questdo nao € tdo inverosimil quanto poderd parecer a partida. Basta

para isso que se pense em algo tao simples quanto o seguinte exemplo:

1117141 141

Serd que a 4% 6* e 7* observacdes devem ser consideradas outliers? Ou serd que as
restantes € que devem ser consideradas outliers? Obviamente que a resposta a ambas
essas questdes € ndo. O que se passa com este exemplo, e com certeza com alguns
outros, € que se poderd estar interessado em que a mesma classe tenha observacdes em

localizagdes diferentes pelo que se deve ter especial cuidado com a sua utilizacao.

Nota

O procedimento proposto € invariante para transformacdes afins (ou seja, as
observagdes identificadas como outliers nao mudam quando os dados sdo submetidos a
transformagdes daquele tipo) se os estimadores de localizacdo e escala forem
equivariantes e se o método de clustering for invariante, para 0 mesmo tipo de

transformagdes. Note-se que o método k-means nao tem esta propriedade.

' Problemas que surgem neste contexto e solucdes/ metodologias para a sua resolugdo sdo descritas, por
exemplo, em Suen et al. (1992).
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4.6 Alguns procedimentos alternativos

Nos tultimos anos tem-se registado bastante actividade de investigacdo nesta linha.
Como referem Jain et al. (2000, pag. 79) desde os anos 80 que o r.p. estatistico tem
experimentado um répido crescimento tendo esta rapida expansdo vdrias causas. Uma
delas prende-se com o aumento da interaccdo entre vdrias diferentes disciplinas que
forcaram a fomentagdo de novas ideias, metodologias e técnicas enriquecendo o
paradigma do r.p. estatistico tradicional. Outra causa importante € o aparecimento de
processadores rapidos, da internet e da possibilidade de aumentar o armazenamento em
memoria acrescido de um menor custo. O avanco da tecnologia computacional tornou
possivel a implementacdo de algoritmos de optimizagcdo e aprendizagem complexos
impossiveis ha algumas décadas atrds. Nao menos importante foi também o
aparecimento de aplicagdes tais como o data mining que trouxeram novos desafios e

que favoreceram a renovacgdo do interesse pela investigacao na drea do r.p. estatistico.

Entende-se importante, antes de mais, fazer mencao que a par da ideia que motivou
este trabalho e que se baseia antes de mais na particdo dos dados em nuvens, Rocke e
Woodruff (1999) também sugerem que o reconhecimento das ligacdes entre os
estimadores para nuvens e os outliers, pode vir a dar um grande impulso nos
procedimentos de deteccao de outliers. Embora este trabalho e o destes autores tivesse
sido desenvolvido de forma independente e que € facilmente justificdvel pela reflexao
que inicia esta seccao, este aspecto pode ser encarado de forma positiva ja que ao que
tudo indica deparamo-nos com uma ideia boa e certamente com futuro. De salientar, no
entanto dois aspectos. Por um lado, em 1999, Rocke e Woodruff (1999, pag. 3)
assumem, como tantos outros, que a populacdo principal obedece a uma distribui¢do
elipticamente simétrica. Por outro lado, como estes mesmos referem, o seu método esta
dependente da descoberta da verdadeira forma das nuvens pelo que consideram dados
dificeis aqueles em que a forma dos dados principais e a forma do conjunto de dados
completo difere substancialmente. Mostra-se ao longo deste trabalho que o método

proposto € capaz de lidar eficazmente com situagdes deste tipo.

Entretanto, ja este trabalho tinha sido desenvolvido quando se encontrou na internet
0 abstact de um artigo de Hardin, Rocke e Woodruff submetido ao CAMDA-2000

(Critical Assessment of Microarray Data Analysis). Posteriormente ficou disponivel a
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versdo completa (Hardin et al., 2000) como apresentacdo efectuada nessa mesma
conferéncia, embora até a data nunca tenha chegado a ser publicado. O objectivo
inerente a esse artigo € basicamente o mesmo desta fase do trabalho de investigacao.
Porém, além do trabalho ter sido desenvolvido de uma forma completamente
independente, existem vdrias diferencas em relacdo a forma como o problema ¢é
abordado, das quais se realcam as seguintes:

- aaplicacdo que apresentam € realizada para clusters de varidveis,

- ndo fazem testes multiplos,

- ndo consideram nuvens desligadas,

- relativamente a escolha de k: ao contrario da regra aqui apresentada onde, como
se verd mais adiante, se sugere e considera a utilizacdo do critério AIC, estes
autores ndo indicam qualquer tipo de critério,

- relativamente a constante que serve de limite de deteccao: enquanto que na regra
aqui apresentada se opta pela simula¢do ou pelo Qui-quadrado, estes autores

utilizam uma constante fornecida pela distribuicao F.

Ainda este ano aparece um artigo de Hardin e Rocke (2004) que segue a linha do dltimo
referido (embora de um ponto de vista mais tedrico, sem aplicagdo pratica como no
anterior onde o proprio nome “Robust model-based clustering of genes in microarray
data: are there gene clusters?” diz quase tudo) e que consiste de uma forma genérica na
apresentacdo de um método robusto de clustering em conjunto com um método de
identificacdo de outliers sendo mais uma vez utilizada a distribuicdo F para vdrias

nuvens de diferentes tamanhos e formas.

Jiang, Tseng e Su (2001) apresentam um processo de clustering em duas fases para
a deteccao de outliers. Na primeira fase modificam o algoritmo k-means tradicional com
base na seguinte premissa: ‘“se um novo padrdo de input esté suficientemente distante de
todas as nuvens entdo este passa a ser afectado a uma nova nuvem na qual ele passa a
constituir o centro”. Isto faz com que pontos de uma mesma nuvem possam ser todos
outliers ou todos nao outliers. Numa segunda fase aplica a teoria das darvores,

nomeadamente a MST (minimum spanning tree).

Pefia e Prieto (2001) também apresentam um procedimento de deteccdo de outliers

multivariados e um estimador robusto da matriz de covariancias baseado na analise de
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projec¢des dos pontos da amostra num conjunto de 2p direc¢des, onde p representa a
dimensdo do espaco amostral. Estas direc¢des sdo obtidas pela maximizacdo e
minimizacdo do coeficiente de curtose das projeccdes. Estes autores referem que este
procedimento pode ser visto como um caminho rdpido e bem sucedido de
implementagdo do algoritmo de Stahel-Donoho. Para exemplificacdo do procedimento
proposto efectuaram um extenso estudo de simulacdo para distribuicdes normais
contaminadas com varios niveis de contaminacdo e diferentes nimeros de varidveis que
conforme estes mesmos autores referem, mostrou um comportamento satisfatorio

especialmente em amostras de grandes dimensdes e em contaminagdes concentradas.

Fraley e Raftrey (1998, 2002) sugerem o tratamento dos outliers através de um
modelo mistura com inclusdao de um termo, representativo do ruido, através de um
processo de Poisson de primeira ordem. Esta solugdo exige, no entanto, que seja obtida
uma boa estimativa inicial para o ruido. Sdo feitas algumas sugestdes e apresenta-se um
exemplo ilustrativo, no sentido da classificacdo, em Fraley e Raftrey (2002) para os

célebres dados Iris (Fisher, 1936).

Para terminar, de referir que o que € feito nesta tese € algo no espirito do que €
proposto no artigo de Fraley e Raftrey (2002) no que confere a divisdo dos dados em
nuvens e a possibilidade de estimacdo via modelos mistura mas indo mais longe na
medida em que sdo utilizados estimadores robustos € em que se inclui a detec¢do de

outliers no seguimento destas mesmas ideias.
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Capitulo 5

Estudo de simulacao

5.1 Introducao

Tal como na maior parte dos artigos onde se procede a identificagcdo de outliers, inclui-
se neste trabalho um estudo de simulacdo. Estes estudos sd@o hoje em dia largamente
aceites e fazem parte do conteiido de grande parte dos artigos de andlise multivariada.
Neste contexto tém como objectivo avaliar a performance do método descrito
anteriormente a proceder a sua comparagcdo com o método usual baseado no célculo das
distdncias de Mahalanobis'. Pretende-se destacar a necessidade da utilizacio de
métodos robustos, em determinadas situacoes, e as vantagens que advém da aplicacao
conjunta dos métodos de particao clustering. Concretizam-se as ideias apresentadas, no
Capitulo 4, para a deteccdo de outliers em contextos nao padrdo, nomeadamente em
regides nao elipsoidais (i.e., ndo necessariamente normais ou elipticamente simétricas).
Como referem Rocke e Woodruff (1999, pag. 16): “difficult data sets ... are those where

the shape of the main data and the shape of the entire dataset differ substantially.”

Naturalmente, a forma como os outliers sdo gerados € de importancia fundamental
neste tipo de estudos. Como alertam Davies e Gather (1993) a boa performance do
procedimento de simulacdo pode simplesmente ser devida ao facto de ndo ocorrerem as
situagdes onde este falha, por causa do método usado para a geracdo dos outliers. O
comportamento de uma regra de identificacdo de outliers deve, por consequéncia, ser
teoricamente analisado por forma a se descobrirem as condicdes nas quais este tem
sucesso ou falha.

As trés primeiras secgOes deste capitulo sdo dedicadas a apresentacdo de um
pequeno estudo de simulagdo onde sdo analisadas oito situagdes distribucionais

correspondentes a duas configura¢des de dados (normais e ndo normais) e comparados

" A comparacio entre diversos métodos é extremamente dificil do ponto de vista terico. Assim, a maior
parte das conclusdes associadas a este tipo de estudos baseiam-se em resultados obtidos em estudos de
simulagdo pelo método de Monte Carlo (ver por exemplo Gentle, 1998).
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dois tipos de estimadores (cldssicos e MCD). Segue-se um estudo mais detalhado
(Seccdo 5.5) onde se incluem mais sete configuragdes de dados (algumas com maior
percentagem de contaminacdo e com amostras de dimensdo superior), mais um
estimador robusto, OGK, e onde se entra em mais detalhes particularmente no que diz
respeito a escolha do valor de k e a forma de sintetizar a informagao fornecida pelos
indicadores de simulagdo. O Capitulo termina com a Sec¢do 5.7 onde se procede a
apresentacdo dos aspectos computacionais que serviram de suporte ao estudo de

simulagdo realizado.

5.2 Delineamento

Reafirmando as consideragdes feitas anteriormente, avanca-se com um estudo
preliminar com o intuito da obten¢do de uma primeira indicacdo do comportamento do
método, avancando-se depois para um estudo mais alargado. Para se avancar com o

estudo de simulac@o e com a implementacdo foram realizadas as seguintes escolhas:

= Métodos de clustering
® k-means,
® pam (partition around medoids de Kaufman e Rousseeuw, 1990)?,
e mclust (model based clustering de Banfield e Raftery, 1992),

cada um deles com k=3.,4,5.

* Dois pares de estimadores de localizagdo-escala:

e (lassicos (g,S) com limites de detec¢do assintéticos,

e Robustos, RMCD25 (Reweighted Minimum Covariance Determinant com um
ponto de rotura aproximado de 25% que tem maior eficiéncia do que o
correspondente com ponto de rotura de 50% (que é o maximo)® com limites de
deteccdo determinados previamente através de uma simulacdo com 10000

conjuntos de dados normais,

? Este método foi também experimentado coma op¢do metric="manhattan” (disponivel no S-plus) em vez
da distancia euclideana, que ¢ a utilizada por defeito, mas ndo se obteve qualquer melhoria nos resultados.
3 Como é referido em Rousseeuw e van Driessen (1999), na certeza dos dados conterem menos de 25% de
contaminagdo um bom compromisso entre o ponto de rotura e a eficiéncia estatistica é obtido fazendo
h=[0.75n]. Para o calculo computacional foi utilizado o comando cov.mecd (do S-plus) com a opgio
quan=floor(0.75n).
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= Nivel de significancia global: a=0.1,

= Classificar as nuvens desligadas (no passo 4 da RRO) como outliers,

= Qito situagdes distribucionais:

1. Normal, p=2, sem outliers, 150 observacdes N»(0,I).

2. Normal, p=2, com outliers, 150 observacdes N»(0,I) e 10 observacdes outliers
N»((10.51,10.51)",0.11).

3. Normal, p=4, sem outliers, 150 observagdes N4(0,I).

4. Normal, p=4, com outliers, 150 observagdes N4(0,I) e 10 observacdes outliers
N((8.59,8.59)",0.11).

5. Nao-Normal, p=2, sem outliers, 50 observacdes N(u1,X1), 50 observacdes
No(16,Z5) e 50 observagdes No(0,X;), com =(0,12)", £,=diag(1,0.3), t=(1.5,6)"
e Xr=diag(0.2,9).

6. Nao-Normal, p=2, com outliers, 150 observacdes idénticas a situag¢do anterior e
10 observagdes outliers Nx((-2,6)",0.011).

7. Nao-Normal, p=4, sem outliers, 50 observacdes Ni(3,X3), 50 observacdes
Na(s,Xs) e 50 observagdes Ni(0,X3), com y3=(0,12,0,0)T, Ys=diag(1,0.3,1,1),
14=(1.5,6,0,0)" e £4=diag(0.2,9,1,1).

8. Ndo-Normal, p=4, com outliers, 150 observacdes idénticas a situagdo anterior e
10 observagdes outliers N4((—2,6,0,0)T, 0.010).

Para cada combinacdo foram efectuadas 1000 simulagdes no S-plus. Com vista a
tornar este procedimento automatico (entrada do conjunto de dados e do nimero de
nuvens e como saida o conjunto de dados “limpo” depois das vdrias iteragdes) foram
construidos os programas que se listam no Apéndice E e aos quais se dedica mais

atencao na Secc¢do 5.7.

Um aspecto tido em conta foi o da localizacdo dos outliers. Para o caso normal,
Rocke e Woodruff (1996) definem o significado de outliers proximos e afastados
(“close” e “far” outliers). Na segunda seccdo do seu artigo desenvolvem a teoria que
permite caracterizar as classes de dados com outliers que sao, num dado sentido, as

mais dificeis de encontrar investigando as dificuldades associadas a localizacdo de
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outliers multivariados. Como resultado concluem que estes devem ser colocados a

distancia dQ, onde Q,=,/ ;(12,;0_999 / p fazendo d=2 (close outliers) ou d=4 (far outliers).

Neste ultimo caso, obtém-se assim os valores 8.59 e 10.51, para p=2 e p=4

respectivamente.

Uma outra questdo que impera e que deve ser aqui esclarecida diz respeito ao
calculo das constantes designadas por c(p,n;, ;). Naturalmente que se deve ter em conta
nao s6 o nimero de nuvens e o nivel de significancia, &, como também a dimensao de

cada uma. Considerando por exemplo =0.1 entdo para trés nuvens é como se se

pretendesse uma probabilidade de 0.9%. Segue-se o célculo de an tendo em conta a
dimensdo das nuvens (ver programa no Apéndice E). Considera-se ainda necessdrio
fazer referéncia a uma questdo técnica associada a obtencdo destas constantes. Para
minimizar o tempo, que se revelava incomportdvel (varias semanas para cada valor de
p, em funcao das varias dimensdes das nuvens) condicionando o andamento do estudo
de simulagdo, optou-se por proceder apenas ao cdlculo dos valores de dimensdes de
nuvens correspondentes a multiplos de 5; caso contrdrio tomou-se o valor
correspondente a dimensao de nuvem mais préxima (por exemplo, para uma nuvem de
dimensdo 27 tomou-se a constante correspondente a uma nuvem de dimensdo 25. Nesta
fase do estudo de simulagdo procedeu-se a obtenc¢do dos valores das constantes para
k=1,3,4,5,6 e 7, dimensdes de nuvens, n;, entre 5 e 150 (multiplos de 5), &=0.01,0.1 e
p=2,4 para o estimador RMCD25 e com base em dados gerados para 10000
observagdes. Mais tarde foram ainda calculados outros valores destas constantes tendo-
se abandonado =0.01 (na detecc¢do dos outliers) ja que este valor restringia muito os
resultados no sentido de existirem muitos outliers ndao detectados. Decidiu-se adoptar
a=0.1 (de acordo com Becker e Gather, 2001) e calcular as constantes ndo sé para este

valor mas também para valores maiores de o, caso mais tarde fosse necessario.

As Figuras 5.1 e 5.2 mostram um dos conjuntos de dados gerados para a situacio 6

com 0s respectivos contornos de deteccao.
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Figura 5.1- Contornos de deteccdo Figura 5.2- Contornos de deteccao
(a=0.1) calculados com a distincia de (a=0.1) calculados com o mclust
Mahalanobis robusta (RMCD25). para k=4 e RMCD?25.

Repare-se que na Figura 5.1 nenhuma observacao € detectada como outlier enquanto
que na Figura 5.2 pode constatar-se que existem trés nuvens ligadas e uma desligada.
Neste caso € licito concluir-se que € mais vantajoso proceder-se a deteccao dos outliers

apos a aplicagdo de um método de particao.

5.3 Indicadores para o estudo de simulacao

Na sequéncia daquilo que ja foi referido torna-se agora necessario adoptar uma medida
de avaliacdo da qualidade do método proposto. Inicialmente pensou-se em calcular a
média e o desvio-padrao do nimero de outliers correctamente detectados e do nimero
de outliers incorrectamente detectados mas rapidamente se abandonou essa ideia. Além
destas mesmas medidas nao serem robustas a informagao que forneciam revelava-se
escassa. Optou-se entdo pela utilizacdo dos indicadores de simulacdo (p;, p2» e p3)
propostos por Kosinski (1999) mais um indicador ps (baseado nestes trés): para um
conjunto de dados com g pontos “bons” e b outliers a frac¢do de contaminacio (frac¢do
de outliers) ¢ dada por b/N onde N=b+g. Sendo gerados S conjuntos de dados a

performance do método vai ser avaliada com base nos seguintes indicadores:
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pi1: proporcdo de simulacdes que resultaram na identificacdo correcta de todos os

outliers

1 S
p=—=>.1(m=0).
§a

p2: média das proporc¢des de outliers nao identificados em cada simulacao

1S m,

p3: média das proporcdes de observagdes incorrectamente classificadas como outliers
em cada simulagdo

z_

llg

pa: propor¢cdo de simulacdes em que ndo houve observagdes incorrectamente

classificada como outliers

1S
=—> I(s,=0),
S;u )

se m; =0 1, se s, =0

. )
0, caso contrario

I,
onde I(m. =0) = { )
0, caso contrario

., I(s,=0) = {

m;: nimero de observacgdes que sdo outliers e que ndo foram identificadas como sendo e

s;: nimero de observacdes que nao sdo outliers e que foram identificadas como sendo .
Obviamente que quando b=0, p; e p, ndo estdo definidos (dai a notagdo “nd” nas

Tabelas 5.1 e 5.2 e nas tabelas inseridas no Apéndice D). Um bom método deve ter

pi=l, p2=0, p3=0 e ps=1-a=0.9.

Outros critérios de comparacao dos métodos utilizados nas simulacdes efectuadas
poderiam ter sido adoptados (ver Becker, 2000). Destaque-se o recente critério de
performance intitulado “tamanho do maior outlier nao identificdvel” (size of the largest
nonidentifiable outlier) com autoria de Becker e Gather (2001) para o caso univariado.
A generalizacdo deste conceito para o caso multivariado foi realizada por Becker e

Gather (2001, Sec. 3).
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5.4 Analise dos resultados preliminares

Nesta fase inicial apenas irdo ser feitas algumas consideracdes enfatizando certos
aspectos que se destacam da andlise das figuras e tabelas e que servirdo de suporte e
fundamento as questdes estudadas em pormenor e com mais precisdo no estudo

alargado.

Sao apresentadas trés figuras referentes a: p; para dados normais e ndo normais com
outliers (Figura 5.3), p4 para dados normais com e sem outliers (Figura 5.4) e p4 para
dados n3o normais com e sem outliers (Figura 5.5). Optou-se por ndo apresentar
qualquer gréfico relativo a p,, uma vez que, nestas situagdes, este € praticamente igual a
1- p1, € a p3 e ndo proporciona nenhuma informagao adicional relevante. A seguir sao
apresentados em forma de tabela (Tabelas 5.1 e 5.2) os resultados finais associadas as

1000 simula¢des efectuadas no S-plus.
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Figura 5.3- Resultados de p, para dados normais e nao normais com outliers.
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Analisando a Figura 5.3 pode constatar-se, como alids era de esperar, que para
situacOes normais sem nuvens, o estimador RMCD25 é melhor do que o cldssico.
Relativamente as situagdes ndo-normais destacam-se dois aspectos: quer o método sem
clustering, quer o k-means, falham. De certa forma fica j4 aqui exemplificada a

vantagem da utilizacdo de métodos de clustering em situa¢des nao-normais.

Relembrando que este indicador deveria ser proximo de 0.9, da analise da Figura 5.4
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mclust 4

mclust 3

k-means 5|

k-means 4|

k-means 3

nomat
R
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mclust 3

k-means 5|
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sicos
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pam 4
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sicos

pam 5

pam 4

pam 3

none

mclust 5

mclust 4
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k-means 5|
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Figura 5.4- Resultados de p4 para dados normais com e sem outliers.

destaca-se a sua instabilidade para o estimador RMCD?25.
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Figura 5.5- Resultados de p, para dados ndo normais com e sem outliers.

De certo modo, na Figura 5.5 verifica-se que os estimadores cldssicos parecem ter
um desempenho superior aos robustos. No entanto, analisando bem a Tabela 5.1 e
vendo os resultados de uma forma genérica também se constata que o resultados estdo
bastante dependentes do método de parti¢do escolhido; a melhor performance parece ser

alcancada com o mclust.
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Robustos Classicos

k P1 P2 D3 P4 P1 P2 D3 P4
Normal | k-means 3 nd nd 0.000 | 1.00 nd nd 0.002 | 0.73
p=2 “ 4 nd nd 0.005 | 0.58 nd nd 0.002 | 0.82
Sem “ 5 nd nd 0.003 | 0.74 nd nd 0.001 | 0.90
outliers | pam 3 nd nd 0.000 | 1.00 nd nd 0.002 | 0.75
« 4 nd nd 0.005 | 0.58 nd nd 0.002 | 0.79
« 5 nd nd 0.003 | 0.67 nd nd 0.001 | 0.84
mclust 3 nd nd 0.000 | 1.00 nd nd 0.001 | 0.87
« 4 nd nd 0.003 | 0.72 nd nd 0.001 | 0.86
« 5 nd nd 0.002 | 0.79 nd nd 0.001 | 0.85
sem 1 nd nd 0.001 | 0.90 nd nd 0.001 | 0.93

nuvens
Normal | k-means 3 1.00 0.00 0.000 | 1.00 1.00 0.00 0.002 | 0.73
p=2 « 4 1.00 0.00 0.007 | 0.50 1.00 0.00 0.002 | 0.79
com « 5 1.00 0.00 0.004 | 0.61 1.00 0.00 0.001 | 0.83
outliers | pam 3 1.00 0.00 0.000 | 1.00 1.00 0.00 0.002 | 0.76
« 4 1.00 0.00 0.005 | 0.54 1.00 0.00 0.002 | 0.72
« 5 1.00 0.00 0.005 | 0.58 1.00 0.00 0.002 | 0.81
mclust 3 1.00 0.00 0.000 | 1.00 1.00 0.00 0.002 | 0.80
« 4 1.00 0.00 0.004 | 0.65 1.00 0.00 0.001 | 0.82
“ 5 1.00 0.00 0.003 | 0.73 1.00 0.00 0.002 | 0.80
sem 1 1.00 0.00 0.001 | 0.89 0.87 0.13 0.001 | 0.92

nuvens
Normal | k-means 3 nd nd 0.000 | 1.00 nd nd 0.001 | 0.90
p=4 “ 4 nd nd 0.001 | 0.92 nd nd 0.000 | 0.95
sem “ 5 nd nd 0.001 | 0.96 nd nd 0.002 | 0.95
outliers | pam 3 nd nd 0.000 | 1.00 nd nd 0.001 | 0.92
“ 4 nd nd 0.000 | 0.95 nd nd 0.000 | 0.95
“ 5 nd nd 0.000 | 0.97 nd nd 0.000 | 0.98
mclust 3 nd nd 0.000 | 1.0 nd nd 0.000 | 0.93
“ 4 nd nd 0.001 | 0.92 nd nd 0.000 | 0.96
“ 5 nd nd 0.001 | 0.95 nd nd 0.000 | 0.94
sem 1 nd nd 0.001 | 0.91 nd nd 0.000 | 0.95

nuvens
Normal | k-means 3 1.00 0.00 0.000 | 1.00 1.00 0.00 0.002 | 0.73
p=4 “ 4 1.00 0.00 0.006 | 0.51 1.00 0.00 0.002 | 0.78
com “ 5 1.00 0.00 0.004 | 0.59 1.00 0.00 0.001 | 0.83
outliers | pam 3 1.00 0.00 0.000 | 1.00 1.00 0.00 0.002 | 0.78
« 4 1.00 0.00 0.006 | 0.52 1.00 0.00 0.002 | 0.75
« 5 1.00 0.00 0.005 | 0.58 1.00 0.00 0.001 | 0.80
mclust 3 1.00 0.00 0.000 | 1.00 1.00 0.00 0.001 | 0.83
“ 4 1.00 0.00 0.004 | 0.67 1.00 0.00 0.001 | 0.83
“ 5 1.00 0.00 0.003 | 0.72 1.00 0.00 0.001 | 0.82
sem 1 1.00 0.00 0.001 | 0.91 0.55 0.45 0.000 | 0.95

nuvens

Tabela 5.1. Resultados do estudo de simulacdo para dados normais (1000 simulagdes).
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Robustos Classicos
k J P2 D3 P4 J 223 P23 P4
k-means 3 nd nd 0.209 | 0.10 nd nd 0.046 | 0.68
Nio “ 4 nd nd 0.018 | 0.72 nd nd 0.030 | 0.70
Normal | “ 5 nd nd 0.007 | 0.76 nd nd 0.031 | 0.74
p=2 pam 3 nd nd 0.200 | 0.16 nd nd 0.046 | 0.70
sem « 4 nd nd 0.018 | 0.71 nd nd 0.035 | 0.70
outliers | 5 nd nd 0.011 | 0.78 nd nd 0.049 | 0.71
mclust 3 nd nd 0.051 | 0.79 nd nd 0.039 | 0.74
“ 4 nd nd 0.012 | 0.82 nd nd 0.041 | 0.72
“ 5 nd nd 0.004 | 0.87 nd nd 0.044 | 0.72
sem 1 nd nd 0.001 | 0.89 nd nd 0.000 | 0.99
nuvens
k-means 3 0.92 0.08 0.213 | 0.08 0.16 0.85 0.040 | 0.72
Nio « 4 0.32 0.68 0.107 | 0.45 0.02 0.98 0.059 | 0.70
Normal | “ 5 0.52 0.48 0.022 | 0.68 0.47 0.53 0.037 | 0.74
p=2 pam 3 0.89 0.11 0.208 | 0.11 0.16 0.84 0.042 | 0.71
com « 4 0.81 0.19 0.181 | 0.21 0.78 0.22 0.051 | 0.69
outliers | 5 0.83 0.17 0.015 | 0.73 1.00 0.01 0.029 | 0.72
mclust 3 0.19 0.81 0.053 | 0.80 0.13 0.87 0.039 | 0.77
« 4 1.00 0.01 0.042 | 0.85 0.99 0.01 0.039 | 0.74
« 5 0.91 0.09 0.012 | 0.84 1.00 0.00 0.030 | 0.80
sem 1 0.00 1.00 0.000 | 0.96 0.00 1.00 0.000 | 1.00
nuvens
k-means 3 nd nd 0.171 | 0.26 nd nd 0.013 | 0.85
“ 4 nd nd 0.011 | 0.81 nd nd 0.020 | 0.82
Nio “ 5 nd nd 0.008 | 0.82 nd nd 0.031 | 0.79
Normal | pam 3 nd nd 0.153 | 0.35 nd nd 0.015 ] 0.86
p=4 “ 4 nd nd 0.014 | 0.78 nd nd 0.020 | 0.82
sem “ 5 nd nd 0.003 | 0.86 nd nd 0.020 | 0.87
outliers | mclust 3 nd nd 0.029 | 0.88 nd nd 0.013 | 0.87
“ 4 nd nd 0.008 | 0.90 nd nd 0.018 | 0.85
“ 5 nd nd 0.004 | 0.93 nd nd 0.013 | 0.88
sem 1 nd nd 0.000 | 0.94 nd nd 0.000 | 0.97
nuvens
k-means 3 0.78 0.22 0.195 | 0.22 0.05 0.95 0.014 | 0.86
« 4 0.11 0.88 0.062 | 0.58 0.02 0.98 0.054 | 0.75
Nio « 5 0.17 0.83 0.017 | 0.75 0.25 0.76 0.030 | 0.81
Normal | pam 3 0.67 0.33 0.175 | 0.31 0.04 0.96 0.011 | 0.85
p=4 « 4 0.9 0.10 0.138 | 0.35 0.90 0.10 0.011 | 0.86
com «“ 5 0.68 0.32 0.010 | 0.81 0.98 0.02 0.018 | 0.85
outliers | mclust 3 0.30 0.70 0.326 | 0.48 0.12 0.88 0.17 0.67
« 4 0.99 0.01 0.021 | 0.81 0.99 0.01 0.01 0.86
“ 5 0.89 0.11 0.005 | 0.91 0.99 0.01 0.02 0.89
sem 1 0.00 1.00 0.001 | 0.90 0.00 1.00 0.000 | 0.97
nuvens

Tabela 5.2. Resultados do estudo de simulacdo para dados ndo normais (1000 simulagdes).
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Na sequéncia do que foi dito e apresentado até agora, surgem as seguintes
conclusdes gerais acerca do estudo de simulagdo:

e Para os dados normais todos os métodos demonstraram um bom comportamento
com excepcao da distancia de Mahalanobis classica onde se observa algum efeito de
masking (o que ja era esperado).

e Para dados ndo normais a melhor performance foi alcancada com o mclust para k=4
e k=5, sem diferencas significativas entre os estimadores cldssicos e robustos.

e Para dados ndo normais destaca-se também a falha do método k-means, justificada

pela notodria ndo esfericidade das distribui¢des escolhidas.

Neste momento, onde a partida a RRO ja parece dar alguns frutos, pode levantar-se
uma questdo acerca deste método que € a seguinte: serd que existindo um s6 outlier
isolado ele € detectado por este método? Experimentou-se uma situagdo idéntica a 6
mas onde se colocou mais um outlier com localizacdo no ponto (5,14). A utiliza¢do
deste método permitiu verificar que esse outlier, embora sendo um sé isolado (a parte
dos outros 10) também foi detectado pelo método k-means para k=4 e pelo mclust e pam

para k=4 e k=5.

Um outro aspecto alvo de pesquisa foi a utilizacdo do critério AIC (referido na
Seccdo 4.5). Para exemplificagc@o da utilizacdo deste critério recorreu-se a estimacgdo da
densidade pelo método de kernel adaptado (sugerido na Seccdo 4.3) obtendo-se os
valores do AIC para a configuragdo ndo normal, situagdes 5 e 6 (sem e com outliers),
com estimadores classicos e método de particao k-means. Os resultados obtidos, pelo o
método k-means e estimadores cldssicos, encontram-se nas Figuras 5.6 e 5.7.
Comparando os resultados obtidos com os valores dos indicadores de simulagdo
apresentados anteriormente, verifica-se que as conclusdes estdo de acordo com as
expectativas, isto €, os menores valores associados ao critério AIC correspondem aos
“melhores” valores obtidos com os resultados das simulagdes. Na situacdo 6, por
exemplo, o AIC atinge os menores valores para os casos em que se consideram 5, 6 € 7
nuvens e os resultados das simula¢des também apresentam melhores resultados no caso

em que se consideram 5 nuvens.
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Figura 5.6- Resultados do critério
AIC, em funcdo do ndmero de
nuvens para a situacio 5.
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Figura 5.7- Resultados do critério
AIC, em funcdo do nudmero de
nuvens para a situacao 6.

Deste estudo de simulagdo preliminar parece valido concluir que o método proposto

¢ promissor. No entanto ainda € necessario afinar alguns aspectos. Tentar-se-a

experimentar outros estimadores robustos a partida mais eficientes e efectuar um estudo

de simulac¢do mais extenso, criando-se novas configuracdes de dados, para investigar a

instabilidade do estimador p4 e avaliar a performance destes métodos em conjuntos de

dados maiores e/ou com maior percentagem de contaminacao.

5.5 Estudo alargado

Salientada a necessidade de se ir mais longe nos estudos de simulagdo, decidiu-se

introduzir uma notagdo adequada as vdrias situagdes correspondentes as diferentes

configuracdes de dados criadas. Deste modo foram definidas as seguintes designacoes:

respectivamente.

N /NN para as situagcOes normais € ndo normais, respectivamente.
CO/ SO para as situagdes com e sem outliers, respectivamente.

2v/3v/4v para as situacdes com duas, trés ou quatro varidveis,

Em relacdo as configuracdes, uma vez que se optou por criar um conjunto mais

vasto, foram escolhidas as designacdes (que se procurou serem elucidativas),

correspondentes as situacdes que se passam a apresentar, complementando-se com as

representacoes graficas correspondentes a uma simulagdo efectuada para as situacdes de

duas variaveis com outliers:
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e observacdes correspondentes a trés normais dispostas em forma de lua,
correspondendo a situacdo 6 do primeiro estudo de simulacdo efectuado

(LUAN3) e outliers com distribuicao normal (muito concentrada).

Figura 5.8- Exemplo de uma simulago da configuragdo LUAN3.

e observacdes dispostas em cruz e outliers com distribuicio uniforme

(CRUZU).

Figura 5.9- Exemplo de uma simulacio da configuracio CRUZU.

® observacdes dispostas em cruz e outliers com distribuicdo normal

(CRUZN).
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Figura 5.10- Exemplo de uma simulacéo da configuracio CRUZN.
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observacgdes correspondentes a trés #-Student bivariadas com 3 graus de

liberdade, dispostas em forma de lua (LUAT3) e outliers com

distribui¢do do mesmo tipo mas parametros diferentes.

Figura 5.11- Exemplo de uma simulagao da configuracao LUATS3.

observacdes uniformemente distribuidas numa esfera (ESFERA) e

outliers com distribui¢do normal.

Figura 5.12- Exemplo de uma simulacao da configuracdo ESFERA.

observagdes distribuidas uniformemente num ‘“donut” (DONUT) e

outliers com distribui¢do normal.
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Figura 5.13- Exemplo de uma simulacio da configuragio DONUT.
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e observacdes com distribui¢do 7-Student bivariada com 3 graus de
liberdade (T1) e outliers com distribuicdo do mesmo tipo mas

parametros diferentes.
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Figura 5.14- Exemplo de uma simulacio da configuracdo T1.

e observacdes correspondentes a duas t-Student com 3 graus de liberdade
(T2) e outliers com distribuicdio do mesmo tipo mas parametros

diferentes.

x2

Figura 5.15- Exemplo de uma simulag@o da configuragdo T2.

Apresenta-se agora a descricdo detalhada de todas as situacdes distribucionais

consideradas neste estudo de simulagdo com as correspondentes designagdes:

1. Normal, p=2, sem outliers, 150 observacdes N»(0,I): N_SO_2v.

2. Normal, p=2, com outliers, 150 observacdes N,(0,I) e 10 observacgdes outliers
N>(10.51,0.11): N_CO_2v.

3. Normal, p=4, sem outliers, 150 observagdes N4(0,I): N_SO_4v.
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4. Normal, p=4, com outliers, 150 observacdes N4(0,I) e 10 observacdes outliers
N4(8.59,0.11): N_CO_4v.

S. Nao-Normal, p=2, sem outliers, 50 observagdes N(ui,X1), 50 observagdes
No(,X5) e 50 observagdes N»(0,X;), com ,u1=(0,12)T, Y,=diag(1,0.3), ,u2=(1.5,6)T
e Xr=diag(0.2,9): NN_SO_2v_LUAN3.

6. Nao-Normal, p=2, com outliers, 150 observacdes idénticas a situag¢do anterior e
10 observagdes outliers N2((-2,6)7,0.011): NN_CO_2v_ LUAN3.

7. Nao-Normal, p=4, sem outliers, 50 observacdes Ni(i3,X3), 50 observacdes
Na(s,Xs) e 50 observagdes Ni(0,X3), com ,u3:(0,12,0,O)T, Ys=diag(1,0.3,1,1),
14=(1.5,6,0,0)" e £,=diag(0.2,9,1,1): NN_SO_4v_ LUAN3.

8. Ndo-Normal, p=4, com outliers, 150 observacdes idénticas a situagdo anterior e
10 observagdes outliers N4((-2,6,O,0)T, 0.01I): NN_CO_4v_ LUAN3.

9. Nao-Normal , p=2, sem outliers, 75 observagdes N»(0,Xs), com Xs=diag(1,81), 75
observacdes N,(0,X¢), com Xg=diag(81,1): NN_SO_2v_CRUZU.

10. Nao-Normal, p=2, com outliers, 150 observacdes idénticas a situacdo anterior e
20 observagdes outliers U, ([-90,90]% [-90,90]): NN_CO_2v_ CRUZU.

11.Nao-Normal, p=4, sem outliers, 75 observagdes N4(0,X7), com X;=diag(1,81,1,1),
75 observagdes N4(0,Xg), com Xg=diag(81,1,1,1): NN_SO_4v_ CRUZU.

12. Nao-Normal, p=4, com outliers, 150 observacdes idénticas a situacdo anterior e
20 observacdes outliers Uy ([-10,101°% [-90,901%) : NN_CO_4v_ CRUZU.

13. Nao-Normal , p=2, com outliers, 75 observacdes N»(0,Xs), com Xs=diag(1,81),
75 observagdes N»(0.Xs), com Xe=diag(81,1) e 20 observagdes outliers
N>(10,0.1I): NN_CO_2v_CRUZN.

14.Nao-Normal, p=4, com outliers, 75 observagdes N4(0,X;), com
Y;=diag(1,81,1,1), 75 observacdes Ni4(0,Xg), com Xg=diag(81,1,1,1) e 20
observacgdes outliers N4((10,10,0,O)T,0.11): NN_CO_4v_ CRUZN.

15. Nao-Normal , p=2, sem outliers, 50 observacdes f,3(i,LX1), 50 observacoes
t3(th,Xs) e 50 observagdes 1,3(0,X;), com ,u1=(0,12)T, Y=diag(1,0.3), ,u2=(1.5,6)T
e Xr=diag(0.2,9): NN_SO_2v_ LUAT3. (1, (X)) representa a distribui¢do ¢-
student p-variada com » graus de liberdade, parametro de localizagdo u e

parametro de dispersdo X).
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16. Nao-Normal , p=2, com outliers, 50 observagdes t3(1,X1), 50 observacoes
13(1h,X,) e 50 observagdes ,3(0,X1), com w=(0,12)", X,=diag(1,0.3), t=(1.5,6)"
e X,=diag(0.2,9) e 20 observagdes outliers tz,g((—2,6)T,O.OII): NN_CO_2v_
LUATS3.

17. Nao-Normal, p=4, sem outliers, 50 observacdes f43(1,X3), 50 observacoes
t43(s,X4) e 50 observagdes £43(0,X3), com z=(0,12,0,0)", Tz=diag(1,0.3,1,1),
14=(1.5,6,0,0)" e £,=diag(0.2,9,1,1): NN_SO_4v_LUAT3.

18. Nao-Normal, p=4, com outliers, 50 observagdes t43(43,X3), S0 observagdes
t43(M,X4) € 50 observacdes #43(0,X3), com ,u3=(0,12,0,())T, Yi=diag(1,0.3,1,1),
1=(1.5,6,0,0)" e X4=diag(0.2,9,1,1) e 20 observacdes outliers t;43((-2,6,0,0)",
0.01I): NN_CO_4v_ LUATS.

19. Nao-Normal, p=2, sem outliers, 150 observa¢des uniformemente distribuidas
numa esfera de raio 10: NN_SO_2v_ESFERA.

20. Nao-Normal, p=2, com outliers, 150 observacdes idénticas a situacio anterior e
10 observagdes outliers N»(0,0.01I) : NN_CO_2v_ ESFERA.

21. Nao-Normal, p=4, sem outliers, 150 observacdes uniformemente distribuidas
numa hiperesfera de raio 10: NN_SO_4v_ ESFERA.

22. Nao-Normal, p=4, com outliers, 150 observacdes idénticas a situacio anterior e
10 observagdes outliers N4(0,0.011) : NN_CO_4v_ ESFERA.

23. Nao-Normal, p=2, sem outliers, 150 observacdes uniformemente distribuidas na
interseccdo do exterior de uma circunferéncia de raio 10 com o interior de uma
circunferéncia de raiol2 (“donut”): NN_SO_2v_DONUT.

24. Nao-Normal, p=2, com outliers, 150 observagdes idénticas a situa¢io anterior e
20 observagdes outliers Ng((ZS,O)T,O.II): NN_CO_2v_DONUT.

25. Nao-Normal, p=3, sem outliers, 150 observacdes em que as duas primeiras
varidveis tém distribuicdo idéntica a situacdo anterior e uma terceira varidvel
independente destas com distribuicao U [-1,1]: NN_SO_3v_ DONUT.

26. Nao-Normal, p=3, com outliers, 150 observagdes idénticas a situa¢do anterior e
20 observagdes outliers N3((25,0,0)T,0. 1I): NN_CO_3v_DONUT.

27. Nao-Normal, p=4, sem outliers, 150 observacdes em que as duas primeiras
varidveis tém distribui¢do idéntica a 23. e mais duas varidveis independentes com

distribui¢do U, ([-1,11%): NN_SO_4v_DONUT.
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28. Nao-Normal, p=4, com outliers, 150 observagdes idénticas a situa¢do anterior e
20 observagdes outliers N((25,0,0,0)",0.11): NN_CO_4v_DONUT.

29. Nao-Normal, p=2, sem outliers, 150 observagdes t3(1,L1), com ,u1=(0,12)T,
¥ =diag(1,0.3): NN_SO_2v_T1.

30. Nao-Normal, p=2, com outliers, 150 observagdes idénticas a situa¢do anterior e
20 observagdes outliers tz,g((—2,6)T,0.OII): NN _CO_2v_TI1.

31. Nao-Normal, p=2, sem outliers, 75 observacdes t»3(41,X1), 75 observacdes
ha(h.X,), com m=(0,12)", X,=diag(1,0.3), w=(1.5.6)" e ZX,=diag(0.2,9):
NN_SO_2v_T2.

32. Niao-Normal, p=2, com outliers, 75 observagdes t3(ti,X1), 75 observacdes
h3(h,X), com =(0,12)", X;=diag(1,0.3), t=(1.5,6)" e Z,=diag(0.2,9) e 20
observacgdes outliers t2,3((—2,6)T,0.OII): NN_CO_2v_T2.

A escolha destas configuragdes nao obedeceu a nenhum critério definido a partida.
A Unica preocupacdo com a sua escolha foi a de fixar claramente o objectivo de
averiguar se o método proposto consegue lidar eficazmente com distribui¢des nao
elipticamente simétricas. Exceptua-se o caso da normal que surge como op¢do natural
com o objectivo apenas de evidenciar que o método também funciona em situacoes
usuais. As ideias que deram forma as configuracdes adoptadas foram surgindo
naturalmente com a evolugdo do trabalho de investigagdo. Assim, por exemplo, a ideia
da configuragdo CRUZU foi retirada do trabalho de Fraley e Raftery (1999) e por
consequéncia também surgiu a configuracdo CRUZN. A configuracio LUAT3 surgiu
de uma sugestao de Christian Hennig quando lhe foi pedido que se pronunciasse sobre o
artigo Santos-Pereira e Pires (2002). Transcreve-se de seguida parte do seu comentério:
“...Perhaps one should think about worst case behavior, test data from mixture
distributions of other than Normal shape (multivariate t, something skew...) and so on.
There should be a comparison of the method to the "noise component” approach of
Fraley, Raftery and co-workers, and perhaps also to the mixtures of t-distributions with
outlier identification as explained in the mixture model book of McLachlan and Peel”.

Para terminar, quer a ideia da ESFERA quer o DONUT surgiram do trabalho de
Billor et al. (2000). Depois de escolhidas as configura¢des, optou-se por variar alguns
aspectos tais como o numero de observacdes, o numero de varidveis e diferentes

percentagens de contaminacao.
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Nesta segunda fase do estudo de simulagdo interessa, em primeiro lugar, destacar as

principais alteracdes efectuadas relativamente ao estudo preliminar:

¢ reducdo do numero de simulacdes de 1000 para 100.
¢ introdu¢do do novo estimador robusto: OGK.
e criacdo de um indicador que permitird reconhecer qual a melhor combinacao

em termos de método de clustering, nimero de nuvens e estimador.

Foram também feitas outras tentativas, nomeadamente:
¢ simulacdo do dobro dos dados.
e aumento das percentagens de contamina¢do em algumas configuragdes.
e experimentacio de outra constante de deteccao.

e utilizacdo do critério AIC para a escolha da “melhor combinacao”.

Apesar de ser vantajoso efectuar o maior numero de simulagdes possivel por forma
a obter estimativas mais fidveis, pondo a questdo de outro modo parece ser licito a
reducdo proposta de 1000 para 100. Isto porque, nos vdrios casos apresentados no
estudo preliminar (situacdes 1 a 8) foram efectuadas 100 (ver Santos-Pereira e Pires,
2002) e 1000 simulagdes tendo-se verificado que os resultados eram semelhantes. Mais
ainda, ao efectuar 100 simulacdes para cada situacdo diminuiu-se o tempo de cdlculo de
cada uma permitindo considerar mais situacdes e diferentes configuracdes de dados.
Note-se ainda que o erro padrdo das estimativas das propor¢des (indicadores de
simulacdo), cerca de 3%, associado as 100 simulagdes e ao valor de & =0.1, também

parece razoavel.

A escolha dos estimadores é 6bvia e vem no seguimento do estudo preliminar e das
consideragdes feitas na Seccao 4.2 do Capitulo 4. Passarao a ser objecto de comparagao,
os estimadores classicos e, como estimadores robustos, o OGK e RMCD25. Um outro
argumento que presidiu a escolha de um outro estimador robusto € fruto dos resultados
do estudo de simulac@o preliminar onde em determinadas situacdes os estimadores
classicos apresentaram um melhor comportamento. Claro que esses resultados nao sao
tdo inverosimeis quanto poderdo parecer a primeira vista pelo facto de se estar a utilizar

o RMCD25 a par da particdo dos dados em nuvens.
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A grande quantidade de tabelas e/ou gréaficos obtidos a partir das simulacdes
associadas as vérias configuracdes de dados adoptadas (que justifica a sua colocacdo no
Apéndice D), bem como a grande quantidade de informacdo resultante, apela agora para
a necessidade de adopcdo de um determinado critério, ou medida, que permita
condensar toda essa informagdo e que ao mesmo tempo permita comparar a
performance das vérias combinagdes, em termos de método de clustering, nimero de
nuvens e estimador para cada par de situagdes, com e sem outliers (pois a partida
desconhece-se se estes existem ou ndo). De salientar que o indicador que ird proposto e
adoptado nas simulagdes para satisfazer este objectivo permite, ndo s6, comparar as

varias combinagdes como também validar o desempenho do préprio método.

Originalmente comegou por se pensar num indicador que condensasse a informagao
dos quatro indicadores de simulagdo. Feitos alguns testes abandonou-se a ideia. A par
de algumas outras deficiéncias- a principal das quais a incapacidade deste indicador
traduzir a “qualidade” das composi¢des- nao faria sentido juntar quantidades diferentes
j4 que os indicadores p; e p; representam médias e p; e ps proporcdes. Por estas razdes e
também pela grande instabilidade do indicador ps, como ja se teve oportunidade de

demonstrar, propde-se o seguinte indicador, daqui em diante designado por DIF:

(p, —0.05), +(p; —0.05),
DIF = 2
(p;—0.05), %100 para dados sem outliers.

x100 para dados com outliers

0 se x<0

em que (x), ={ .
x se x>0

Note-se que este indicador varia entre 0 e 95 e uma boa combinagdo deve resultar

num DIF=0. Importa também chamar a atencdo para o facto de s6 se poder considerar

“boa”, uma combinacdo que forneca um bom resultado para os dados com e sem

outliers. O valor 0.05 ndo tem que ser o valor de o, uma vez que se relaciona apenas

com p, € ps, representa sim uma tolerancia que se considera razodvel em relacdo ao

valor 0.
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Os exemplos seguintes ajudam a compreender a instabilidade do indicador pj.

Exemplo 5.1 Considere-se uma amostra de 100 observacdes sem outliers. Admita-
se que se realizaram 100 simulacdes entre as quais em 10 o método identificou 1 outlier

e nas restantes 0 outliers. Neste caso obtém-se p3=0.001 e p4=0.9.

Exemplo 5.2 Considere-se uma amostra de 100 observagdes sem outliers. Admita-
se que se realizaram 100 simulacdes entre as quais em 10 o método identificou 10

outliers e nas restantes 0 outliers. Neste caso obtém-se p3=0.01 e ps mantém-se em 0.9.

Exemplo 5.3 Considere-se uma amostra de 100 observagdes sem outliers. Admita-
se que se realizaram 100 simulagdes e que em cada uma deles o método identificou 1

outlier. Neste caso obtém-se p3=0.01 e p4=0.

Estes exemplos ajudam a entender determinados valores que resultam das simulagdes
efectuadas e justificam a adopg¢do de 0.05 em vez do valor adoptado para &. Embora se
tenha adoptado &=0.10 os exemplos demonstram que por vezes este valor pode ser

bastante menor.

Em relacdo a constante que funciona como limite de deteccao verificou-se que em
determinadas situacdes o Qui-quadrado tinha o defeito de detectar outliers a mais (o que
alids vem de encontro ao trabalho de Rousseeuw e van Zomeren, 1991) e a constante
c(p,n,0,) de Davies e Gather (1993) outliers a menos. Foi entdo experimentada uma
outra constante® c*, baseada na distribui¢do F, referida em Becker e Gather (1999, pag.
948) e que segundo estas autores constitui uma escolha apropriada para amostras de
pequena dimensdo. No entanto a utilizacdo desta constante ndo permitiu qualquer
melhoria nos resultados. Pelo contrério, piorou na medida em que aumentou o nimero
de outliers detectados ja que os seus valores se apresentam inferiores aos do Qui-
quadrado. Experimentou-se também a distribuicdo F sugerida por Hardin e Rocke

(1999, pag. 12) mas os resultados foram idénticos.

p(n—1°F

p.n—p=lil-aln

4 *
c =
n(n—p—1+pF,

J1—p—l:1—0!/n)
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A introdugdo do estimador robusto OGK neste estudo levou a que tivessem também de
ser calculadas novas constantes baseadas na proposta de Becker e Gather (2001)
referida na Seccdo 4.4 do Capitulo 4. A partida, parecia que se tinha encontrado a
solucdo ideal ja que os seus valores se encontravam entre os do Qui-quadrado e os das
constante associadas ao RMCD25. E realmente, para dimensdes de amostras pequenas

(inferiores a 50, aproximadamente) € isso que acontece. Por exemplo para n=20, p=2,

k=1 e 0=0.1 obtém-se g, = 1049746, cye,=85.58786 € Couq=24.84670. No

entanto, para dimensdes superiores, as constantes associadas ao OGK sado ligeiramente
superiores as do RMCD25. Na pratica isto traduz-se num bom desempenho do
estimador OGK embora nao superior a performance do RMCD25, conforme se verd de
seguida na andlise dos resultados associados as vdrias configura¢des de dados. Com o
estimador OGK foram calculadas constantes para a=0.1, k=1,2,....,7 , p=2,34 e
n=5,10,...,250 e com o RMCD25° foram efectuados mais alguns calculos tendo-se
acesso as constantes associadas a ¢=0.1,0.15,0.2, k=1,2,....7, p=2,3,4 e m;=5,10,...,250.
Na prética acabou por nao se trabalhar com @=0.15 e @=0.20 uma vez que os resultados
com 0.1 ja foram satisfatdrios. Por essa razdo alguns dos valores calculados ndo foram
incluidos nos programas. Foi também introduzida nos programas, que envolvem
estimadores robustos, uma op¢do que para valores de n; superiores a 250 considera o

valor da aproximacao a distribui¢ao Qui-quadrado.

Ainda em relagcdo ao estimador OGK, importa aqui destacar que a versao utilizada
foi a reponderada com duas iteracdes, OGK»(0.9), que segundo Maronna e Zamar
(2002) é uma versao melhor e “mais equivariante”, tendo demonstrado um bom
desempenho, quer nas simulagdes, quer nos dados reais, por aqueles autores utilizados.
O programa que permite calcular as estimativas correspondentes encontra-se no
Apéndice C, conforme j4 referido no Capitulo 4. Note-se que, embora uma das grandes
vantagens deste estimador seja o seu tempo de processamento, nio se teve neste
trabalho a preocupagdo de optimizar o programa que permite a sua obtencao pelo que a
comparacdo dos tempos de cdlculo entre este estimador e o RMCD25 além de ser

irrelevante para o estudo em causa, ndo faria qualquer sentido.

> Nalgumas partes desta secgdo substituir-se-d a sigla RMCD25 apenas por MCD por uma questio de
simplificacdo.
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Na Sec¢do 5.4 exemplificou-se a utilizacdo do critério AIC, com a configuragao
LUAN3, com estimadores e método de clustering fixo, apenas para comparagdo dos
véarios valores de k. Nesta sec¢do vai-se mais longe experimentando-se também o
critério AIC, mas neste caso para a detec¢do da melhor combinagdo em termos de
método de clustering/estimador/nimero de nuvens, a titulo de exemplo, para a
configuragio LUAN3. A utilizacdo deste critério poderd revelar-se bastante util
nomeadamente para escolha da “melhor” combina¢do em dados reais. Note-se que,
enquanto que em dados simulados se pode recorrer a indicadores de simulacdo, como
por exemplo os p;’s apresentados na Sec¢ao 5.3 ou o indicador DIF proposto na Sec¢do

5.5, com dados reais isso nao é possivel.

Um outro aspecto que merece alguma atencio, na medida em que € tido muito em
conta neste tipo de estudos e pode influenciar os resultados, é a percentagem de
contaminagdo. Neste trabalho optou-se por utilizar percentagens de contaminag¢do no
seguimento da linha tragada por Hampel er al. (1986, Cap. 1, pag. 26) que se traduz na
seguinte afirmacdo: “Crudely speaking, one has to distinguish between high-quality
data with no or virtually gross errors, and routine data, with about 1-10% or more
gross errors”. Assim, para a maior parte das situagdes considerou-se uma percentagem
de contaminagcdo de 6,25% ou de 11,8%. Para verificar se existiam alteracdes nos
resultados, com o aumento da percentagem de contaminagdo, foram escolhidas duas
configuracGes nas quais se experimentaram trés valores de contaminacio diferentes.
Julga-se no entanto importante referir que nao é a percentagem de contaminacao por si
s6 que pode influenciar o desempenho do método utilizado. Tem também que se ter em
conta a forma e a localizacdo dos outliers. S6 como pequeno exemplo, na posse de um
conjunto de dados normais ou mesmo nao normais, em que 0s outliers se encontram
posicionados a uma grande distancia dos restantes, é sempre possivel conseguir-se uma
deteccdo dos mesmos. Na pratica € habitual dizer-se que existe uma grande
percentagem de contaminacdo quando esta varia entre 35-45% (ver por exemplo
Kosinski, 1999 ou Rocke e Woodruff, 1996). No entanto situacdes deste tipo sao
consideradas irrealistas pelo que ndo se considerou ter interesse entrar em detalhes desse
tipo, assumindo-se no geral situagdes rotineiras. Porém, embora se tenham considerado
contaminagdes da ordem da grandeza referida, a titulo de curiosidade experimentou-se
para a configuracdo LUAN3 uma contaminacao de cerca de 29% (60 outliers num total

de 210 observacdes) tendo-se verificado que os resultados ndo se alteravam. Concluiu-
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se assim que os valores de contaminagao adoptados, correspondentes a contaminacoes
realistas habituais, sdo suficientes para demonstrar o bom desempenho do método,

independentemente das percentagens de contaminacao.

Para terminar, de referir que também se experimentou o método de clustering
designado por fanny (referido na Seccao 4.5) mas como nao deu bons resultados para as

configuragdes adoptadas, optou-se por nao incluir neste trabalho os valores obtidos.

5.6 Analise dos resultados

Apresentam-se de seguida, para cada configuracdo de dados, os resultados do indicador
de qualidade da combinagao, DIF, e respectivas conclusdes, graficos correspondentes a
uma simulagdo para a “melhor” e “pior” combinacdo encontrada no caso bivariado e
outros aspectos relevantes. A escolha da “melhor”/’pior” combinacdo baseou-se em
primeiro lugar na informacdo fornecida pelo indicador DIF. Em caso de empate
atendeu-se aos indicadores de simulagcdo p;, p», p3 € ps. Em situacdes idénticas foi
escolhida uma combinacdo arbitrariamente. Nas tabelas apresentadas a “melhor”
combinacgdo € representada a bold e a “pior” combinacido também a bold mas com a
célula correspondente a sombreado. Para ndo sobrecarregar demasiado esta seccio,
criou-se o Apéndice D no qual se encontram as Tabelas D.1 a D.14 correspondentes aos
valores obtidos para os indicadores de simulacdo, relativos as vérias configuracdes e

algumas variagdes também consideradas neste trabalho.

Considera-se também ter interesse justificar o nimero de casas decimais adoptadas
para os indicadores de simulacdo. Como p; e p4representam percentagens naturalmente
que os valores destes indicadores aparecem com duas casas decimais. Por outro lado,
visto que na maior parte das situagdes (a configuracdo CRUZU constitui a excep¢do) p»
¢ aproximadamente igual a 1- p;, decidiu-se considerar também duas casas decimais
para este indicador. No entanto no caso do indicador p3; optou-se por adoptar mais uma
casa decimal uma vez que os seus valores sdo geralmente baixos pelo que a sua
aproximacdo a duas casas decimais conduziria muitas vezes a um arredondamento ao

valor 0 perdendo-se alguma informacao.
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NORMAL

Conforme se constata por observacdo das Tabelas 5.3 e D.I, relativamente a esta

configuracdo, praticamente que ndo hd nada a acrescentar relativamente

analise

efectuada no estudo preliminar. A inclusdo do estimador OGK no estudo de simulagdo

ndo alterou as conclusdes ja obtidas. Qualquer que seja o estimador, método de

clustering e nimero de nuvens utilizado, o método mostra um bom desempenho para a

configuragdo normal. Exclui-se a situacdo onde nio sdo consideradas nuvens e se opta

pela utilizagdo de estimadores classicos.

k MCD | OGK Classicos k MCD OGK Classicos
k-means 3 0.0 0.0 0.0 k-means 3 0.0 0.0 0.0
N “ 4 0.0 0.0 0.0 N “« 4 0.0 0.0 0.0
SO “ 5 0.0 0.0 0.0 CcO “ 5 0.0 0.0 0.0
2v pam 3 0.0 0.0 0.0 2v pam 3 0.0 0.0 0.0
“ 4 0.0 0.0 0.0 “ 4 0.0 0.0 0.0
“ 5 0.0 0.0 0.0 “ 5 0.0 0.0 0.0
mclust 3 0.0 0.0 0.0 mclust 3 0.0 0.0 0.0
“ 4 0.0 0.0 0.0 “ 4 0.0 0.0 0.0
“ 5 0.0 0.0 0.0 “ 5 0.0 0.0 0.0
sem nuvens | 1 0.0 0.0 0.0 sem nuvens 1 0.0 0.0 5.5
k-means 3 0.0 0.0 0.0 k-means 3 0.0 0.0 0.0
N “ 4 0.0 0.0 0.0 N “ 4 0.0 0.0 0.0
SO “ 5 0.0 0.0 0.0 CO “ 5 0.0 0.0 0.0
4v pam 3 0.0 0.0 0.0 4v pam 3 0.0 0.0 0.0
“ 4 0.0 0.0 0.0 “ 4 0.0 0.0 0.0
“ 5 0.0 0.0 0.0 “« 5 0.0 0.0 0.0
mclust 3 0.0 0.0 0.0 mclust 3 0.0 0.0 0.0
“ 4 0.0 0.0 0.0 “ 4 0.0 0.0 0.0
“ 5 0.0 0.0 0.0 “« 5 0.0 0.0 0.0
sem nuvens | 1 0.0 0.0 0.0 sem nuvens 1 0.0 0.0 17.5

Tabela 5.3- Resultados do indicador DIF para a configurag@o normal.

Figura 5.16- Representacio
da “melhor” combinacdo
para a configuragdo Normal.

x2

Figura 5.17- Representacio
da “pior” combinacdo para a
configuragdo Normal.
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LUAN3

Dos resultados apresentados nas Tabelas 5.4 e D.2 constata-se que de uma forma
genérica nada poderd ser dito acerca do tipo de estimador que apresenta um melhor
desempenho nesta configuracdo; todos os trés tipos apresentam-se como melhores em
determinadas situacdes particulares como por exemplo, na situacao bivariada, o MCD
se for utilizado o mclust com 3 nuvens, o OGK se for utilizado o pam com 4 nuvens ou
o cléssico para o caso do k-means com 5 nuvens. No entanto, tendo em conta que a
situacdo deve ser analisada com e sem outliers (pois a partida desconhece-se se estes
existem ou ndo), o MCD parece ser o estimador com pior desempenho. No caso
particular da situagdo com 4 varidveis os estimadores cldssicos apresentam um melhor

desempenho que os robustos. Bem evidente é a superioridade da RRO aquando da

utilizacdo dos métodos de clustering e por consequéncia a particdo dos dados em

nuvens.
k MCD OGK Classicos k MCD OGK Classicos
k-means 3 14.9 11.3 1.3 k-means 3 8.7 13.4 40.5
NN “ 4 0.0 0.0 0.0 NN “ 4 31.2 27.0 48.4
SO “ 5 0.0 0.0 0.0 CO “« 5 22.5 25.0 22.0
2v pam 3 14.3 7.4 0.0 2v pam 3 10.9 21.8 39.5
LUAN3 “ 4 0.0 0.0 0.0 LUAN3 | « 4 11.5 7.2 8.6
“ 5 0.0 0.0 0.0 “ 5 6.0 9.5 0.0
mclust 3 0.0 0.0 0.0 mclust 3 37.2 43.5 39.0
“ 4 0.0 0.0 0.0 “ 4 0.0 0.0 0.0
“ 5 0.0 0.0 0.0 “ 5 0.5 3.0 0.0
sem nuvens 1 0.0 0.0 0.0 sem nuvens 1 47.5 47.5 47.5
k-means 3 13.1 0.1 0.0 k-means 3 17.3 35.9 44.0
NN “ 4 0.0 0.0 0.0 NN “ 4 41.0 46.0 48.2
SO “ 5 0.0 0.0 0.0 CO “ 5 39.5 43.0 34.5
4v pam 3 74 0.1 0.0 4v pam 3 20.4 38.5 45.5
LUAN3 “ 4 0.0 0.0 0.0 LUAN3 | « 4 7.6 3.0 2.5
“ 5 0.0 0.0 0.0 “ 5 10.5 21.0 0.0
mclust 3 0.0 0.0 0.0 mclust 3 48.1 49.9 44.6
“ 4 0.0 0.0 0.0 “ 4 0.0 0.0 0.0
“« 5 0.0 0.0 0.0 “ 5 0.5 9.0 0.0
sem nuvens 1 0.0 0.0 0.0 sem nuvens 1 47.5 47.5 47.5

Tabela 5.4- Resultados do indicador DIF para a configuracio LUAN3.

Figura 5.18- Representacio
da “melhor” combinacdo
para a configuracdo LUAN3.

Figura 5.19- Representagcdo
da “pior” combinacdo para a
configuragdo LUAN3.
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Na Seccao 5.4 experimentou-se o critério AIC para esta configuracdo com o intuito
de se encontrar a melhor combinacdo em termos de método de clustering/estimador/
nimero de nuvens. No entanto, apenas se procedeu a uma simulacdo pelo que as
conclusdes obtidas ndo poderdao ser consideradas fidveis. Por outro lado, como também
foi referido, em situagdes reais onde ndo € possivel a utilizacdo de indicadores de
simulacdo surge a necessidade de alguma forma se proceder a um ‘“valida¢do” do
procedimento AIC. Para isso calculou-se para a configuracdo LUAN3 na situagdo de 2
varidveis com outliers, a média dos valores do AIC correspondentes as 100 simulagdes,

tendo-se obtido os resultados que se passam a apresentar na Tabela 5.5.

k MCD Classicos
k-means 2 1868.662 1395.609
3 1675.131 1276.821
“« 4 1327.665 1224.542
“« 5 1187.077 1173.442
6 1480.513 1153.179
7 1349.737 1172.183
8 1471.515 1175.775
pam 2 1907.77 1438.401
3 1684.203 1278.618
“ 4 1173.771 1135.177
5 1288.149 1100.274
6 1385.863 1158.871
“ 7 1251.556 1143.372
8 1336.663 1161.403
mclust 2 1555.53 1364.72
3 1646.997 1286.301
“« 4 1270.661 1179.698
“« 5 1171.925 1088.645
6 1234.926 1162.001
7 1184.255 1168.04
8 1317.725 1155.206
sem nuvens | 1 1505.829 1717.534

Tabela 5.5- Resultados do critério AIC para a situacdo NN_CO_2v_LUAN3.

Comparando os resultados fornecidos pela Tabela 5.5° com os resultados
apresentados na Tabela D.2, correspondente a mesma situagdo mas onde sao fornecidos
0s p;’s constata-se que as conclusdes sdo idénticas; a parte uma ou outra excepgao, 0s
menores valores obtidos no critério AIC correspondem praticamente aos menores
valores correspondentes ao indicador DIF. Na necessidade de se proceder a uma escolha
da melhor combinagdo, o critério AIC indicaria 0 método k-means com estimadores

classicos e 5 nuvens o que corresponde a uma das hip6tese possiveis de acordo com o

6 . . . ~ . 59
Exclui-se aqui o estimador OGK por n@o se achar relevante para o que se pretende “validar”.
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indicador DIF. Alids, tendo em conta ndo sé o valor de DIF como os préprios valores
dos indicadores de simulacdo, esta seria com certeza a melhor combinacao. Feitas estas
consideragdes, e tendo em conta que se estd a trabalhar com dados simulados, julga-se
que este pequeno exemplo podera “validar” de certa forma a utiliza¢do do critério AIC
para situacdes reais. Insere-se no Apéndice D um dos programas elaborados para
obtencdo do valor do AIC para a situacdo onde € utilizado o k-means com estimadores

robustos MCD.

CRUZU

Dada a configuracdo em causa e mais precisamente pela disposi¢do dos outliers ser
uniforme, os valores de p; ja eram esperados: € praticamente impossivel existir uma
simulacdo em que sejam detectados todos os outliers, nomeadamente para a situacdo
bivariada. No entanto, em dimensdo quatro, como ja era de esperar, a situagdo melhora.
Pela mesma razao, nesta configuragdo particular em que os outliers niao estdo
concentrados (como em todas as outras configuracdes aqui apresentadas) os valores do
indicador p, também ja ndo se encontram proximos de 1—p;; assim como € natural que
ndo sejam detectados todos os outliers, também € provéavel que a média das proporcoes
de outliers nao identificados em cada simulacao também seja maior que o habitual pelo
que numa situagdo como esta até é de esperar que os valores de p; e p, sejam
relativamente proximos ao contrdrio das outras configuracdes em que sdo

aproximadamente complementares.

k MCD | OGK Classicos k MCD | OGK Classicos
k-means 3 0.0 0.0 0.0 k-means 3 11.9 13.6 5.5
NN “ 4 0.0 0.0 0.0 NN “ 4 4.8 1.4 0.5
SO “ 5 0.0 0.0 0.0 Cco “ 5 3.7 0.4 0.0
2v pam 3 0.0 0.0 0.0 2v pam 3 20.6 19.2 15.6
CRUZU | « 4 0.0 0.0 5.0 CRUZU “ 4 8.9 8.5 14.4
“ 5 0.0 0.0 0.0 “ 5 7.1 10.1 9.8
mclust 3 0.0 0.0 5.0 mclust 3 33.6 30.7 32.5
“ 4 0.0 0.0 0.0 “ 4 31.5 31.3 27.6
“ 5 0.0 0.0 0.0 “ 5 29.6 27.0 18.7
sem nuvens | 1 16.9 1.7 0.0 sem nuvens 1 8.9 1.1 0.6
k-means 3 0.0 0.0 0.0 k-means 3 0.0 0.0 0.0
NN “ 4 0.0 0.0 0.0 NN “ 4 0.0 0.0 0.0
SO “ 5 0.0 0.0 0.0 Cco “ 5 0.3 0.0 0.0
4v pam 3 100 0.0 0.0 4v pam 3 0.9 0.0 2.5
CRUZU | “ 4 0.0 0.0 0.0 CRUZU “ 4 0.0 0.0 4.8
“ 5 0.0 0.0 0.0 “ 5 0.0 0.0 4.1
mclust 3 0.0 0.0 0.0 mclust 3 21.8 22.2 19.2
“ 4 0.0 0.0 0.0 “ 4 26.6 20.8 16.7
“ 5 0.0 0.0 0.0 “ 5 24.0 20.7 8.0
sem nuvens | 1 7.6 0.0 0.0 sem nuvens 1 34 0.0 0.0

Tabela 5.6- Resultados do indicador DIF para a configuragdio CRUZU.
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De real¢ar também que os estimadores cldassicos demonstram melhor desempenho
do que os robustos. A partida nio é o que se esperaria dada a complexidade e
irregularidade da prépria configuracdo, em oposi¢do, por exemplo, a configuracio
LUANS3. No entanto esta constatacdo fica de certa forma explicada pelo facto de se estar
a trabalhar com os dados agrupados em nuvens. E embora pela anélise isolada da Tabela
5.6 esta afirmacdo possa parecer um pouco despropositada, os resultados apresentados
na Tabela D.3 evidenciam um melhor desempenho dos métodos robustos para detec¢ao

dos outliers na situacdo sem nuvens, relativamente aos estimadores cldssicos bastando

para isso que se observem os valores de p; € p;.

Um outro aspecto que importa também realcgar € a superioridade do desempenho do
estimador OGK relativamente ao MCD. De acordo com os resultados da Tabela 5.6
verifica-se que o desempenho do OGK se situa entre o dos estimadores cldssicos e o do

MCD.

Uma vez que esta configuragdo difere bastante das outras, relativamente a
disposicdo dos outliers, experimentaram-se também outras percentagens de
contaminac¢ao para avaliacdo do desempenho do método. Para o caso particular de duas
varidveis os resultados dos estimadores robustos pioram um pouco. Por exemplo,
enquanto que na situacdo com 6,25% de contaminacdo, com o OGK se conseguia um
bom desempenho escolhendo o k-means com 3 nuvens, aumentando essa percentagem
para cerca de 16,7% o resultado altera-se completamente. No entanto quer os resultados
dos estimadores cldssicos quer os da situacdo em que se trabalha com quatro varidveis,

nao parecem ser significativamente abaladas pela percentagem de contaminacao.
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Figura 5.20- Representacio
da “melhor” combinacdo
para a configuracdo CRUZU.

Figura 5.21- Representacio
da “pior” combinacdo para a
configuragdo CRUZU.
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A titulo de exemplo, apresentam-se os tempos que os programas demoraram a correr
para 100 simulacdes com o método de clustering pam com 3, 4 e 5 nuvens, para 0s
estimadores utilizados (classicos, RMCD25 e OGK) num computador com processador
Pentium 4 1.8 GHz com 512 MB de memoéria no programa S-plus, versdo 4.5. De
salientar, no entanto, que tal como ja foi referido na sec¢io anterior, os programas nao
foram optimizados por forma a se minimizar o tempo de processamento. A razdo de
neste momento se optar por referir os tempos prende-se ndo com a comparacdo entre
estimadores mas como uma referéncia ao tempo gasto, contribuindo para cimentar a
justificacdo da necessidade de se proceder a um menor nimero de simulagdes, em
beneficio do enriquecimento do trabalho efectuado pela utilizacdo de maior nimero de

configuragdes e da referéncia a outros aspectos relevantes.

pam com 10 outliers | pam com 30 outliers
Classicos | 40m 42m 19s
MCD 44m 17s 1h 7m 23s
OGK 48m 2h 20m 1s

Tabela 5.7- Alguns tempos de simulacio para a configuragdo CRUZU.

CRUZN

Neste caso os resultados da aplicacdo da RRO estdo fortemente dependentes do método
de clustering escolhido. No que toca ao nimero de varidveis, duas ou quatro, verifica-se
que em ambas as situagdes quer o k-means, quer o pam funcionam mal. No caso de duas
variaveis o mclust apenas fornece resultados satisfatérios para os estimadores robustos.
Quando o niimero de varidveis aumenta para quatro a situacao ja ndo se mantém, a RRO
consegue ja ter boa performance tanto em combinacdes onde intervém os estimadores

classicos como 0s robustos.

Mais uma vez se confirma a superioridade do método RRO relativamente as

situagcdes em que nao se consideram nuvens.
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k | MCD | OGK | Classicos k MCD | OGK | Classicos
k-means 3 100 0.0 0.0 k-means 3 47.0 47.5 47.5
NN “ 4 |00 0.0 0.0 NN « 4 [450 [442 [465
So « 5 |00 0.0 0.0 co « 5 [39.1 390 | 435
2v pam 3 0.0 0.0 0.0 2v pam 3 47.5 47.5 47.5
CRUZN | “ 4 |00 0.0 5.0 CRUZN | ¢ 4 460 [447 [465
“ 5 00 0.0 0.0 « 5 [325 [400 [425
mclust 3 100 0.0 5.0 mclust 3 0.0 2.0 9.0
« 4 |00 0.0 0.0 « 4 [30 2.0 10.5
“ 5 00 0.0 0.0 « 5 [40 0.5 5.5
semnuvens | 1 16.9 0.9 0.0 sem nuvens 1 41.5 47.5 47.5
k-means 3 100 0.0 0.0 k-means 3 [ 475 [ 475 | 475
NN « 4 100 0.0 0.0 NN “ 4 475 475 [470
SO “ 5 00 0.0 0.0 Cco « 5 [460 [455 440
4v pam 3 100 0.0 0.0 4v pam 3 [ 475 475 | 475
CRUZN | « 4 |00 0.0 0.0 CRUZN | « 4 [460 [465 [470
“ 5 00 0.0 0.0 “ 5 (460 [445 440
mclust 3 100 0.0 0.0 mclust 3 0.0 3.0 6.0
“ 4 |00 0.0 0.0 « 4 |75 3.5 0.0
“ 5 |00 0.0 0.0 “ 5 1190 [40 0.0
semnuvens | 1 7.6 1.0 0.0 sem nuvens 1 47.5 47.5 47.5
Tabela 5.7- Resultados do indicador DIF para a configuragdo CRUZN.
0w o0 x4 “ 20 0 2 ©
x1 x1
Figura 5.22- Representacio Figura 5.23- Representacio
da “melhor” combinacio da “pior” combinacdo para a
para a configuracio CRUZN. configuragdo CRUZN.
LUAT3

Ha que ter em aten¢@o que os indicadores de simulag¢do aqui apresentados, em especial

P3 € pa, N30 sdo compardveis com os correspondentes utilizados para a configuragcdo

LUANS3. Estes indicadores ndo sdo possivelmente os mais indicados para traduzir esta

configuracdo pois ndo é possivel saber-se, a partida, quantos e quais serdo os outliers

“fabricados” e os outliers gerados pela propria distribuic@o. Basta reparar, por exemplo,

nos resultados dos indicadores p; e ps dos estimadores cldssicos para a situagdo

NN_SO_2v_LUATS3 para se concluir que existem outliers mesmo quando nao sio
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“fabricados”. Tal constatacao implica evidentemente uma diminui¢ao do indicador p; e

um aumento de p,, indicadores que por sua vez ja sdo compardveis com OS

correspondentes na situagdo LUAN3.

k MCD | OGK Classicos k MCD | OGK Classicos
k-means 3 8.4 7.9 0.0 k-means 3 49.5 39.5 47.0
NN “ 4 2.1 0.5 0.0 NN “ 4 37.9 40.6 45.7
SO “ 5 0.9 0.5 0.0 CO “ 5 34.2 34.0 27.5
2v pam 3 0.0 1.6 0.0 2v pam 3 58.9 43.3 45.8
LUAT3 “ 4 0.0 0.0 0.9 LUAT3 “ 4 10.9 12.8 10.0
“ 5 0.0 0.0 0.0 “ 5 27.1 24.6 16.7
mclust 3 0.0 0.0 0.0 mclust 3 43.9 48.3 494
“ 4 0.0 0.0 0.0 “ 4 0.3 1.6 20.1
“ 5 0.0 0.0 0.0 “ 5 36.7 32.3 28.1
sem nuvens | 1 0.0 0.0 0.0 sem nuvens 1 47.5 475 47.5
k-means 3 1.1 2.4 0.0 k-means 3 48.0 60.2 48.8
NN “ 4 2.7 34 1.1 NN “ 4 49.7 50.2 45.1
SO “ 5 0.0 5.1 5.2 CO “ 5 49.5 51.1 38.5
4v pam 3 0.0 0.0 0.0 4v pam 3 54.0 62.5 50.5
LUAT3 “ 4 0.4 2.7 0.0 LUAT3 “ 4 27.6 12.4 11.5
“ 5 0.1 2.3 0.0 “ 5 41.0 32.1 16.0
mclust 3 0.0 0.0 0.0 mclust 3 46.5 48.4 50.0
“ 4 0.0 0.0 0.0 “ 4 22.6 15.3 34.0
“ 5 0.0 0.0 0.0 “ 5 46.0 42.3 39.5
semnuvens | 1 1.4 0.9 0.0 sem nuvens 1 49.7 49.3 47.5

Tabela 5.8- Resultados do indicador DIF para a configuragdao LUATS3.

Pelo facto de sé existir uma combina¢do onde a RRO funciona bem, embora o
préprio valor do DIF ultrapasse um pouco a condicdo imposta a partida, decidiu-se
experimentar outras percentagens de contaminacdo (consideracdo de 10, 20 ou 30
outliers). Claro que numa situagdo como esta, onde é natural que exista uma confusdo
entre o que sdo outliers “fabricados” e os reais (no fundo entre os outliers que sao
observagdes contaminantes e discordantes, no sentido mais usual dos termos), estes

resultados ja eram previstos.

Para o caso em que o numero de varidveis € quatro, a RRO tem um mau
desempenho em qualquer uma das combinacdes e para qualquer uma das trés
percentagens de contaminagdo experimentadas (6,25%, 11,8% e 16,7%). Na situacdo
bivariada, para qualquer um dos trés niveis de contaminacdo adoptados, apenas existe
uma combina¢do que se destaca das restantes: mclust/k=4 com estimadores robustos. Os
diferentes niveis de contaminagdo ndo parecem trazer nada de significativo
relativamente as conclusdes associadas a performance do método. Para uma
contaminagdo de 6,25% a RRO nao funciona. No entanto com 11,8% ou 16,7% ja

funciona relativamente bem para a combinagdo referida havendo apenas uma “troca”
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relativamente ao estimador robusto a ser utilizado: MCD ou OGK consoante se tem

11,8% ou 16,7% de contaminacdo, respectivamente.

x2

Figura 5.24- Representacdo Figura 5.25- Representagcdo

da “melhor” combinacdo da “pior” combinacdo para a

para a configuracdo LUAT3. configuragdo LUATS3.
ESFERA

Como a partida também ja seria de esperar, para esta configuracdo a RRO nao deu bons
resultados. Estd-se perante uma situacdo muito dificil e alids muito irrealista. Para que o
método funcionasse talvez fosse necessario aumentar o nimero de nuvens consideradas.
Mas, por outro lado, o nimero de nuvens a considerar cresce exponencialmente com a

dimensao.

Ainda numa tentativa de melhorar os resultados experimentou-se o método proposto
com o dobro dos dados (apenas para o caso de duas varidveis pela razao apontada no
paragrafo anterior) mas embora os valores do indicador DIF tivessem diminuido
ligeiramente, esse decréscimo nao foi de forma alguma suficiente a ponto de tornar os

resultados aceitdveis, como se pode verificar na Tabela D.11.

Este exemplo confirma o outro comentdrio do Cristian Hennig acerca do método
proposto “I think that the proposed method may be valuable.... but I suspect that the
performance of the method will depend extremely on the constellation of the clusters

and the outliers...” .
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Para terminar resta justificar que os tragos representados na Tabela D.10
correspondem a situagdes onde o programa ndo funcionou porque se atingiu uma
situacdo de rotura na medida em que os dados foram agrupados sucessivamente em

nuvens e excluidos os outliers até a completa extingao das observacoes.

DONUT

Embora no geral existam vadrias situagdes onde ndo se obtém bons resultados, consegue-
se que a regra funcione bem numa ou noutra situagdo para os trés tipos de dimensoes
aqui fixados (repare-se que nesta configuracdo decidiu-se experimentar uma nova
dimensao, p=3). Como facilmente se percebe, observando a representacao grafica da
configuragdo para o caso bivariado (ver Figura 5.26), a combinacdo onde se verifica um
bom desempenho é a que corresponde a uma divisdo em 5 nuvens com estimadores
classicos e neste caso independentemente do método de clustering considerado. No caso
em que nao sdo utilizadas nuvens o método nao funciona e os valores obtidos sao iguais

para os trés conjuntos de estimadores.

k MCD | OGK Classicos k MCD | OGK Classicos
k-means 3 26.6 19.1 0.0 k-means 3 36.0 34.0 38.0
NN “ 4 9.1 1.3 0.0 NN “ 4 30.1 27.1 17.0
SO “ 5 0.0 0.0 0.0 CO “ 5 9.0 6.0 0.0
2v pam 3 28.2 18.9 0.0 2v pam 3 34.0 324 33.5
DONUT | « 4 14.3 0.9 0.0 DONUT “ 4 25.4 14.6 0.0
“ 5 0.0 0.0 0.0 “ 5 8.1 6.9 0.0
mclust 3 17.7 10.7 0.0 mclust 3 20.9 30.4 20.5
“ 4 7.9 0.4 1.9 “ 4 23.3 19.6 5.5
“ 5 0.0 0.0 0.0 “ 5 7.1 8.0 0.0
sem nuvens | 1 0.0 0.0 0.0 sem nuvens 1 47.5 47.5 47.5
k-means 3 22.6 5.2 0.0 k-means 3 34.1 39.5 36.5
NN “ 4 3.5 0.0 0.0 NN “ 4 26.9 25.8 23.0
SO “ 5 0.0 0.0 0.0 CO “ 5 14.9 18.0 0.0
3v pam 3 21.5 1.2 0.0 3v pam 3 33.8 36.0 33.5
DONUT | “ 4 5.1 0.0 0.0 DONUT “ 4 20.1 14.8 5.5
“ 5 0.0 0.0 0.0 “ 5 10.9 12.0 0.0
mclust 3 12.4 0.0 0.0 mclust 3 29.9 33.0 29.5
“ 4 1.4 0.0 0.0 “ 4 24.2 17.0 10.0
“ 5 0.0 3.1 0.0 “ 5 9.0 13.0 1.5
sem nuvens | 1 0.0 0.0 0.0 sem nuvens 1 47.5 47.5 47.5
k-means 3 9.2 0.0 0.0 k-means 3 33.7 44.0 35.5
NN “ 4 0.0 0.0 0.0 NN “ 4 29.1 25.5 27.5
SO “ 5 0.0 0.0 0.0 CO “ 5 22.0 16.5 0.0
4v pam 3 10.1 0.0 0.0 4v pam 3 37.9 39.0 36.5
DONUT | « 4 0.0 0.0 0.0 DONUT “ 4 21.0 17.5 6.0
“ 5 0.0 0.0 0.0 “ 5 20.0 18.5 0.0
mclust 3 2.6 0.0 0.0 mclust 3 30.0 39.5 30.5
“ 4 0.0 0.0 0.0 “ 4 23.1 19.5 12.0
“ 5 0.0 0.0 0.0 “ 5 20.5 14.5 3.0
sem nuvens | 1 0.0 0.0 0.0 sem nuvens 1 47.5 47.5 47.5

Tabela 5.9- Resultados do indicador DIF para a configuragio DONUT.
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x2
0
I

Figura 5.26- Representacdo da
“melhor” combinag¢do para a
configuragdo DONUT.

Figura 5.27- Representacdo da
“pior” combinagdo para a
configuragdo DONUT.

T1
Quer nesta configuracdo, quer na seguinte, optou-se por considerar apenas O caso
bivariado uma vez que o estudo jd vai longo. Os resultados apresentados na Tabela 5.10

evidenciam mais uma vez o desempenho intermédio do estimador OGK relativamente

ao MCD e aos cléssicos que na sua maioria apresentam um melhor desempenho.

k MCD | OGK Classicos k MCD | OGK Classicos
k-means 3 0.0 0.0 0.0 k-means 3 1.5 1.5 0.0
NN “ 4 0.7 0.7 0.0 NN “ 4 9.7 5.4 2.5
SO “ 5 0.1 0.5 0.0 CO “ 5 14.7 8.1 0.0
2v pam 3 100 0.0 0.0 2v pam 3 100 0.0 0.0
T1 “ 4 0.0 0.0 0.0 T1 “ 4 1.3 1.2 2.0
“ 5 0.0 0.0 0.0 “ 5 13.3 7.8 0.0
mclust 3 0.0 0.0 0.0 mclust 3 10.8 7.4 10.0
“ 4 0.0 0.0 0.0 “ 4 10.5 10.5 14.0
“ 5 0.0 0.0 0.0 “ 5 20.0 14.0 18.0
sem nuvens | 1 0.7 0.6 0.0 sem nuvens 1 0.3 0.5 47.5

Tabela 5.10- Resultados do indicador DIF para a configuracao T1.

Figura 5.28- Representacio da
“melhor” combinagcdo para a
configuragdo T1.

x2

Figura 5.29- Representacdo da
“pior” combinagdo para a
configuracdo T1.
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T2
Nesta configuracido os resultados sdo em geral pouco satisfatérios mas mais uma vez
consegue-se encontrar uma combinacdo que desempenha um bom papel na deteccao dos

outliers. Novamente € evidente o fracasso do método quando ndo sdo consideradas

nuvens.
k MCD | OGK Classicos k MCD | OGK Classicos
k-means 3 0.0 0.0 0.0 k-means 3 40.8 32.8 47.5
NN ¢ 4 0.6 0.7 0.0 NN ¢ 4 33.7 30.8 43.0
SO “ 5 107 1.0 0.0 CO “ 5 30.8 27.7 19.5
2v pam 3 100 0.0 0.0 2v pam 3 31.9 33.1 20.0
T2 “ 4 |00 0.0 0.0 T2 “ 4 21.8 17.7 16.0
“ 5 |00 0.0 0.0 “ 5 35.0 31.2 15.5
mclust 3 0.0 0.0 0.0 mclust 3 0.0 1.2 9.6
“ 4 | 0.0 0.0 0.0 “ 4 23.5 16.8 34.6
“« 5 |00 0.0 0.0 “« 5 33.9 34.8 36.0
sem nuvens | 1 0.4 0.0 0.0 sem nuvens 1 40.1 45.5 47.5

Tabela 5.11- Resultados do indicador DIF para a configura¢ao T2.

Figura 5.30- Representacao da Figura 5.31- Representagao da
“melhor” combinagcdo para a “pior” combinagdo para a
configuragdo T2. configuragdo T2.

5.6.1 Conclusoes

Para todas as configuracdes que foram aqui tratadas conclui-se que ha pelo menos
algumas situagdes onde, com a RRO, o problema dos outliers fica resolvido. Exclui-se,
neste estudo a configuracio ESFERA, como alids acontecia com o trabalho de outros

autores (ver por exemplo Billor et al., 2000).

O que € aqui importante realcar € que este método além de lidar eficazmente com as

situagdes “tradicionais” consegue detectar eficazmente os outliers em situacOes mais
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complexas em que sao violadas as hipéteses dos dados serem elipticamente simétricos
ou da maioria ter distribui¢do normal. Sintetizando,
® O método proposto funciona nas mesmas situacdes em que o método
usual funciona.
¢ Ha muitas situacdes onde o método proposto funciona e o método usual
nao funciona.

e Ha casos onde o método proposto ndo funciona.

Para a generalidade das configuracdes destacam-se também as seguintes conclusdes:
e os estimadores cldssicos com nuvens t€ém melhor desempenho que os
estimadores robustos com nuvens’.
e o estimador OGK tem, em geral, um melhor desempenho que o
estimador MCD.
e dos métodos de clustering adoptados o mclust € o que apresenta um

melhor desempenho na maior parte das situacoes.

5.7 Aspectos computacionais

Nesta sec¢do faz-se uma breve descricdo da estrutura e funcionamento do programa
(inserido no Apéndice E), que implementa a RRO e permitiu efectuar o estudo de
simulacdo levado a cabo neste capitulo. Tece-se também alguns comentarios acerca da

geracdo de nimeros aleatdrios.

5.7.1 Programas

Os programas foram feitos no S—plus8 e estiveram a correr, arbitrariamente, num
computador com processador Pentium 4 1.8 GHz com 512 MB de memoéria e num
computador com processador Pentium 2- MMX 500 MHz com 128 MB de memdria

com as versodes 4.5 e 2000, respectivamente.

7 Esta conclusdo ndo é de todo surpreendente uma vez que ao se proceder 2 divisdo dos dados em nuvens
se pretende que essa nuvem seja “mais normal” que o conjunto de dados inicial.
8 . . . ~

O livro de Venables e Ripley (1999) teve o seu contributo na constru¢do destes programas.
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Os diagramas de estrutura dos programas encontram-se descritos nas Figuras 5.32 e
5.33 conforme se trata da implementacdo da RRO (apresentada e descrita na Sec¢do
4.5) para um conjunto de dados reais (ou apenas um conjunto de dados simulado), ou

para um estudo de simulacdo, RROSIM.

RRO

:

:

RROprogsn RROprog Especial
RROnuvens RROestimador RROoutliers RROoutfinal

Figura 5.32- Diagrama de estrutura do programa que implementa a RRO.

Este dltimo (RROSIM) funciona em articulagdo com as funcdes definidas para a
implementacdo da RRO sendo que a saida, a vermelho, dd entrada na estrutura da

Figura 5.32 (onde se encontra a seta com a mesma cor).

RROSIM

datsim(#) RRO ressimu

Figura 5.33- Diagrama de estrutura do programa que implementa a RRO para um conjunto de
simulacdes.
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Detalha-se em seguida o funcionamento destes dois programas principais, progRRO

e progRROSIM, bem como das subrotinas associadas a cada um deles.

Funcionamento do programa RRO:

1) Pede, como input:

ficheiro de dados (idat),

método de clustering (imetodo)

tipo de estimador de localizagdo/escala (iestimador),
tipo de constantes (itipconstantes)

constantes (iconstantes)

numero de nuvens (inumnuvens),

alfa (ialfa),

2) Implementa a regra de rejei¢ao de outliers, RRO,

2.1) caso geral: comeca por fazer uma chamada a funcdo rroprog que por sua vez

implementa os passos 1) (rronuvens) e 2) (rroestimador e rrooutliers). Apos
a realizagdo destes passos o controlo retorna ao programa RRO que vai
efectuar iteracdes, passo 3), terminando a chamar a funcdo rrooutfinal que
implementa o passo 4). A par destas funcdes foi também criada a especial que
¢ chamada apds a execucdo dos passos 1) e 2) mas antes de uma nova iteracao
sendo também utilizada aquando a realizacdo do passo 4). Esta funcdo cria
uma vector composto por uns € zeros consoante uma observagcdo é ou nao

outlier.

2.2) caso sem nuvens: comeca por fazer uma chamada a funcao rroprogsn que por

sua vez implementa os passos 1) e 2) da RRO considerando o caso particular
em que o nimero de nuvens € 1, i.e. em que os dados nao sao particionados
em nuvens (numnuvens=1). Apods a realizag@o destes passos o controlo retorna
ao programa RRO que vai efectuar iteracdes, passo 3). E também chamada a
funcdo especial, apds a execucdo dos passos 1) e 2) mas antes de uma nova

iteragao.
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3) Fornece como output
® um vector constituido por uns e zeros conforme se trata de uma observacao
outlier, ou nao.
® o numero de outliers.

e o indice das observacdes que nao sdo outliers.

Os dados de input, com as designagdes descritas em 1) t€ém as opgdes que se passam a

apresentar:

Designacoes Opcoes
dat qualquer matriz nxp
metodo 0- sem nuvens

1- k-means

2- pam

3- mclust
estimador 1- classicos

2- MCD

3- OGK

tipconstantes 1- Qui-quadrado

2- constantes cMCD
3- constantes cOGK
constantes 0 (vector nulo)
cmced

cogk

cmcdsn

cogksn

numnuvens 1 (situagdo sem nuvens)
3

4

5

alfa 0.10

0.15

0.20

Tabela 5.12- Designacdes correspondentes ao input do programa RRO e respectivas
opgoes.

Funcionamento das funcoes afectas ao programa RROSIM
Descreve-se em seguida, de uma forma genérica, o funcionamento do programa
RROSIM, que auxilia o estudo de simula¢do efectuado neste capitulo e que funciona

em articulacdo com o programa RRO, como mostram as Figuras 5.32 e 5.33.
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1) Pede como input:

método de clustering (imetodo)

tipo de estimador de localizagdo/escala (iestimador),
tipo de constantes (itipconstantes)

constantes (iconstantes)

nimero de nuvens (inumnuvens),

alfa (ialfa),

nimero de simulagdes a efectuar (inrep)

opcio associada as caracteristicas dos dados a gerar’ (iopcao)

2) Comecga por gerar os dados simulados, consoante a op¢ao efectuada para datsim,

chamando de seguida o programa RRO, ja descrito, e terminando a executar a fungdo

ressimu que auxilia nos cdlculos dos indicadores de simulagdo, repetindo estes trés

passos tantas vezes quantas o ndmero de simulacdes fixado (inrep).

3) Fornece como output os valores associados aos indicadores de simulacdo pi, p2, p3 €

pa (descritos na Secc¢do 5.3).

Embora o objectivo principal na constru¢do destes programas ndo fosse o da

minimizacdo das linhas de cddigo, teve-se alguma preocupacdo com a simplificacio de

alguns cdlculos, recorrendo-se sempre que possivel a fungdes estatisticas que integram o

software, das quais se destacam:

cov.mcd: funcdo genérica que retorna estimativas da localizag@o robusta,
da matriz de covariincias robusta e da matriz de correlacdes robusta
baseada no MCD. A funcdo .med permite entre outras a inclusdo da
op¢ao quan que indica o nimero de observacdes que entram no cdlculo
das estimativas.

mahalanobis: vector das distincias de Mahalanobis para as n
observacgdes que constituem os dados.

rmvnorm/ runif/ rchisq: fungdes de geracao de nimeros aleatérios com

determinada distribui¢do (descritas na sec¢do seguinte)

? O niimero da opgdo corresponde ao adoptado para cada uma das situacdes distribucionais definidas na

Seccdo 5.5.
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- qchisq: vector de quantis da distribui¢ao Qui-quadrado.

- k-means/ pam/ mclust/ clara/ fanny: métodos de clustering.

5.7.2 Geracao de nimeros aleatorios

A geragdo de nimeros aleatérios € um dos aspectos com maior importancia num estudo
de simulacdo. Neste trabalho foram utilizadas as funcdes do S-plus que permitem a
geracdo de numeros aleatérios com distribuicdlo Normal multivariada (fungdo
rmvnorm), com distribuicdo uniforme (funcdo runmif) e distribuicdo Qui-quadrado

(funcdo rchisq).

Para obter amostras com distribuicdo 7-Student, fez-se uso da seguinte
caracterizacdo de distribui¢Oes elipticamente simétricas (Pires, 1995, Cap. 3, pag. 108).

Assim, diz-se que o vector aleatério Y de dimensdo p tem distribui¢do elipticamente
simétrica de pardmetros g e X’se existir uma varidvel aleatéria unidimensional ndo

negativa V tal que Y=V 'X+x, com X~N (0,£%)independente de V. Para a

distribui¢do 7, verifica-se que V ~ x> /v . Na prética basta partir de uma amostra

N, (0,X)e gerar um nimero aleatdrio, independente, da distribui¢do unidimensional V

para obter a amostra pretendida. Sendo assim, no caso da configuracdo T1, para a
situacdo 29 (ver Seccgdo 5.5) foram efectuadas 100 simulacdes, em cada uma das quais

se gerou 150 observacdes normais bivariadas de média (0,0)" e T =diag(1,0.3) e 150
observagdes Qui-quadrado univariadas com 3 graus de liberdade, sendo criado V,

tendo-se de seguida efectuado uma translacio de valor ,u=(0,12)T, obtendo-se Y.

5.8 Alguns incentivos e sugestoes para o desenvolvimento

deste trabalho

Contribuiram para o desenvolvimento desta fase do trabalho vérias pessoas, entre as

quais se gostaria de destacar os contributos que se passam a apresentar:
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Organizacao do COMPSTAT 2002
From: CompStat 2002 [info@compstat2002.de]
Sent: sexta-feira, 14 de Dezembro de 2001 09:38

To: carla@upt.pt
Subject: Compstat 2002 - Ranking of your paper

Dear Dra Carla Santos Pereira,

The reviewing and ranking process of all abstracts has finished and due to the high
quality of your submitted paper Detection of outliers in multivariate data, the Scientific
Programme Committee of Compstat 2002 would like you to present your paper in a full
contributed session (ca. 25min presentation +5 min discussion) at our conference.
Therefore we would like to ask you to contribute a long version (6 pages) of your paper
until February 10th 2002 (or earlier). For details please visit our webpage:
http://www.compstat2002.de

Best regards

Prof. Dr. Wolfgang Hérdle
Compstat2002

Claudia Becker

From: Claudia Becker [c.becker @wiwi.uni-halle.de]
Sent: quarta-feira, 04 de Dezembro de 2002 16:29
To: carla@mail.uportu.pt

Subject: Re: detection of outliers in multivariate data: finally!

Dear Carla,

now I finally have finished reading your paper and as promised, will give you my
impression.

First of all, as I already told you at the conference, I am really impressed how well your
procedure works. There is a very good, intuitive interpretation of an observation being
outlying if it is outlying with respect to every cluster in the data.

To my opinion, the crucial point in your procedure seems to be the choice of an

appropriate number of clusters. In the paper you mention that you do not need to fix the
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number of clusters in advance but try several values of k and decide based on the
results. For further research it would be good to discuss this point in more detail. How
do you decide? Which criteria do you look at to finally choose k? And how are these
criteria themselves influenced by outliers? I can imagine that it is possible to increase
the chosen number k if there are some single separate outliers which then tend to build
clusters of their own. In this case you will not be able to identify them as outliers later
(only if you do not allow for clusters of size 1, or declare such as outliers). You will
usually find them to be disconnected clusters and then have to decide on each by
separate inspection, if I got it right.

This leads me to the second point I want to address: the problem of disconnected
clusters. Looking at your figure 1, I think that for this situation the result of your
procedure is very convincing: the three groups are characterized by the detection
contours, which are connected, and there is the fourth group of a few observations
which is clearly separated from the rest and can then be investigated further. (Although
I am not sure if this last cluster should be called outlying. One can and should surely
discuss this. This would lead to the definition of a concept of outlyingness for clusters,
which is also an interesting topic.) But I think that in many clustering situations you will
see a different picture, namely many disconnected clusters (where there is clear
separation) and only some which are like in your example. And wouldn't it be very
time-consuming if you had to judge about each of these clusters "by hand"? Maybe I got
something wrong, and you can easily correct me with this impression.

Finally, when looking at figure 1, I immediately thought of fuzzy-clustering (didn't I
also mention this in Porto? I do not remember, so I just tell you again). There you do
not assign every observation to a specific cluster but give the observations so-called
membership values between 0 and 1 for each cluster. A value near O means that the
observation does probably not belong to the cluster, a high value represents a high belief
for this observation belonging to the cluster. I could imagine that in the outlier situation
it may come out that an outlying observation gets low membership values for all
clusters. This would be similar to your approach with being identified as outlying with
respect to all clusters. Maybe this would be a direction for a comparison of your

procedure with a different approach.

I hope these comments will be of a certain help for you. If you do not understand what I

mean at some points, please do not hesitate to ask me, and I will try to put it differently.
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It would be good to hear from you and your progress in the topic. Please, do excuse my
late response.
Warm regards,

Claudia

sk st sk sfe sie sk sk s sk s st sk skt sk sk st sk sk st sk s st sie skt sk sk sk sie stk sk sk sk kot skok skokoskokokosk

Prof. Dr. Claudia Becker

Lehrstuhl fiir Statistik
Wirtschaftswissenschaftliche Fakultit
Martin-Luther-Universitidt Halle-Wittenberg
06099 Halle

Tel.: 0345 55 23396
Fax: 0345 55 27191

sk st sk sfe sk sk sk s sk s st sk sk sk sk sk sk sk st sk s sk sie sk st sk sk st sk skt sk sk sk otk skokoskokoskokok sk

204-



Capitulo 6

Método genérico e tratamento de exemplos

No Capitulo 2 introduziu-se o problema de classificagdo genérico onde se referiu para
além da classificacdo nas c classes habituais, a introducio de uma opg¢ao de rejeicao, por
indecis@o ou por existéncia de observacgdes outliers, pelo que de uma forma geral o

problema de classificagdo passou a consistir na escolha de uma entre c+2 classes.

No Capitulo 3 foi tratada a rejei¢do por indecisdo. No Capitulo 4 propOs-se um
método de deteccdo de outliers que permite a rejeicdo por existéncia desse tipo de
observagdes. Neste capitulo tem-se como objectivo agrupar o trabalho desenvolvido
nesses capitulos, no sentido da defini¢do de um método genérico de classificacdo em
c+2 classes. No resto do capitulo ddao-se alguns exemplos de aplicagdo deste método

que se julga contribuirem para observar as suas boas propriedades.

6.1 Método genérico

Uma vez que o objectivo final deste método consiste em integra-lo na classificagdo em
c+2 classes conforme referido na Sec¢do 2.2 do Capitulo 2 apresenta-se nesta sec¢do o
método genérico de classificacdo. H4, no entanto, que ter em atencdo que a RRO tera de
ser aplicada independentemente a cada classe. E mais ainda, esta regra pode e deve
também ser aplicada antes da classificagdo propriamente dita. Quer-se com isto salientar
que a utilizacdo da RRO pode também servir como processo de “melhoramento” da
amostra de treino (sem outliers) permitindo a constru¢do de uma regra de decisdo mais

precisa.

Método genérico de classificacao
1. Para cada classe, “limpeza” dos outliers da amostra de treino com base na regra
de rejeicdo de outliers, RRO.

2. Construcdo da regra de decisdo = Defini¢do das classes G1, G2, ..., Ge, I.

b
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3. Classificagdo de um novo objecto de origem desconhecida:
3.1. Verificar se a nova observacdo € outlier relativamente a amostra de
treino (para todas as classes) da seguinte forma:

3.1.1 Aplicar a RRO a cada classe= O,, O,, ..., O,.

.
3.12 0= ﬂO,- ou seja, a observacgao € classificada como outlier se e s6
i=1

se for outlier para todas as classes.
3.2 Se em 3.1 a conclusao é:
sim = a observacdo € rejeitada por ser um outlier (ndo pertencer a
nenhuma das classes), € classificada na classe O, e o processo péra.
se nao = passo 4.
4. Com base na estimagdo das densidades, ou equivalentemente, na estimagdo das
probabilidades a posteriori, verificar se a observacdo pertence a alguma das c
classes.
Se sim = a observacdo € classificada na classe correspondente G;, i=1,2,...,c

Se ndo = a observacdo € rejeitada pela existéncia de indecisdo i.e. é

classificada na classe 1.

Notas

® A amostra de treino “limpa” fornece os dados u,Xs,n;ec; i=1,.., ce

ij?
j=1,..., k; onde k; representa o nimero de nuvens consideradas na i-ésima
classe. Esta informacdo permite posteriormente calcular as distancias de
Mahalanobis e compara-las por forma a decidir se uma dada observacao
deve ou ndo ser considerada outlier.

e O passo 1 da RRO deve passar a ser lido como ““ segmentar as n; observacoes
de cada classe (i=1,2,...,c), em k; sub-nuvens, através da utilizacdo de um
método de particao clustering”.

e Sugere-se que o valor de & adoptado para a “limpeza” da amostra de treino
seja superior ao utilizado para a classificacdo. Se no passo da detec¢do de
outliers houver um “forte” grau de exigéncia para uma “limpeza” eficiente

da amostra, na classificacio essa exigéncia podera ser mais branda.
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Acerca da estimacio

Para que o método possa ser aplicado hd necessidade de se ter em conta aspectos tais
como as probabilidades a priori, o custo de rejei¢do ¢ (definido no Capitulo 3) ou ainda
os custos mais gerais referidos em (3.3) e a estimacdo das densidades (ou das

probabilidades a posteriori) para cada classe.

Quanto a estimagdo das probabilidades a priori ja aqui se fez bastante referéncia ao
processo habitual de estimagdo, baseado no célculo da frequéncia relativa com que cada

classe ocorre na amostra de treino.

Para o custo de rejeicao por indecisdo, f, podem ser experimentados vérios valores.
Relembre-se que para o caso particular de duas varidveis 0< ¢ <0.5 pelo que se =0.5 cai-

se no caso usual de inexisténcia de rejeicao.

As densidades condicionais as classes (ou equivalentemente das probabilidades a
posteriori) podem ser estimadas por vdrios processos: discriminante linear, quadratica
ou logistica- como foi exemplificado no Capitulo 3- ou através de redes neuronais,
arvores de classificacdo ou outros métodos descritos no Capitulo 2. Nao se quer no
entanto deixar de destacar uma proposta alternativa, que ird aqui ser exemplificada nos
exemplos de aplicacdo do método genérico, e que consiste na estimacdo da densidade

f;(x), através de um modelo de mistura de normais com k; componentes

correspondentes as nuvens fixadas na i-ésima classe, da seguinte forma:

N .
=2 ) (0, Vi =12 6.1)

A utilizacdo de modelos mistura para estimacdo das densidades condicionais as
classes € hoje em dia uma pratica comum (ver por exemplo Fraley e Raftery, 2002). Jain
et al. (2000), acerca das fronteiras do r.p. referem “Another example is mixture
modeling, which was proposed in 1977, and which is now very popular for density

estimation and clustering, due to computing power available today”.
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6.2 Tratamento de exemplos

Nesta sec¢do examina-se a performance do método proposto em alguns exemplos
usados na literatura'. No primeiro exemplo comeca-se apenas por considerar a avaliacio
da RRO num conjunto de dados que constitui uma referéncia em grande parte da
literatura sobre a deteccdo de outliers. Seguem-se dois exemplos de aplicacdo do
método genérico para o caso bivariado, tratados em Santos-Pereira e Pires (2004a), dos
quais o primeiro se refere a um conjunto de dados reais que constitui um exemplo
classico na andlise discriminante, € o outro a um conjunto de dados simulados. Para
terminar esta sec¢do apresenta-se um exemplo caracteristico do tema do r.p. onde se
exemplifica a utilizacdo do método genérico para uma amostra de maiores dimensdes e

para um ndmero mais elevado de varidveis.

Exemplo 6.1 (Dados HBK)

Este primeiro exemplo trata de um conjunto de dados construidos por Hawkins, Bradu e
Kass (1984), referidos como HBK, e consiste numa amostra de 75 observagdes na qual

se observaram 3 variaveis.

Na Secc¢do 4.3 descreveram-se duas situagdes ilustradas com dois exemplos, uma
em que a deteccao dos outliers falhava com os estimadores cldssicos mas ja funcionava
com estimadores robustos (MCD) e outra onde falhava em ambos os casos. Quando se
propde a RRO € 6bvio que se pretende que a regra funcione nem situagdes complexas
mas que nio deixe de funcionar nas situagdes tradicionais. E esta a razdo que estd por
detras da escolha deste conjunto de dados. Como referem Rocke e Woodruff (1996)
estes dados contém 14 outliers e quer com o método apresentado por estes autores, quer
com o MCD, estas observagdes sdo detectadas. No entanto como afirmam Rosseeuw e
Leroy (1987) e facilmente se verifica (ver Figura 6.1), com a distancia de Mahalanobis

classica apenas se detecta um outlier (observagao 14).

" Todos os conjuntos de dados reais utilizados, a excepgio do tltimo (pendigits) por ser de bastante maior
dimensao, encontram-se listados no Apéndice F.
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Figura 6.1- Quadrado das distancias de Mahalanobis versus estatisticas de ordem do )(32 e linha
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Experimentou-se a RRO com os trés métodos de clustering utilizados no estudo de
simulacdo e para os estimadores cldssicos e MCD nas situagdes com 3, 4 e 5 nuvens e
para o caso onde nio sdo consideradas nuvens. A excepcio do método mclust, quer o k-
means quer o pam, detectaram os 14 outliers para qualquer nimero de nuvens
considerado. O mesmo se verificou na utilizagdo do MCD sem nuvens embora com
estimadores cldssicos apenas se conseguisse detectar um unico outlier. Conclui-se entdo
que os resultados obtidos com a RRO sao similares aos reportados na literatura para
outros métodos de deteccdo de outliers indicando que o método proposto também

apresenta um bom comportamento para este conjunto de dados.

Exemplo 6.2 (Mulheres portadoras de Hemofilia: dados HEMO)

Sendo este exemplo um dos cldssicos da andlise discriminante, surge a curiosidade de

analisar o comportamento do método proposto.

A hemofilia € uma doenca hereditaria ligada aos cromossomas sexuais. Como refere
Pires (1995, Cap. 1, pdg. 7) as mulheres ndo sdo geralmente doentes (a probabilidade de
o serem € muito pequena e normalmente ndo sobrevivem) mas podem ser portadoras do

gene recessivo que poderd provocar hemofilia nos seus descendentes do sexo
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masculino, ou seja, aparentemente ‘normais” mas geneticamente ‘‘defeituosas”.
Também segundo Pires (1995, Cap. 1, pag. 7), estudos realizados nos anos 70 revelaram
que duas varidveis obtidas a andlises ao sangue e relacionadas com a capacidade de
coagulacdo, tomam valores significativamente diferentes nas mulheres “normais (“nao
portadoras”) e nas “portadoras”: FactorVIII- actividade (x;) e FactorVIII- antigene (x).
Por outro lado, a introdugdo de custos € de extrema importancia neste exemplo. O dar a
uma mulher a indicacio de que é portadora quando de facto ndo o € (o que podera ter
como consequéncia o facto de que ndo queira ter filhos) ndo € igual a dizer a uma
portadora que ndo o é (o que poderd leva-la a ter filhos com elevada probabilidade de

serem hemofilicos).

Os dados originais sdo os apresentados por Hermans e Habbema (1975) e referem-se
a 30 mulheres “normais” e 22 “portadoras”. No entanto, tendo-se disponivel em
Johnson e Wichern (1992, Cap. 11, pag. 570) também 30 observacdes de mulheres
“normais” diferentes das restantes decidiu-se juntar os dois conjuntos dando origem a
uma amostra de 60 mulheres “normais”. Por outro lado, em relacdo as mulheres
portadoras, estdo disponiveis ndo apenas as 22 observagdes mas sim um conjunto de 45
pelo que se optou por considerd-las todas. Tem-se assim uma amostra de 105
observagdes, 60 “normais” (classe G;) e 45 “portadoras” (classe G,) que se encontram
no Apéndice F (apds uma transformacio logaritmica). Na Figura 6.2 representam-se as

duas classes no plano das varidveis transformadas (log;ox;, logjoxz).

Portadoras ol

x2
o
o

< Normais

-0.6 -0.4 -0.2 0.0 0.2

x1

Figura 6.2- Dados do Exemplo 6.3.
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Enveredando pelo método genérico proposto e com o propdsito de obtencao da regra

de classificacdo foram feitas as seguintes escolhas:

e Trés métodos de clustering: k-means, pam e mclust, cada um deles com
k=3, 4 e 5 nuvens.

e Trés estimadores de localizacdo-dispersdo: cldssicos com limites de
deteccao assintéticos; RMCD25 com limites de deteccao determinados
previamente através de uma simulacdo de 1000 conjuntos de dados
normais; OGK((0.9) com limites de detec¢do determinados
previamente através de uma simulacdo de 1000 conjuntos de dados
normais.

e Nivel de significancia global: a=0.1.

e (lassificar as nuvens desligadas (no passo 4) da RRO) como outliers.

e Estimacdo das densidades através da mistura de normais sugerida na
sec¢do anterior.

e C(Critério de seleccdo para a escolha da melhor combinagdo na “limpeza”

dos outliers (método de clustering/ estimador/ k): AIC.

Obtidos os resultados da RRO, para cada uma das classes, a utilizagdo do critério
AIC conduziu a escolha da “melhor” combinagdo que se passa a apresentar juntamente

com o ndmero de outliers detectados.

- Gyt k-means/ estimador RMCD?25/ k=4=> “limpeza” de 3 outliers;

- Gy k-means/ estimador clédssico/ k=4=> “limpeza” de 3 outliers.

Nas Figuras 6.3 e 6.4 apresenta-se, para cada classe, o conjunto de dados “limpo”
com os respectivos contornos. Note-se que apenas aparecem trés contornos porque, em
ambos os casos, a quarta nuvem tinha apenas trés observagdes (classificadas como

outliers e representadas a cores diferentes).
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Figura 6.3- Dados do Exemplo 6.2

com contornos para a classe G.

Figura 6.4- Dados do Exemplo 6.2
com contornos para a classe Gy.

Feita a “limpeza” dos outliers da amostra de treino, para cada classe, e tomando

C(ili)=0, C(@lj)=1 e C(lj)=t para ij=1,2,....,c, procedeu-se a constru¢do da regra de

decisdo. Escolhidos dois custos de indecisdo diferentes, r=0.1 e =0.3, procedeu-se a

representacdo grafica das regides de classificacdo com indecisdo nas Figuras 6.5 e 6.6,

respectivamente.

Figura 6.5- Regides de classificacdo com custo de indecisdo =0.1 para o Exemplo 6.2.
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Figura 6.6- Regides de classificagdo com custo de indecisdo t=0.3 para o Exemplo 6.2.

Outros custos poderiam ainda ter sido experimentados tendo apenas reflexo na
escolha dos limiares de decisdo e por consequéncia no numero de observacgoes

correctamente classificadas e rejeitadas.

Exemplo 6.3

Para este exemplo geraram-se um total de 320 observacdes bivariadas (n;=120 e

n,=200) correspondentes a duas classes da seguinte forma:

® (G1- 50 observagoes f3(i,21) € 50 observacgoes 1 3(th,X2) com ,u1:(0,12)T,
Y,=diag(1,0.3), ,u2:(1.5,6)T e Xr=diag(0.2,9) e 20 observacdes outliers t, 3((-
2,6)",0.011).

* G2- 100 observagdes N, ((7,5)T,0.51) e 100 observagdes N,((2,3)T, £;) com
¥,=diag(0.2,9).

-213-



Meétodo genérico e tratamento de exemplos

As observagdes obtidas encontram-se representadas graficamente na Figura 6.7.
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Figura 6.7- Dados do Exemplo 6.3.

Enveredando pelo método genérico e realizando as mesmas escolhas que no
exemplo anterior, a utilizacdo do critério AIC conduziu a escolha da “melhor”
combinacdo, para cada classe, que se passa a apresentar juntamente com o nimero de
outliers detectados.

- Gy1: mclust/ estimador classico/ k=3= “limpeza” de 21 outliers;

- Ga: mclust/ estimador classico/ k=2—=> nao foram detectados outliers.

Feita a “limpeza” dos outliers da amostra de treino (observacgdes a rosa), para cada
classe, procedeu-se a constru¢do da regra de decisdo tendo-se obtido, para um custo de

indecisdo 7=0.1, as regides de classificacdo que se passam a apresentar na Figura 6.8.

Figura 6.8- Regides de classificagdo com custo de indecisdo t=0.1 para o Exemplo 6.3.
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Exemplo 6.4 (Dados pendigits)
No reconhecimento de caracteres impressos, qualquer imagem de um caracter é uma
possivel de um niimero definido de estilos que habitualmente sao designados por fontes.
Por essa razdo, o reconhecimento de caracteres impressos, contrasta com O
reconhecimento de caracteres escritos a mao onde ha praticamente infinitas formas de
os escrever (Leondes, 1998, pag. 63). E este segundo caso que nos interessa estudar na
pratica e sobre o qual incide este exemplo.

Os dados analisados designam-se por “pen-based recognition of handwritten digits”

e encontram-se disponiveis em http.//www.ics.uci.edu/~mlearn/MLSummary.html. A

escrita foi realizada numa tdbua WACOM PL-100V que envia as coordenadas que
constituem os elementos da amostra, i.e., uma sequéncia de posi¢cdes para cada caracter
escrito.

Como se refere em Santos-Pereira e Pires (2002), uma caracteristica interessante
destes dados € a facilidade com que os caracteres podem ser representados tornando
facil julgar a classificagdo de uma observacdo como sendo ou ndo outlier. Esta
possibilidade pode ser conveniente para analisar a competitividade dos védrios métodos
sendo, no entanto, muito tediosa se o fizermos para a totalidade das observacdes. Além
do mais o objectivo final serd o da classificacdo automdtica dos caracteres.

Para este conjunto de dados a amostra completa perfaz um total de 10992
observacgdes (somando o nimero de observagdes de treino e teste) que se distribuem por
10 algarismos, num conjunto de 16 varidveis correspondentes as vdrias posi¢des (0ito
coordenadas). Como se trata apenas de exemplificar o método foram seleccionadas duas
classes correspondentes aos algarismos 0 e 1, tendo-se disponivel uma amostra de 1143
observacdes para cada uma das classes. Para o algarismo 0 utilizaram-se 780
observacgdes da amostra de treino mais 363 da amostra de teste e para o algarismo 1, 779
mais 364 observagdes, respectivamente.

Uma vez que ndo se dispunha dos valores das constantes c(p, n, ;) para p=16
(sendo o seu cdlculo bastante moroso) e dada a grande dimensdo dos dados, optou-se
entdo por utilizar os estimadores cldssicos e os métodos de clustering k-means e pam ja
que o mclust ndo é adequado para dados destas dimensdes, com ndmero de nuvens’

k=3,4 ¢ 5. Em relacdo ao nivel de significancia global inicialmente optou-se por utilizar

% Neste caso, uma vez que a amostra é de grande dimensdo, poderiam ter sido experimentados outros
valores de k. No entanto tal ndo foi possivel ja que os programas s6 foram construidos por forma a
contemplar no mdximo 5 nuvens e o estudo jd ia demasiado longo para se proceder a alteragdes.
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0=0.10, mantendo o que foi feito anteriormente. No entanto, conforme se poderd
verificar nas Tabelas 6.2 e 6.3 (consoante se trata do algarismo 0 ou 1) eram detectados
muitas observacdes como sendo outliers sem na realidade o serem, pelo menos de uma
forma evidente, e principalmente tendo apenas o objectivo de distin¢do entre os
algarismos 0 e 1. Se o objectivo fosse o de classificar nas 10 classes iniciais talvez ja se
tivesse de ter em conta estas observagdes como outliers nomeadamente porque algumas
delas poderiam ser confundidas com o algarismo 2. Observe-se por exemplo a Figura

6.9 onde se representa a observacido nimero 75 associada ao algarismo 1.
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Figura 6.9- Observagdo 75 do algarismo 1.

Esta observacao € classificada como outlier tomando a=0.10. No entanto, reduzindo
esta valor para 0.01 e desactivando a op¢ao 4 da RRO pelas razdes apontadas na Sec¢ao
4.5, isto ja ndo acontece; esta observacao nao é detectada por nenhum dos métodos de
clustering nem nenhum dos valores de k escolhidos. Esta dltima opg¢ao foi aquela que se
considerou para a andlise que se seguiu. Nas Tabelas 6.1 e 6.2 as observacdes

detectadas como outliers, tomando-se &=0.10, sdo apresentados entre paréntesis.

Classicos Classicos Classicos Classicos
com sem nuvens com sem
nuvens nuvens nuvens
k-means | 3- 65 (90) 79 (106) k-means | 3- 174 (610) | 83 (249)
4- 86 (95) 4- 147 (446)
5- 111 (140) 5-83 (112)
pam 3-139 (158) pam 3- 145 (598)
4-92 (113) 4- 133 (443)
5- 74 (96) 5- 152 (440)

Tabela 6.2- Numero de outliers detectados

para o algarismo 1 e 0=0.01,
0.10.

Tabela 6.1- Nimero de outliers detectados
para o algarismo 0 e 0=0.01,
0.10.
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Mesmo tendo-se optado por diminuir o & e desactivar a opcao 4 da RRO, verifica-se
a existéncia de um grande nimero de outliers, nimero esse que varia num intervalo de
amplitude 74 para o algarismo 0 e 91 para o algarismo 1. Coloca-se entdo agora a
questdo de como se proceder para decidir quais as observacdes que serdo realmente
consideradas outliers. Serdo outliers todas as observagdes detectadas por alguma das
situacdes experimentadas ou pelo comum a todas as situacdes experimentadas? serd que
basta considerar apenas as observacodes consideradas por um dos métodos de clustering?
E serd que basta considerar a situagdo em que se utiliza a distancia de Mahalanobis
usual ou haverd vantagens em se considerar nuvens? E o que se ird analisar de seguida

fazendo a distin¢ao entre os resultados para o algarismo O e o algarismo 1.

Alearismo 0: outliers

Para as op¢Oes com nuvens o numero de outliers varia entre 65 ¢ 139. O numero de
outliers comum as trés situacdes do k-means é de 54. Mas serd que a intersec¢do dos
outliers detectados por todas as situacdes experimentadas com este método € suficiente?
Serd que nao had observacdes detectadas por uma ou duas das situacdes que sdo na
verdade outliers? Ha algumas observacdes detectadas apenas por uma ou por duas que
sdo suspeitas de serem outliers embora ndao muito evidentes pensando-se apenas na
distincdo entre os algarismos 0 e 1. E por exemplo o caso das observacdes 123 ou 201

que se apresentam na Figura 6.10.
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Figura 6.10- Observacdes 123 e 201 do algarismo 0.

Analisando-se agora o método pam verifica-se que a intersec¢do das trés situacoes
detecta 60 outliers dos quais 11 ndo sdo detectados pelo comum do k-means (mas todos
eles detectados por uma ou duas das situacdes). Por outro lado hd 5 observacodes que sdo
detectadas pela intersec¢do dos k-means e nao pela interseccao dos pam. Isto conduz a

reunidao do comum dos resultados de cada um dos métodos de clustering. Sendo assim
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obtém-se um total de 54+11=65 outliers para o algarismo 0. Falta ainda, contudo,
verificar o que se passa relativamente a situacao sem nuvens. Neste caso sdo detectadas
79 observacdes. Destas, apenas 49 sdo comuns a situacdo considerada (reunido das
intersec¢des dos dois métodos de clustering). Das restantes 30, com excepcdo da
observagao 166, representada na Figura 6.14, nao ha grande evidéncia para classificar

as observacodes como outliers. Veja-se por exemplo na Figura 6.11 as observacoes 73 e

1065.

0bs73[2, |
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Figura 6.11- Observacdes 73 e 1065 do algarismo 0.
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Figura 6.12- Observacdo 166 do algarismo 0.

Ha, no entanto, 16 observacdes que sdo outliers e que ndo sao detectadas pelo método

sem nuvens. E por exemplo o caso das observacdes representadas na Figura 6.13.
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Figura 6.13- Observacdes 216 e 1002 do algarismo 0.
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Na Figura 6.14 apresentam-se duas de um conjunto de observacdes completamente

aberrantes detectadas como outliers por todas as variantes, com € sem nuvens.
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Figura 6.14- Observacdes 339 e 575 do algarismo 0.

Algarismo 1: outliers

Para as situagdes com nuvens o nimero de outliers detectados varia entre 83 e 174 para
0 k-means e entre 133 e 152 para o pam. Ha 80 observacgdes outliers que sao comuns
aos trés valores de kK com o método k-means. Por outro lado, no caso do método pam,
esse nimero € de 106 das quais 29 ndo pertencem ao comum obtido com o método k-
means assim como 5 ndo pertencem ao comum do pam (no entanto, todas elas eram
detectadas por uma ou duas das situacdes consideradas). Analisadas essas observacoes
(as 29 mais as 5) conclui-se que todas elas aparentam ser outliers.

Sendo assim, tal como foi feito para o algarismo 0, optou-se por considerar outliers
todas as observacdes que pertenciam ao comum do k-means ¢ ao comum do pam tendo-
se obtido um total de 109 observagdes outliers. Destas observacdes ha 50 que ndo sdo
detectadas pelo método sem nuvens! E estas observagdes sdo, no geral, completamente

“aberrantes”. E o caso, por exemplo das observacdes representadas na Figura 6.15.
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Figura 6.15- Observacdes 17 e 32 do algarismo 1.
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Neste caso é notoria a superioridade do método com a utilizacdo de nuvens. A
utilizacdo do método sem nuvens detecta um total de 83 outliers das quais 24 nao
pertencem a reunido do comum dos métodos k-means e pam. Analisando essas
observacdes verifica-se que com excepg¢ao da 4 e da 592, todas poderdo ser confundidas
com o algarismo 2; veja-se o exemplo de duas dessas observacdes na Figura 6.16. As
outras duas observacdes embora possam ser consideradas outliers se se pensar apenas
no algarismo 1, tendo em conta que o objectivo final € o da discriminagdo entre as

classes dos algarismos 0 e 1 essas observacdes, tais como as que se confundem com o

algarismo 2, ndo serdo consideradas outliers.

100
L
100
L

80
80

0bs470[2, ]
60

|

60

|

obs228[2, |

40
h

40
L

0 20 40 60 80 100 0 20 40 60 80 100
0bs470[1, ] obs228[1, ]

Figura 6.16- Observacdes 228 e 470 do algarismo 1.

As duas observacdes, representadas com os nimeros 4 e 592, que constituem a

excepg¢do a possivel confusao entre os algarismos 1 e 2 sdo apresentadas na Figura 6.17.
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Figura 6.17- Observacdes 4 e 592 do algarismo 1.

Feitas todas estas consideracOes e antes de se partir para a utilizagdo do método
genérico de classificacdo considera-se que o exemplo acabado de tratar permite

destacar a seguinte importante conclusao:
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e Ha observacdes consideradas “aberrantes” que s6 sdo detectadas
considerando-se a RRO com nuvens. E embora a distincia de
Mahalanobis tradicional consiga detectar algumas observagdes nao
detectadas com a utilizacdo de métodos de clustering, na generalidade
essas observagdes nao sao realmente outliers.

e Foram detectadas observacdes outliers por todos o0s procedimentos
incluindo o sem nuvens. No entanto, tendo em conta o objectivo da
classificacdo em duas classes, as observagdes detectadas como outliers
pelos procedimentos que incluem métodos de clustering parecem mais
razoaveis.

e A andlise dos resultados em termos da “juncdo” dos outliers detectados
pelos dois métodos de clustering torna-se oportuna para grandes

conjuntos de dados.

Aplicacido do método genérico

Pretende-se agora avaliar o impacto da retirada destas observagdes na precisao do
processo de classificacdo no conjunto de dados completo testando-se a funcionalidade
do método genérico.

Dada a necessidade de avancar com a escolha de uma combinacdo método de
clustering/estimador/k, para cada classe, optou-se mais uma vez por recorrer a utilizacdo
do critério AIC havendo para isso necessidade de reajustar o critério associado a escolha
das observacOes que irdo ser consideradas outliers. O AIC indicou como “melhor”
combinacdo o k-means/classico/k=3 para a classe G; associada ao algarismo 0 e o k-
means/classico/k=5 para a classe G, a qual se associa o algarismo 1. No entanto, de
acordo com o critério anteriormente adoptado uma observagdo era considerada outlier
se fosse detectada para todos os valores de k experimentados com k-means ou para
todos os valores de k experimentados com o pam. Dai resulta a ndo inclusdao de 6
observacdes detectadas pelo k-means/classico/k=3 e de 2 observacdes detectadas pelo k-
means/classico/k=5. Como neste momento vao ser utilizadas estas duas combinagdes
para que se possa proceder a classificacdo de acordo com o método genérico proposto,
faz entdo sentido que se juntem mais estas 8 observagdes aquelas que anteriormente
foram consideradas outliers. Sendo assim passa-se a trabalhar com 1072 observagdes na

classe G| e 1032 na classe Go.
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Com base nas “melhores” combinagdes encontradas define-se a regra que permite
classificar uma nova observacdo como sendo ou nao outlier. Nesta situagdo particular a

regra é composta pela conjuncao de oito condi¢des do tipo:
(x— 1) " Zi (X—p1;) > ¢, i =1,2, j =1k,

onde k; representa o nimero de nuvens em cada classe. As estimativas dos parametros
(u;»Xij)e das constantes designadas por c; sdo fornecidas pela amostra de treino

“limpa”. Caso uma nova observacdo ndo seja considerada outlier, 0 método prossegue
com a classificagdo em c+1 classes. Tendo em conta a funcio de custos (3.2) definida
no Capitulo 3 e tomando um custo de rejei¢do (indecisdo) 7=0.1, obtém-se a seguinte

regra de classificacao:

xe G se & > 8.64
f (%)
xe G, se M < 0.29
£ x)
xe [l se 0.29<&<8.64.
£ (x)

Para estimar as densidades f,(x) e f,(X)recorreu-se novamente ao modelo mistura
de normais de acordo com a expressdo (6.1).
O modelo foi testado em vérias observacdes das quais se escolheu as que se passam

a apresentar, juntamente com a respectiva classificagao:
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Figura 6.18 Observacgdo 367 do algarismo 6.
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Figura 6.19- Observacdo 629 do algarismo 6.
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Figura 6.20- Observacao 384 do algarismo 6.
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Figura 6.21- Observacdo 68 do algarismo 2.
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Figura 6.22- Observacao 43 do algarismo 2.
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Figura 6.23- Nova observagao.

Embora se pudesse certamente fazer uma andalise mais profunda dos dados, em face
dos resultados apresentados sé por si, mais uma vez se conclui que o método de

classificagdo proposto revela um bom desempenho.
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Capitulo 7

Conclusoes e trabalho futuro

Ao longo deste trabalho abordou-se o tema do r.p. de uma forma genérica e em
particular a classificagdo supervisionada. Este capitulo final contempla duas partes. Na
primeira comeca-se por fazer um breve resumo do trabalho desenvolvido, apresentando-
se os resultados e conclusdes mais relevantes. De seguida avanca-se com algumas linhas
de orientacdo para modificagdes e novos desafios para futuros trabalhos de investigacao,
que permitam a continuagdo do trabalho aqui iniciado e que resultam inevitavelmente da
percep¢ao da existéncia de outros aspectos interessantes que foram surgindo ao longo

desta longa caminhada.

Quando se iniciou este trabalho e se comecou por fazer uma pesquisa na internet
sobre o tema do r.p., o nimero de paginas encontradas era bastante satisfatério, embora
em portugués praticamente ndo existisse nada. Comecavam também a aparecer as
grandes referéncias bibliograficas nesta area, conforme se pode perceber pela andlise
das datas enunciadas. Entretanto, ja bastante adiantado o primeiro capitulo, surge no
final de 1999 o livro de Marques (1999) intitulado “Reconhecimento de Padroes:
Métodos Estatisticos e Neuronais”. Hoje em dia efectuando-se novamente uma pesquisa
na internet, verifica-se a existéncia de varias paginas em portugués onde inclusivamente
se deduz da existéncia de cadeiras, ligadas inteiramente a esse tema, em algumas das
nossas licenciaturas. Esta vasta e rdpida expansdo tem como principal causa, ndao s6 o
numeroso conjunto de problemas por resolver e o fascinio que deles resulta- que alids
esteve presente ao longo da elaboracdo deste trabalho- mas principalmente o
aparecimento de processadores rdpidos, da internet e da possibilidade de aumentar o
armazenamento em memoria acrescido de um menor custo. O avanco da tecnologia
computacional tornou possivel a implementacdo de algoritmos de optimizagdo e
aprendizagem complexos, impossiveis ha algumas décadas atrds. De destacar, como

grande candidato de aplicagdo do r.p, o data mining.

Watanabe (1972) escreveu no prefacio do seu livro intitulado “Frontiers of Pattern

Recognition”

-225-



Conclusoes e trabalho futuro

“Pattern recognition is a fast-moving and proliferating discipline. It is not
easy to form a well-balanced and well-informed summary view of the newest
developments in this field. It is still harder to have a vision of its future

progress.”

Face ao exposto considera-se esta afirmagdo perfeitamente actual. Assumindo-se
que o primeiro objectivo desta tese (contemplado nos Capitulos 1 e 2) consistia em dar
uma visdo global sobre o tema do r.p e em particular sobre a classificacdo
supervisonada, com o intuito de introduzir os principais conceitos e discutir com
clareza os principais aspectos, na altura pouco contemplados na literatura, por forma a
servir de base aos restantes capitulos, considera-se que o objectivo foi cumprido na sua

totalidade.

A linha de trabalho seguida a partir do Capitulo 3 teve como propdsito a
prossecucao do segundo objectivo desta tese. Recorde-se,

e desenvolver uma metodologia de classificagdo de um objecto (padrio)
alternativa a cldssica com introdu¢do de uma classe de rejei¢do por
indecisdo e de uma classe de rejeicdo por existéncia de outliers, e que
seja competitiva em termos de performance com as regras de decisdo

tradicionais.

E em relacdo a este segundo objectivo que sdo realmente encontrados os principais

desenvolvimentos e resultados originais (Capitulo 3 e seguintes).

Quando se procede a uma classificacgdo de um objecto numa das c¢ classes
tradicionalmente consideradas surgem naturalmente vérias dividas, ndo sé na defini¢ao
do problema, como também aquando da tomada da decisdo. E com frequéncia
questiondvel a consequéncia de uma ma classificacdo ou a existéncia de outliers no
conjunto de dados. De uma forma superficial, o objectivo da constru¢cdo de uma regra de
decisao € o da classificacd@o correcta de tantos objectos quanto possivel. No entanto, este
objectivo aparente esconde de facto outra questdo com ele relacionada. Serd que o
objecto pertence necessariamente a uma das c classes postuladas? Esta questio foi a que

serviu de ideia base para a concepcao deste trabalho.
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Dissecando agora a questdo da classificacdo em mais de ¢ classes surge entdo a
nova possibilidade a que se apelidou de “rejeicdo” e as duas vertentes possiveis:
rejei¢do por indecisdo e rejeicdo por outliers. Assim, no terceiro capitulo, generalizou-
se a regra de decisdo optima de Chow, considerando-se uma funcao genérica de custos
de classificac@o correcta e ma classificagdo condicionais as classes, permitindo assim a

criacdo de uma classificacdo em c+1 classes.

Dos exemplos tratados no Capitulo 3, onde se procede ao célculo das taxas de erro e

rejei¢do, no contexto da classificagdo com e sem rejei¢cdo, pode-se concluir que:

® os valores da taxa de erro para a situacdo em que ndo se inclui op¢ao de rejei¢ao
sdo sempre superiores aqueles que se obtém quando se introduzem custos de

rejeicao.

® a construgdo da curva de compromisso erro/rejei¢do, em funcdo do limiar de

rejeicdo ¢, € um procedimento que se revela ttil na tomada de decisao.

Relativamente a dltima sec¢do apresentada no terceiro capitulo, onde se compara a
classificacdao com rejei¢cao, do ponto de vista da generalizacdo da abordagem de Chow e
do ponto de vista da abordagem de Tortorella (2000) baseada em curvas ROC, cabe

registar as seguintes conclusoes:

¢ teoricamente, as duas abordagens sdo equivalentes.

® 0 método baseado na abordagem de Chow € mais genérico, uma vez que tem

aplicabilidade independente do nimero de classes.

e para as combinagdes de custos adoptadas no exemplo apresentado, a
comparacdo dos resultados com e sem rejeicdo evidencia que O risco com

rejeicao € geralmente inferior ao risco sem rejeigao.

® a comparacdo assente nos classificadores linear, logistico e MLP, para as
combinacdes de custos adoptadas, permite concluir que no exemplo apresentado
o método baseado na generalizacdo da abordagem de Chow permite atingir

menores riscos do que o método de rejei¢ao baseado nas curvas ROC.
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No Capitulo 4, onde € tratada a questdo da rejei¢do por outliers, propde-se uma
regra de deteccio de outliers multivariados. E neste capitulo que se dissecam todos o0s
aspectos que servem de suporte a construcdo e implementacdo do método. A partir da
ideia base € necessdrio, por um lado, ter em conta vérios aspectos como: opcao de
distancia a utilizar, defini¢do formal de outlier, utilizacdo de estimadores robustos e
particdo dos dados em nuvens. Por outro lado, associados aos varios aspectos
considerados hd que proceder a determinadas escolhas, que foram alvo de andlise
detalhada e que sdo responsdveis pelo surgimento de outras questdes, tais como: que
estimador(es) robusto(s) utilizar, que métodos de parti¢do clustering escolher, quantas
nuvens devem ser tomadas e que constantes devem ser usadas para funcionar como
limites de deteccdo dos outliers. Relativamente a questdo dos estimadores robustos
salienta-se, como aspecto importante do trabalho, a referéncia (e utilizacdo no quinto

capitulo) de um estimador recente, OGK, devido a Maronna e Zamar (2002).

A regra de deteccao de outliers, RRO, proposta no quarto capitulo foi testada no
Capitulo 5 através da realizacdo de um extenso estudo de simulagdo realizado com o
intuito de comparar o método tradicional, baseado no cdlculo das distancias de
Mahalanobis, com o novo método proposto baseado na particio dos dados em nuvens
(com a utilizagdo maioritaria dos métodos, k-means, pam e mclust) e em estimadores
robustos (RMCD25 e OGK) e clédssicos. A RRO foi posta a prova numa série de
configuracbes normais € ndao normais com diferentes dimensdes e diferentes
percentagens de contaminacdo. Os resultados obtidos foram medidos em termos dos
indicadores de simulacdo sugeridos por Kosinski (1999) e de um novo indicador, DIF,
proposto também neste capitulo, e que resulta de uma combinac@o dos anteriores. Para
a generalidade das configuracdes e no que diz respeito as opgdes efectuadas, salientam-
se as seguintes conclusdes:

® 0s estimadores cldssicos com nuvens tém melhor desempenho que os
estimadores robustos com nuvens.

e em termos de estimadores robustos o desempenho do estimador OGK ¢, em
geral, superior ao do estimador RMCD25.

¢ dos métodos de clustering adoptados o mclust é o que apresenta um melhor

desempenho na maior parte das situacoes.
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Embora ndo tenha sido possivel eleger um tnico estimador como sendo o melhor, julga-
se que este estudo de simulagdo foi bastante elucidativo. A partir dos resultados obtidos
para compara¢cdao do método usual de deteccio de outliers e do novo método proposto,
com base nas simulagdes efectuados no Capitulo 5 e nos exemplos tratados no Capitulo
6, destacam-se as seguintes conclusdes gerais:

¢ o método proposto funciona nas mesmas situacdoes em que o método usual

funciona.
¢ hd4 muitas situacdes, onde € violada a hipétese dos dados serem elipticamente

simétricos, onde o método proposto funciona e o método usual ndo funciona.

Uma vez apresentadas as conclusdes, que abonam a favor do método proposto, cabe
também aqui registar a seguinte limitacdao que se julga ser comum a qualquer método de

deteccao de outliers:

“ Qualquer que seja o método de deteccdo de outliers que se crie, serd

sempre possivel inventar um conjunto de dados onde ele falhe”.

Importa também fazer aqui referéncia ao facto de, apesar do maior esforco
desenvolvido se ter centrado na construcdo rigorosa do método, ter sido também
desenvolvido um grande esforco na construcao dos programas de implementa¢do do
mesmo. No entanto, ndo foi objecto de andlise profunda, a optimizacdo destes mesmos
programas. Pretende-se com isto frisar que ndao houve grande preocupagdo na
minimizacdo das linhas de c6digo ja que este ponto ndo fazia parte dos objectivos deste
estudo. Este ¢ um dos aspectos que poderia ser melhorado com vista a minimizag¢ao dos

tempos de célculo.

Com base nos exemplos tratados no Capitulo 6 e relativamente ao desempenho do
método genérico de classificacdo com rejeicdo de observacdes, onde se utilizou o
modelo mistura de normais para estimacdo das densidades condicionais as classes,
regista-se a seguinte conclusdo final:

e o método de classificacdo proposto revela-se promissor: € competitivo
relativamente aos métodos tradicionais e € aplicavel qualquer que seja o
conjunto de dados, o método de estimacdo de densidades e o método de

clustering adoptado.
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De todo o estudo realizado, conclui-se que, com a metodologia proposta e aplicada,

os dois principais objectivos propostos foram atingidos.

No contexto do desenvolvimento do método de classificagdo supervisionada com
rejeicdo por indecisdo e observagdes outliers, surgiram naturalmente varios itens que
nao foram aqui abordados ou que ndo foram tratados com todo o detalhe e que podem
constituir linhas de orientacdo para futuros trabalhos de investigacdo, nomeadamente:

e autilizacdo de outros estimadores robustos tais como os estimadores-S.

e aexperimentacido de maiores nimeros de nuvens.

® a constru¢do de outros indicadores de simulagdo ou a utilizacdo de outros
critérios ja existentes tais como o critério do “tamanho do maior outlier nao
identificavel” (“size of the largest nonidentifiable outlier”) devido a Becker
e Gather (2001).

e 0 estudo do ponto de rotura do método genérico de classificagio.'

e autilizagdo de outras percentagens de contaminacao e da sua relacdo com o
ponto de rotura.

e o aperfeicoamento dos programas computacionais com vista a minimizagao
do tempo de célculo.

e a utilizacdo de diferentes métodos de clustering que ndo obriguem a que os

objectos sejam classificados numa classe particular.

Relativamente ao ultimo item pode pensar-se por exemplo na classificacdo
imprecisa (fuzzy-clustering), também sugerido por Becker como se pode ver na Sec¢do
5.8. Optando por esse procedimento nao hd necessidade de classificar um objecto numa
nuvem especifica ou por adaptacdo do método numa classe especifica. A cada objecto é
associada a probabilidade de pertencer a cada uma das nuvens, aquilo a que se apelida
de “membership values”. Na situagdo em que se estd na presenca de um outlier €
provavel que este valor seja pequeno para qualquer nuvem considerada. Uma aplicacio
em que esta ideia tem com certeza interesse € na medicina. Um conjunto de referéncias

que se inserem nesta linha sdo devidas a Ha (1995, 1996a, 1996b, 1996c¢).

' Note-se que do método proposto apenas se conhece o ponto de rotura do estimador MCD.
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Um outro ponto bastante interessante diz respeito ao estudo das propriedades
tedricas do método de classificacdo. No entanto, o facto da performance estar bastante
dependente da aplicacdo, torna este estudo bastante complexo.

No contexto da estimacdo robusta podem ainda ser realizadas outras tentativas tais
como a utilizagcao da fun¢ao de influéncia.

Para terminar deixa-se um ultimo desafio em relacdo aos dados: dados com

varidveis de varios tipos e dados omissos.

Espera-se que o trabalho desenvolvido nesta tese tenha continuidade em termos de
investigacdo futura mas que seja essencialmente uma contribui¢do para um melhor
entendimento do tema do reconhecimento de padrdes e das diversas areas que este

contempla, onde os problemas por solucionar constituem verdadeiros desafios.
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“O que nos chamamos resultados sdo apenas comegos”.

Ralph Waldo Emerson
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Apéndice A

Designacoes dos métodos estatisticos e neuronais

LDA- linear discriminant analysis

QDA- guadratic discriminant analysis

Piecewise discriminant analysis

Logistic discriminant analysis / logistic regression

RDA- regularised discriminant analysis

MDA - mixture discriminant analysis

FDA- flexible discriminant analysis

PDA- penalized discriminant analysis

SIMCA- soft independent modelling of class analogy
DASCO- discriminant analysis with shrunken covariances
MLP- multi-layer perceptron

RBF- radial basis function

MARS- multivariate adaptative regression splines

PP- projection pursuit

PPR- projection pursuit regression

ARVORES / CART- classification and regression tree s/ ID3 / C4.5
KDA - kernel discriminant analysis

RKDA- reduced kernel discriminant analysis

K-NN- K- nearest neigbors

LVQ- learning vector quantatization

Naive Bayes

ACE- alternating conditional expectation

DIPOLY2 / SMART / ALOCCS80 / CASTLE / Kohonen / AC?/ NEWID
LLR- local linear regression

CLAFIC- class-featuring information compression
ALSM- average learning subspace method

PNN- probabilistic neural network

PCR- principal components regression

PLS- partial least squares

SLS- shortest least squares

RR- ridge regression
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Apéndice B

Aspectos computacionais, programas e tabelas

relativas ao Capitulo 3

ASPECTOS COMPUTACIONAIS

Descrevem-se, espera-se que de uma forma sucinta, os programas apresentados neste
Apéndice e que serviram de suporte a obtencdo dos resultados apresentados na Seccao
3.3.3, nomeadamente no que diz respeito a obtencdo dos coeficientes estimados, para
cada uma das discriminantes, e aos valores das estimativas das diversas taxas de erro e
rejeicdo. Sdo ainda salientados alguns aspectos importantes do ponto de vista da
utilizacdo destes programas.

Para todas as discriminantes, fixou-se o limite de ¢ a variar entre 0 e 0.5 (ver
justificacdo na Secc¢do 3.1.3) com incremento de 0.05. Tanto no Exemplo 3.1, como no
Exemplo 3.2, foram utilizadas probabilidades a priori diferentes, estimadas através da

expressdo apresentada na Seccdo 2.5.2 (onde se 1€ taxa de erro aparente). (Dados

CHORON: 7; =30/113, Dados PIMA: 7; =132/200).

Discriminante Linear (LDA)
Os programas agora apresentados permitem a obtencdo dos coeficientes ndo
normalizados da discriminante linear (COEFLDA), os valores dos totais e percentagens
de observagdes mal classificadas em cada uma das classes e da percentagem de
observacdes rejeitadas e mal classificadas, para as amostra de treino e teste, e ainda a
obtencdo dos valores que funcionam como limiares, #; e f, para auxilio no cédlculo das
taxa de erro e rejeicdo “tedricas”. Note-se que embora em algumas situagdes se opte por
trabalhar com os coeficientes normalizados, neste caso, para que fossem utilizadas as
expressoes apresentadas na sec¢ao anterior, houve necessidade de ndo o fazer.

Um outro aspecto que tem de ser salientado prende-se com célculo dos valores de #;
e t, apresentados na Seccao 3.2.1. A forma como os coeficientes da discriminante linear
sa0 aqui calculados, ja inclui o logaritmo do quociente das probabilidades a priori (no

parametro que foi designado por “alfa0”) pelo que no programa que permite obter o

-235-



Apéndice B

numero e as percentagens de observacdes mal classificadas e rejeitadas nas amostras de

treino e de teste (PREDLDACR e PREDLDACRTE, respectivamente) os valores que

tem essa designacdes correspondem a uma versao “adaptada” (os parametros tl e t2 que

ddo entrada no programa acabam por ser valores simétricos i.e., t1=-t2).

Programa

Input

Output

COEFLDA- estimativa dos
coeficientes ndo normalizados
da discriminante linear.

dat- dados da amostra de treino
k- vector que contém as dimensdes das classes

priorl- x,

Coeficientes estimados

T

A (ver Sec¢do 3.3.2)

PREDLDACR- Numero e
percentagem de observacdes
mal classificadas em cada uma
das classes e percentagem de
observacdes rejeitadas, para a
amostra de treino.

dat- dados da amostra de treino
k- vector que contém as dimensdes das classes

priorl- x,
p- nimero de varidveis

t1- In [E}
t

t2- In [L}
1—1¢

Amostra de treino
Numero de observagdes mal
classificadas em G,

Numero de observacgdes mal
classificadas em G,
Percentagem de observagdes
mal classificadas em G,
Percentagem de observagdes
mal classificadas em G,
Percentagem de observagdes
mal classificadas
Percentagem de observagdes
rejeitadas

PREDLDACRTE- Numero e
percentagem de observacdes
mal classificadas em cada uma
das classes e percentagem de
observacdes rejeitadas, para a
amostra de teste.

dat- dados da amostra de treino

k- vector que contém as dimensdes das classes
priorl- x,

p- nimero de varidveis

datl- dados da amostra de teste

nk- dimensdo da amostra de teste

nkl- nimero de observacgdes, da amostra de
teste, na classe G,

nk2- nimero de observacgdes, da amostra de
teste, na classe G,

t1- In [ﬁ}
t

t2- In {L}

1-t¢

Amostra de teste
Numero de observagdes mal
classificadas em G,

Numero de observacdes mal
classificadas em G,
Percentagem de observagdes
mal classificadas em G,
Percentagem de observagdes
mal classificadas em G,
Percentagem de observagdes
mal classificadas
Percentagem de observagdes
rejeitadas

TISERTEORICO- Valores de
t; e t, que permitem o cdlculo
das taxas de erro e rejeicdo
“tedricas”.

priorl-
dd- ¢ (custo de rejeicdo)

A
b
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Discriminante Quadratica (QDA)

Os programas que se passa a apresentar permitem a obtencdo dos coeficientes

associados a discriminante quadriatica (COEFQDA),

o calculo do numero e

percentagem de observacdes mal classificadas em cada classe e a percentagem de

observagdes rejeitadas

e mal classificadas,

(PREDQDACR) quer para a amostra de teste (PREDQDACRTE).

quer para a amostra de

treino

Programa Input Output

COEFQDA- estimativa dos | dat- dados da amostra de treino Coeficientes estimados
coeficientes da discriminante | k- vector que contém as dimensdes das classes

quadratica. priorl- 7,

PREDQDACR- Nimero e | dat- dados da amostra de treino Amostra de treino

percentagem de observacdes
mal classificadas, em cada uma
das classes e percentagem de
observacdes  rejeitadas  na
amostra de treino.

k- vector que contém as dimensdes das classes
priorl- 7,
p- nimero de varidveis

7
t1-2ln | —
t
t2-21n {L}
1—1¢

Numero de observagdes mal
classificadas em G,

Numero de observagdes mal
classificadas em G,
Percentagem de observagdes
mal classificadas em G,
Percentagem de observagdes
mal classificadas em G,
Percentagem de observagdes
mal classificadas
Percentagem de observagdes
rejeitadas

PREDQDACRTE- Niimero e
percentagem de observacdes
mal classificadas, em cada uma
das classes e percentagem de
observacdes  rejeitadas  na
amostra de teste.

dat- dados da amostra de treino

k- vector que contém as dimensdes das classes
priorl- 7,

p- ndmero de varidveis

datl- dados da amostra de teste

nk- dimensao da amostra de teste

nkl- nimero de observacdes, da amostra de
teste, na classe G,

nk2- nimero de observacgdes, da amostra de
teste, na classe G,

7
t1-2Iln | —
t
t2-21n {L}
1—1¢

Amostra de teste
Numero de observagdes mal
classificadas em G,

Numero de observagdes mal
classificadas em G,
Percentagem de observagdes
mal classificadas em G,
Percentagem de observagdes
mal classificadas em G,
Percentagem de observagdes
mal classificadas
Percentagem de observagdes
rejeitadas

Em relacdo aos coeficientes estimados julga-se conveniente detalhar o seu

significado e a ordem pela qual aparecem. O resultado retornado pelo programa (ver
Apéndice B) indica os valores que sdo designados por “limiar”, “tindep”, “q;” e “qy”

que correspondem, respectivamente, ao limiar de decisao (sem consideracdo da rejei¢ao
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. . T |22| . ..
i.e., feitas as contas, 2In—%*—In-—), ao termo independente, aos coeficientes dos
n [z
1 1

termos x;, x,x,e X, (designagdo “q;”) e aos coeficientes dos termos x, e x, (designagdo

(13

q2”). Tal como na discriminante linear, uma vez que os coeficientes ja contemplam o
termo independente, os pardmetros designados agora por tl e t2 correspondem a valores

diferentes dos que aparecem nas féormulas apresentadas anteriormente.

Discriminante Logistica

Para obtencao dos coeficientes da discriminante utilizou-se a fun¢do GLM incluida no
S-Plus. De destacar que os coeficientes vem com 0s sinais contrarios a forma como
foram escritas as expressdes ao longo desta dissertacdo (ver, por exemplo, Seccdo
3.2.1). Quer-se com isto salientar que nesta situacdo particular e tomando o caso mais
simples em que ndo se inclui a rejei¢do e em que as probabilidades a priori sdo iguais,
os objectos sdo classificados em G se d(x)<0. Um outro aspecto que € importante
referir € que esta fun¢do do S-Plus ja inclui, no célculo dos coeficientes discriminantes,
os valores das probabilidades a priori proporcionais aos tamanhos das amostras i.e.,
calculados da forma que j4 tem vindo a ser utilizada. Os coeficientes que esta fungdo
retorna ndo sao normalizados o que € precisamente o que se pretende da forma como o
problema foi definido.

Sdo agora apresentados os programas que permitem calcular o nimero e a
percentagem de observagdes mal classificadas em cada classe e a percentagem de
observacdes rejeitadas e mal classificadas, quer para a amostra de treino
(PREDLOGCR) quer para a amostra de teste (PREDLOGCRTE). Neste caso, o calculo

dos coeficientes discriminantes antecede a utilizacdo destes programas.
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Programa

Input

Output

PREDLOGCR- Nimero e
percentagem de observacdes
mal classificadas em cada uma
das classes e percentagem de
observacdes rejeitadas, para a
amostra de treino.

res- output da funcdo GLM para obteng@o dos
coeficientes discriminantes com a amostra de
treino

dat- dados da amostra de treino

p- nimero de varidveis

k- vector que contém as dimensdes das classes

t1- In [E}
t

t2- In {L}
1—1¢

Amostra de treino
Numero de observacdes mal
classificadas em G,

Numero de observacdes mal
classificadas em G,
Percentagem de observagdes
mal classificadas em G,
Percentagem de observagdes
mal classificadas em G,
Percentagem de observagdes
mal classificadas
Percentagem de observagdes
rejeitadas

PREDLOGCRTE- Nimero e
percentagem de observacdes
mal classificadas em cada uma
das classes e percentagem de
observacdes rejeitadas, para a
amostra de teste.

res- output da funcdo GLM para obteng@o dos
coeficientes discriminantes com a amostra de
treino

datl- dados da amostra de teste

p- nimero de varidveis

nk- dimensio da amostra de teste

nkl- nimero de observacgdes, da amostra de
teste, na classe G,

nk2- nimero de observacdes, da amostra de
teste, na classe G,

t1- In {E}
t

t2- In {L}
1—1¢

Amostra de teste
Numero de observacdes mal
classificadas em G,

Numero de observacdes mal
classificadas em G,
Percentagem de observagdes
mal classificadas em G,
Percentagem de observagdes
mal classificadas em G,
Percentagem de observagdes
mal classificadas
Percentagem de observagdes
rejeitadas

-239-




Apéndice B

PROGRAMAS

COEFLDA- Estimativa dos coeficientes nao normalizados da discriminante linear.

function(dat,k,prior1)
{
dat<-as.matrix(dat)
m<-ncol(dat)
nl<-k[1]
n2<-k[2]
n<-nl+n2
if (n!=nrow(dat)) stop("matriz dos dados nd@o coincide com vector de
dimensoes")

medgl <- apply(dat[1:nl,],2,mean)

covgl <- var(dat[1:nl,])

medg? <- apply(dat[(nl1+1):(n),] ,2,mean)
covg2 <- var(dat[(n1+1):(n),])
poolcov<-((nl-1)*covgl+(n2-1)*covg2)/(n-2)
poolinv<-solve(poolcov)
difmed<-(medgl-medg2)
somed<-(medgl+medg?)
alfa<-poolinv%*%difmed
dm<-t(difmed)%*%poolinv%*%difmed
alfa0<-as.numeric((t(alfa)%*%somed))
alfa0<-((-0.5)*alfa0-log((1-priorl)/priorl))
alfa<-c(alfa0,alfa,prior1,dm)

return(alfa)
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PREDLDACR- Nimero e percentagem de observacoes mal classificadas, pela
discriminante linear, em cada uma das classes e percentagem de observacoes
rejeitadas na amostra de treino.

function(dat,k,priorl,p,t1,t2)

{

res<-lda(dat,k,prior1)

res<-as.matrix(res)

# tirar o primeiro elemento do resultado da discriminante linear (termo
independente)

resl<-res[1:p+1,]

resl<-as.matrix(resl)

# vector para ser somado aos scores

nl<-k[1]

n2<-k[2]

n<-nl+n2

const<-rep(res[1,1],n)

const<-as.matrix(const)

score<-dat%*%res1+const

scgl<-score[1:nl,]

scgl<-as.matrix(scgl)

scg2<-score[(nl+1):(n),]

scg2<-as.matrix(scg2)

counts1<-0

for(i in 1:nl) {if (scgl[i,1]<t2) countsl<-countsl+1}
counts2<-0

for(i in 1:n2) {if (scg2[i,1]>t1) counts2<-counts2+1 }
counts3<-0

for(iin 1:n) {if (score[i,1]>t2 & score[i,1]<tl) counts3<-counts3+1}
perrej<-counts3/n

pergl<-countsl/nl

perg2<-counts2/n2

percentagem<-(counts1+counts2)/n
solucao<-c(countsl,counts2,pergl,perg2,percentagem,perrej)
return(solucao)
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PREDLDACRTE- Nimero e percentagem de observacoes mal classificadas, pela
discriminante linear, em cada uma das classes e percentagem de observacoes
rejeitadas na amostra de teste.

function(dat,k,priorl1,p,datl,nk,nk1,nk2,t1,t2)
{
res<-lda(dat,k,prior1)
res<-as.matrix(res)
# tirar o primeiro elemento do resultado da discriminante linear (termo
independente)
resl<-res[1:p+1,]
resl<-as.matrix(resl)
# vector para ser somado aos scores
const<-rep(res[1,1],nk)
const<-as.matrix(const)
score<-datl%*%res1+const
scgl<-score[1:nkl,]
scgl<-as.matrix(scgl)
scg2<-score[(nk1+1):(nk),]
scg2<-as.matrix(scg2)
counts1<-0
for(i in 1:nk1) {if (scgl[i,1]<t2) countsl<-countsl+1}
counts2<-0
for(i in 1:nk2) {if (scg2[i,1]>t]l) counts2<-counts2+1 }
counts3<-0
for(i in 1:nk) {if (score[i,1]>t2 & score[i,1]<tl) counts3<-counts3+1}
perrej<-counts3/nk
pergl<-counts1/nkl
perg2<-counts2/nk2
percentagem<-(counts1+counts2)/nk
solucao<-c(counts1,counts2,pergl,perg2,percentagem,perrej)
return(solucao)

TISERTEORICO- Valores de #; e t; que permitem o calculo das taxas de erro e
rejeicao “tedricas”.

function(priorl,dd)

{
t1<-0
t2<-0
tl<-log(((1-prior1)*(1-dd))/(prior1*dd))
t2<-log(((1-priorl)*dd)/(prior1*(1-dd)))
resultado<-c(t1,t2)
return(resultado)
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COEFQDA- Estimativa dos coeficientes da discriminante quadratica.

function(dat,k,priorl)

{

dat<-as.matrix(dat)
m<-ncol(dat)
nl<-k[1]

n2<-k[2]
n<-nl+n2

if (n!=nrow(dat)) stop("matriz dos dados ndo coincide com vector de dimensdes

dos grupos")

medgl <- apply(dat[1:n1,],2,mean)

covgl <- var(dat[1:nl,])
covglinv<-solve(covgl)

medg?2 <- apply(dat[(nl+1):(n),] ,2,mean)
covg2 <- var(dat[(n1+1):(n),])
covg2inv<-solve(covg2)
difcovinv<-(covglinv-covg2inv)
cml<-covglinv%*%medgl
cm2<-covg2inv%*%medg?2
ql<--difcovinv

q2<-2*(cml-cm?2)
q3<-t(cm1)%*%medgl
gé<-t(cm2)%*%medg2

tindep<--q3+q4

library(Matrix)
detgl<-det.Matrix(covgl,logarithm=F)
detg2<-det.Matrix(covg2,logarithm=F)
logaritmo<-log(detg2$modulus/detg 1 $modulus)
ppriori<--2*log((1-priorl)/priorl)

# limiar k com os sinais referentes ao primeiro membro
limiar<-ppriori+logaritmo
limiar<-as.matrix(limiar)
coeficientes<-c(limiar,tindep,q1,q2)
return(coeficientes)
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PREQDACR- Numero e percentagem de observacoes mal classificadas, pela
discriminante quadratica, em cada uma das classes e percentagem de observacoes
rejeitadas na amostra de treino.

function(dat,k,prior1,p,t1,t2)

{
res<-qda(dat,k,priorl)
res<-as.matrix(res)
nl<-k[1]
n2<-k[2]
n<-nl+n2
# tirar limiar e repetir
limiar<-0
limiar<-rep(res[1,1],n)
limiar<-as.matrix (limiar)
# tirar o termo independente e repetir
tindep<-0
tindep<-rep(res[2,1],n)
tindep<-as.matrix(tindep)
# tirar g2 (coeficientes de xi) e multiplicar
coefx<-res[3:(p+2),1]
coefx<-as.matrix(coefx)
rescoefx<-dat%* %coefx
#transformacao da matrix dat para coeficientes de Xix]
matrix 1<-as.matrix(dat)
p2<-p"2
matrix2<-matrix(n,p2)
matrix2<-matrix(matrix2,n,p2)
for(iin 1:n)

éor(j in 1:p)
éor(k in 1:p)
r{natrix2[i,(p*(j-1))+k]<-matrixl[i,j]*matrixl[i,k]
} }
}

matrix2<-as.matrix(matrix2)
coefxixj<-res[(p+3):(2+p+p2),1]
rescoefxixj<-matrix2%*%coefxixj
score<-tindep+rescoefx+rescoefxixj+limiar

scgl<-score[1:nl,]
scgl<-as.matrix(scgl)
scg2<-score[(nl+1):(n),]
scg2<-as.matrix(scg2)
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counts1<-0

for(iin 1:nl) {if (scgl[i,1]<2*t2) countsl<-counts1+1}
counts2<-0

for(i in 1:n2) {if (scg2[i,1]>2*t1) counts2<-counts2+1}
counts3<-0

for(iin 1:n) {if (score[i,1]>2*t2 & score[i,1]<2*t1) counts3<-counts3+1}
perrej<-counts3/n

pergl<-countsl/nl

perg2<-counts2/n2

percentagem<-(counts1+counts2)/n
solucao<-c(countsl,counts2,pergl,perg2,percentagem,perrej)
return(solucao)

PREQDACRTE- Niimero e percentagem de observacoes mal classificadas, pela
discriminante quadratica, em cada uma das classes, e percentagem de observacoes
rejeitadas na amostra de teste.

function(dat,k,prior1,datl,nk1,nk2,nk,p,t1,t2)

{

res<-qda(dat,k,priorl)

res<-as.matrix(res)

# tirar limiar e repetir

limiar<-0

limiar<-rep(res[1,1],nk)
limiar<-as.matrix(limiar)

# tirar o termo independente e repetir
tindep<-0

tindep<-rep(res[2,1],nk)
tindep<-as.matrix(tindep)

# tirar q2 (coeficientes de xi) e multiplicar
coefx<-res[3:(p+2),1]
coefx<-as.matrix(coefx)

rescoefx<-datl %*%coefx

#transformacao da matrix dat para coeficientes de xix]
matrix 1<-as.matrix(dat1)

p2<-p"2

matrix2<-matrix(nk,p2)
matrix2<-matrix(matrix2,nk,p2)

for(i in 1:nk)

{
for(j in 1:p)
{
for(k in 1:p)
{
matrix2[1,(p*(j-1))+k]<-matrix1[1,j]*matrix 1[1,k]
}
}
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}

matrix2<-as.matrix(matrix2)
coefxixj<-res[(p+3):(2+p+p2),1]
rescoefxixj<-matrix2%*%coefxixj
score<-tindep+rescoefx+rescoefxixj+limiar
scgl<-score[1:nkl,]

scgl<-as.matrix(scgl)

scg2<-score[(nk1+1):(nk),]

scg2<-as.matrix(scg2)

counts1<-0

for(i in 1:nk1) {if (scgl[i,1]<2*t2) countsl<-counts1+1}
counts2<-0

for(i in 1:nk2) {if (scg2[i,1]>2%*t1l) counts2<-counts2+1 }
counts3<-0

for(i in 1:nk) {if (score[i,1]>2*t2 & scorel[i,1]<2*t1) counts3<-counts3+1}
perrej<-counts3/nk

pergl<-counts1/nk1

perg2<-counts2/nk2

percentagem<-(counts1+counts2)/nk
solucao<-c(countsl,counts2,pergl,perg2,percentagem,perrej)
return(solucao)
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Coeficientes da discriminante logistica

# colocar a varidvel que indica a classe na ultima coluna do ficheiro de dados
attach(dat)

log.dat<-glm(classe~V1+V2+...4+Vp, family=binomial)
res<-summary(log.dat)

PREDLOGCR- Numero e percentagem de observacoes mal classificadas, pela
discriminante logistica, em cada uma das classes e percentagem de observacoes
rejeitadas na amostra de treino.

function(res,dat,p,k,t1,t2)
{

res.log<-log.dat$coefficients

res.log<-as.matrix(res.log)

nl<-k[1]

n2<-k[2]

n<-nl+n2

# tirar o primeiro elemento do resultado da discriminante logistica(termo
independente)

resl.log<-res.log[1:p+1,]

# vector para ser somado aos scores
const<-rep(res.log[1,1],n)

const<-as.matrix(const)

score<-dat%*%res1.log+const

scgl<-score[1:nl,]

scgl<-as.matrix(scgl)

scg2<-score[(nl+1):(n),]

scg2<-as.matrix(scg2)

counts1<-0

for(i in 1:nl) {if (scgl[i,1]>t1) countsl<-counts1+1}
counts2<-0

for(i in 1:n2) {if (scg2[i,1]<t2) counts2<-counts2+1 }
counts3<-0

for(iin 1:n) {if (score[i,1]>t2 & score[i,1]<tl) counts3<-counts3+1}
perrej<-counts3/n

pergl<-countsl/nl

perg2<-counts2/n2

percentagem<-(counts1+counts2)/n
solucao<-c(countsl,counts2,pergl,perg2,percentagem,perrej)
return(solucao)
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PREDLOGCRTE- Numero e percentagem de observacoes mal classificadas, pela
discriminante logistica, em cada uma das classes e percentagem de observacoes
rejeitadas na amostra de teste.

function(res,dat1,p,nk,nk1,nk2,t1,t2)

{

res.log<-log.dat$coefficients

res.log<-as.matrix(res.log)

# tirar o primeiro elemento do resultado da discriminante logistica(termo
independente)

resl.log<-res.log[1:p+1,]

# vector para ser somado aos scores
const<-rep(res.log[1,1],nk)

const<-as.matrix(const)

score<-datl%*%res1.log+const

scgl<-score[1:nkl,]

scgl<-as.matrix(scgl)

scg2<-score[(nk1+1):(nk),]

scg2<-as.matrix(scg2)

counts1<-0

for(i in 1:nk1) {if (scgl[i,1]>t]l) countsl<-countsl+1}
counts2<-0

for(i in 1:nk2) {if (scg2[i,1]<t2) counts2<-counts2+1 }
counts3<-0

for(i in 1:nk) {if (score[i,1]>t2 & score[i,1]<tl) counts3<-counts3+1}
perrej<-counts3/nk

pergl<-counts1/nk1

perg2<-counts2/nk2

percentagem<-(counts1+counts2)/nk
solucao<-c(countsl,counts2,pergl,perg2,percentagem,perrej)
return(solucao)
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TABELAS
t t1 t2 E Taxa de erro aparente R Taxa de rejeiciao aparente
Amostra de treino Amostra de treino
0 ) -00 0 0 1 1

0.05 | 3.962081 -1.926796 0.007494 (0+1) 0.603216 0.557522
0.008850

0.10 | 3.214866 -1.179583 0.018420 (2+1) 0.452864 0.415929
0.026549

0.15 | 2.752243 -0.716958 0.030365 (6+1) 0.356211 0.274336
0.061947

0.20 | 2.403936 | -0.0368652 0.043045 9+1) 0.283354 0.168142
0.088496

0.25 | 2.116254 -0.080970 0.056447 9+1) 0.223606 0.150442
0.088496

0.30 | 1.864940 0.170344 0.070651 (10+1) 0.171858 0.115044
0.097345

0.35 | 1.636681 0.398602 0.085789 (10+1) 0.125228 0.088496
0.097345

0.40 | 1.423107 0.816971 0.102038 (11+2) 0.080047 0.061947
0.115044

045 | 1.218313 0.612177 0.119625 (1343) 0.040474 0.026549
0.141593

0.50 | 1.017642 1.017642 0.138848 (13+3) 0 0
0.141593

Tabela B.1: Taxas de erro e rejei¢do “tedricas” e estimadas (amostra de treino) com os dados CHORON
para a discriminante linear.

t t1 Taxa de erro aparente Taxa de erro Taxa de rejeicao aparente Taxa de rejeicao
Amostra de treino Amostra simulada Amostra de treino Amostra simulada
0 +o0 0 0 1 1

0.05 2.94444 (1+2) (40+12) 0.451327 0.427
0.026549 0.026

0.10 | 2.197225 (1+2) (67+12) 0.380531 0.3590
0.026549 0.0395

0.15 | 1.734601 (2+2) (96+18) 0.283186 0.2955
0.035398 0.0570

0.20 | 1.386294 (4+2) (145+22) 0.203540 0.2175
0.053097 0.0835

0.25 | 1.098612 (5+2) (165+25) 0.176991 0.1820
0.061947 0.095

0.30 | 0.847298 (5+3) (183+30) 0.150442 0.1485
0.070796 0.1065

0.35 | 0.619039 (5+3) (195+41) 0.141593 0.1180
0.070796 0.118

0.40 | 0.405465 (6+5) (212+43) 0.088496 0.0935
0.097345 0.1275

0.45 | 0.200671 (8+5) (239+51) 0.070796 0.058
0.115044 0.145

0.50 0 (10+48) (266+73) 0 0
0.159292 0.1695

Tabela B.2: Taxas de erro e rejeicio estimadas (amostra de treino e amostra “simulada’) com os dados
CHORON para a discriminante quadratica.

-249-




Apéndice B

t t1 Taxa de erro aparente E Taxa de rejeicio aparente R
Amostra de treino Amostra de treino
0 +o0 0 0 1 1
0.05 | 2.944444 (0+1) 0.009289 0.619469 0.610944
0.008885
0.10 | 2.197225 (1+1) 0.021453 0.486726 0.460759
0.017699
0.15 1.734601 (2+1) 0.034328 0.398230 0.363301
0.026549
0.20 | 1.386294 (3+1) 0.047771 0.327434 0.289429
0.035398
0.25 1.098612 (5+1) 0.061836 0.238938 0.228628
0.053097
0.30 | 0.847298 (7+2) 0.076637 0.141593 0.175839
0.079646
0.35 | 0.619039 (9+3) 0.092328 0.088496 0.128189
0.106195
0.40 | 0.405465 (10+3) 0.109100 0.053097 0.083832
0.115044
045 | 0.200671 (10+3) 0.127192 0.017699 0.041452
0.115044
0.50 0 (1143) 0.146908 0 0
0.123894

Tabela B.3: Taxas de erro e rejeicdo “tedricas” e estimadas (amostra de treino) com os dados
CHORON para a discriminante logistica.

t t1 t2 E Taxa de erro R Taxa de rejeicao
Amostra de teste Amostra de teste

0 +o0 -0 0 0 1 1

0.05 | 2.281145 | -3.607742 0.004438 (3+1) 0.827609 0.786145
0.012048

0.10 | 1.533930 | -2.860520 0.015378 (3+2) 0.676328 0.620482
0.015060

0.15 1.071307 | -2.397896 0.030099 (5+9) 0.555888 0.478916
0.042169

0.20 | 0.723000 | -2.049589 0.047612 (7+11) 0.454342 0.367470
0.054217

0.25 | 0.435318 | -1.761907 0.067459 (9+18) 0.365104 0.295181
0.081325

0.30 | 0.184004 | -1.510592 0.089555 (11+24) 0.284133 0.228916
0.105422

0.35 | -0.044255 | -1.282333 0.113902 (13+28) 0.208820 0.177711
0.123494

0.40 | -0.257829 | -1.068759 0.140635 (16+33) 0.137289 0.114458
0.147590

045 | -0.462623 | -0.863965 0.169992 (21437) 0.068088 0.054217
0.174699

0.50 | -0.663294 | -0.663294 0.202316 (25+42) 0 0

Amostra treino: 0.201807
0.235 (18+29)

Tabela B.4: Taxas de erro e rejei¢do “tedricas” e estimadas (amostra de teste) com os dados
PIMA para a discriminante linear.
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t t1 Taxa de erro Taxa de erro Taxa de erro Taxa de rejeicao Taxa de rejeicao Taxa de rejeicao
Amostra de treino Amostra de teste Amostra Amostra de treino | Amostra de teste Amostra
simulada simulada
0 +o0 0 0 0 1 1 1
0.05 2.94444 3+1) (7+6) (3+12) 0.66 0.629518 0.6980
0.02 0.039157 0.0075
0.10 2.197225 (5+4) (8+14) (5+46) 0.465 0.445783 0.5595
0.045 0.066265 0.0255
0.15 | 1.734601 (8+7) (11+20) (10+72) 0.35 0.340361 0.4625
0.075 0.093373 0.0410
0.20 1.386294 (949) (16+25) (14+105) 0.29 0.262048 0.373
0.09 0.123494 0.0595
0.25 1.098612 (10+17) (18429) (25+140) 0.195 0.210843 0.294
0.135 0.141566 0.0825
0.30 0.847298 (12+18) (22+33) (37+176) 0.15 0.132530 0.226
0.15 0.165663 0.1065
0.35 0.619039 (13+20) (23435) (54+211) 0.115 0.093373 0.1695
0.165 0.174699 0.1325
0.40 0.405465 (16421) (28+43) (75+240) 0.07 0.042169 0.1145
0.185 0.213855 0.1575
0.45 0.200671 (17422) (28+45) (914274) 0.03 0.033133 0.0535
0.195 0.219880 0.1825
0.50 0 (17+425) (31+48) (102+317) 0 0 0
0.21 0.237952 0.2095
Tabela B.5: Taxas de erro e rejei¢do estimadas (amostra de treino, de teste e amostra “simulada’) com os
dados PIMA para a discriminante quadratica.
t t1 Taxa de erro Taxa de erro aparente E Taxa de rejeicao Taxa de rejeicao aparente R
Amostra de teste Amostra de treino Amostra de teste Amostra de treino
0 +oo 0 0 0 1 1 1
0.05 2.944444 (3+1) (0+0) 0.003766 0.828313 0.9 0.871985
0.012048 0
0.10 2.197225 (3+1) (0+3) 0.013600 0.680723 0.69 0.721942
0.012048 0.015
0.15 1.734601 (347) (1+3) 0.027245 0.539157 0.565 0.594722
0.030120 0.02
0.20 1.386294 (449) (247) 0.043842 0.424699 0.45 0.485552
0.039157 0.045
0.25 1.098612 (9+16) (3+10) 0.063069 0.322289 0.365 0.389317
0.075301 0.065
0.30 0.847298 (12+20) (4+15) 0.084857 0.250000 0.27 0.302274
0.096386 0.095
0.35 0.619039 (13+27) (7+19) 0.109287 0.183735 0.195 0.221600
0.120482 0.13
0.40 0.405465 (16+29) (12423) 0.136555 0.132530 0.12 0.145565
0.135542 0.175
0.45 0.200671 (21435) (13426) 0.166969 0.054217 0.06 0.063066
0.168675 0.195
0.50 0 (24+41) (15+29) 0.200953 0 0 0
0.195783 0.22
Tabela B.6: Taxas de erro e rejeicdo “tedricas” e estimadas (amostra de treino e de teste) com os

dados PIMA para a discriminante logistica.
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Programas relativos ao Capitulo 4

OGK- Estimativas do vector de médias e da matriz de covariancias associadas ao
estimador OGK e correspondentes pesos.

Programa principal: final (estimativas finais, com duas iteracdes e reponderacio- aqui
¢ realizada a iteragdo 2.

final<-function(dat,beta)
{

# Vai buscar o Z da iterac¢ao 1
ajudametodo<-metodo(dat)
771<-ajudametodo$ZZ
# Aplica o método a Z em vez de X
iteracao2<-metodo(ZZ1)
ajudaVdex2<-iteracao2$Vdex
ajudatdex2<-iteracao2$tdex
ajudaA A<-ajudametodo$AA
Vdex2<-ajudaAA%*%ajudaVdex2%*%t(ajudaAA)
tdex2<-ajudaAA%* %ajudatdex?2
# Executa a reponderagao
p<-ncol(dat)
dist2<-mahalanobis(dat,tdex2,Vdex2)
dis<-dist2*qchisq(0.5,p)/median(dist2)
wZ7Z<-ifelse(dis<qchisq(beta,p),1,0)
resultado<-cov.wt(dat,wt=wZZ)
vw<-resultado$cov
tw<-resultado$center
list(vw=vw,tw=tw,0OGK.wt=wZZ)

Subrotina: metodo (iteracgao 1).

metodo<-function(dat)

{
dat<-as.matrix(dat)
n<-nrow(dat)
p<-ncol(dat)
# Obten¢do da matriz D
resultado<-escapos(dat,3,4.5)
sigma<-resultado$sigma
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sigma<-as.vector(sigma)
DD<-diag(sigma)
invDD<-solve(DD)

# Obten¢do da matriz Y
Y Y<-matrix(0,n,p)
YY<-as.matrix(YY)
YY<-dat%*%invDD

# Obten¢do da matriz U
UU1<-matrix(0,p,p)
UU2<-matrix(0,p,p)
UU<-matrix(1,p,p)

i<-1
while (i<=p-1)
{
j<-i+1
while(j<=p)
{
resultadol<-escapos(YY[,i]+YY[,j],3.,4.5)
UUI1[i,j]<-resultado1$sigma
resultado2<-escapos(YY[,1]-YY[,j],3,4.5)
UU2[i,j]<-resultado2$sigma
UU[1,j]1<-(UU1[1,j]*2-UU2[1,j]72)/4
UUJj,i]<-UU[1,j]
J<-j+1
}
i<-i+1
}

# Célculo dos valores e vectores proprios de U
VPROP<-eigen(UU)

# Obten¢do da matriz dos vectores proprios de U: E
EE<-VPROPS$vectors

# Obten¢do da matriz A

AA<-DD%*%EE

# Obten¢do da matriz Z

77<-YY %*%EE

# Obten¢do da matriz tau
restau<-escapos(ZZ,3,4.5)
sigma<-restau$sigma
sigma<-as.vector(sigma)

tau<-diag(sigma)

tau<-tau%*%tau

# Célculo de v torto

vtorto<-restau$mu

vtorto<-t(vtorto)

# Obtencdo do estimador da matriz de covariancias
Vdex<-AA%*%tau%* %t(AA)

# Obtencdo do estimador do vector de médias
tdex<-AA%*%vtorto

list (Vdex=Vdex,tdex=tdex,ZZ=77,AA=AA)
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Subrotina: escapos (calcula as estimativas iniciais de ue o).

escapos<-function(x,kesca,kposi)

{

x<-as.matrix(x)

n<-nrow(X)

p<-ncol(x)

sigmaO<-matrix(0,1,p)

resi<-matrix(0,n,p)

pesoposi<-matrix(0,n,p)

mu<-matrix(0,1,p)

sigma<-matrix(0,1,p)

for (iin 1:p)

{
sigmaO[1,i]<-median(abs(x[1:n,i]-median(x[1:n,i])))
resi[,i]<-abs(x[1:n,i]-median(x[1:n,1]))/sigmaO[1,1]
pesoposi[,i]<-(1-(resi[,i]/kposi)**2)**2*(resi[,i] <= kposi)
mu[1,1]<-sum(pesoposi[,i]*t(x[,i1]))/sum(pesoposi[,i])
sigmal1,i]<-
mean(resi[,1]**2%(resi[,1]**2<=kesca**2)+kesca**2*(resi[,i]**2>kesca**2))
sigmal1,i]<-sigma0O[1,i]*sqrt(sigma[1,i])

}

list(mu=mu,sigma=sigma)
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Tabelas relativas ao Capitulo 5

Este apéndice contém as tabelas seguintes relativas aos resultados provenientes do

estudo de simulac¢do (100 simula¢des para cada configuracdo):

Tabela D.1: Resultados da simulacdo para a configuracdo Normal

Tabela D.2: Resultados da simulacdo para a configuracio LUAN3

Tabela D.3: Resultados da simulacao para a configuracio CRUZU

Tabela D.4: Resultados da simulagdo para a configuracio CRUZU com 10 outliers

Tabela D.5: Resultados da simulacdo para a configuracio CRUZU com 30 outliers

Tabela D.6: Resultados da simulacdo para a configuragdo CRUZN

Tabela D.7: Resultados da simulagdo para a configuracio LUAT3

Tabela D.8: Resultados da simulacao para a configuracdo LUAT3 com 10 outliers

Tabela D.9: Resultados da simulacdo para a configuragdo LUAT3 com 30 outliers

Tabela D.10: Resultados da simulagdo para a configuracio ESFERA

Tabela D.11: Resultados da simulacdo para a configuracdo ESFERA com o dobro dos
dados e 2v.

Tabela D.12: Resultados da simulagdo para a configuragio DONUT

Tabela D.13: Resultados da simulagdo para a configuracdo T1

Tabela D.14: Resultados da simulagdo para a configuracio T2

Legenda das tabelas

nd- indicador nao definido

B “melhor” combinagio
[ pior’ combinacdo
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Tabela D.1: Resultados da simulag@o para a configuracao Normal

MCD OGK Classicos
k | p P2 Ps Ps DIF | p: P2 P3 Ps DIF | p: P2 P3 Ps DIF
k-means 3 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0.002 0.78 0.0
N “ 4 nd nd 0.005 0.53 0.0 nd nd 0.004 0.58 0.0 nd nd 0.001 0.87 0.0
SO “ 5 nd nd 0.003 0.67 0.0 nd nd 0.004 0.73 0.0 nd nd 0.002 0.85 0.0
2v pam 3 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0.002 0.78 0.0
“ 4 nd nd 0.005 0.58 0.0 nd nd 0.005 0.5 0.0 nd nd 0.002 0.78 0.0
“ 5 nd nd 0.004 0.65 0.0 nd nd 0.003 0.64 0.0 nd nd 0.001 0.81 0.0
mclust 3 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0.001 0.93 0.0
“ 4 nd nd 0.003 0.75 0.0 nd nd 0.003 0.73 0.0 nd nd 0 0.95 0.0
“ 5 nd nd 0.002 0.78 0.0 nd nd 0.002 0.8 0.0 nd nd 0.001 0.92 0.0
s/ nuvens 1 nd nd 0.001 0.92 0.0 nd nd 0 0.94 0.0 nd nd 0.001 0.91 0.0
k-means 3 1 0 0 1 0.0 1 0 0 1 0.0 1 0 0.002 0.76 0.0
N “ 4 1 0 0.006 0.51 0.0 1 0 0.005 0.56 0.0 1 0 0.002 0.69 0.0
CO “ 5 1 0 0.004 0.62 0.0 1 0 0.006 0.52 0.0 1 0 0.001 0.85
2v pam 3 1 0 0 1 0.0 1 0 0 1 0.0 1 0 0.002 0.73
“ 4 1 0 0.005 0.54 0.0 1 0 0.005 0.58 0.0 1 0 0.002 0.75
“ 5 1 0 0.003 0.66 0.0 1 0 0.005 0.57 0.0 1 0 0.002 0.75
melust 3 |1 0 0 1 [ 0 0 1 0.0 1 0 0.001 | 0.85
“ 4 1 0 0.003 0.72 0.0 1 0 0.003 0.71 0.0 1 0 0.001 0.82
“ 5 1 0 0.003 0.72 0.0 1 0 0.003 0.73 0.0 1 0 0.001 0.93
s/ nuvens 1 1 0 0.001 0.88 0.0 1 0 0.001 0.87 0.0 0.84 0.16 0.001 0.93
k-means 3 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0.001 0.91
N “ 4 nd nd 0.001 0.94 0.0 nd nd 0.001 0.87 0.0 nd nd 0 0.95 .
SO “ 5 nd nd 0 0.99 0.0 nd nd 0.002 0.95 0.0 nd nd 0 0.99 0.0
4v pam 3 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0.001 0.91 0.0
“ 4 nd nd 0.001 0.93 0.0 nd nd 0.001 0.89 0.0 nd nd 0.001 0.93 0.0
“ 5 nd nd 0 0.95 0.0 nd nd 0.001 0.91 0.0 nd nd 0 0.99 0.0
mclust 3 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0 0.98 0.0
“ 4 nd nd 0.001 0.91 0.0 nd nd 0.001 0.85 0.0 nd nd 0 1 0.0
“ 5 nd nd 0.001 0.94 0.0 nd nd 0.002 0.92 0.0 nd nd 0.001 0.98 0.0
s/ nuvens 1 nd nd 0 0.95 0.0 nd nd 0.001 0.9 0.0 nd nd 0.001 0.91 0.0
k-means 3 1 0 0 1 0.0 1 0 0 1 0.0 1 0 0.003 0.67 0.0
N “ 4 1 0 0.007 0.44 0.0 1 0 0.005 0.54 0.0 1 0 0.003 0.69 0.0
CO “ 5 1 0 0.005 0.57 0.0 1 0 0.003 0.74 0.0 1 0 0.001 0.82 0.0
4v pam 3 1 0 0 1 0.0 1 0 0 1 0.0 1 0 0.002 0.76 0.0
“ 4 1 0 0.005 0.52 0.0 1 0 0.005 0.54 0.0 1 0 0.002 0.81 0.0
“ 5 1 0 0.004 0.65 0.0 1 0 0.005 0.52 0.0 1 0 0.001 0.87 0.0
mclust 3 1 0 0 1 0.0 1 0 0 1 0.0 1 0 0.002 0.8 0.0
“ 4 1 0 0.005 0.64 0.0 0.99 0.01 0.004 0.68 0.0 1 0 0.001 0.87 0.0
“ 5 1 0 0.003 0.71 0.0 1 0 0.002 0.82 0.0 1 0 0.001 0.89 0.0
s/ nuvens 1 1 0 0.001 0.84 0.0 1 0 0.001 0.91 0.0 0.6 0.4 0.004 0.94 17.5
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Tabela D.2: Resultados da simulag@o para a configuracio LUAN3

MCD OGK Classico
S

kK | p: P2 Ps P4 DIF | p: P2 P3 P4 DIF | p: P2 P3 P4 DIF

k-means 3 | nd nd 0.199 [ 0.14 | 149 | nd nd 0.163 | 031 | 11.3 | nd nd 0.063 | 0.6 1.3

NN “ 4 | nd nd 0017 [ 077 1 0.0 | nd nd 0.016 [ 072 J 0.0 | nd nd 0.037 | 0.72 | 0.0
SO “ 5 | nd nd 0.005 [ 082 J 0.0 | nd nd 0.007 [ 072 100 | nd nd 0.022 [ 077 | 0.0
2v pam 3 | nd nd 0.193 [ 0.16 | 143 | nd nd 0.124 | 047 | 74 | nd nd 0.029 [ 0.74 | 0.0
LUAN3 | « 4 | nd nd 0012 {073 100 | nd nd 0.016 [ 069 [ 0.0 | nd nd 0.03 | 063 ] 0.0
« 5 | nd nd 0.006 | 0.7 00 | nd nd 0.009 [ 077 1 00 | nd nd 0.036 [ 0.73 | 0.0

meclust 3 | nd nd 0.046 [ 081 J 0.0 | nd nd 0.039 [ 083 0.0 | nd nd 0.041 | 0.73 | 0.0

“ 4 | nd nd 0.018 [ 071 J 0.0 | nd nd 0.003 1 089 00 | nd nd 0.044 | 0.75 | 0.0

“ 5 | nd nd 0.001 [ 083 J 0.0 | nd nd 0.001 | 085 [ 00 | nd nd 0.024 [ 0.84 | 0.0

s/ nuvens 1 nd nd 0.001 0.9 0.0 nd nd 0 0.98 0.0 nd nd 0 0.99 0.0

k-means 3 oy 0.06 [ 0213 [ 006 | 87 | 082 0.18 | 0.188 | 0.18 | 134 | 0.14 0.86 | 0.035 | 0.81 | 40.5

NN «“ 4 [ 038 0.62 | 0104 [ 052 | 312 | 04 059 [ 0036 [056 [270 [0 1 0.067 | 0.61 | 48.4
[ “ 5 o5 0.5 0.023 | 075 | 225 | 045 0.55 | 0009 [ 075 | 250 | 051 049 | 0039 [ 072 | 220
2v pam 3 [ 0389 0.11 | 0207 [ 011 | 109 | 061 039 [ 0146 [ 039 | 218 [ o.16 0.84 [ 0042 [ 071 | 39.5
LUAN3 | « 4 [ o034 0.16 | 0169 [ 023 | 115 | 0.88 0.2 | 0124 [ 034 [ 72 [ o078 0.22 | 0051 | 069 | 8.6
“ 5 Jos3 0.17 [ 0.008 [ 072 [ 60 | 076 024 | 0013 [ 073 |95 1 0.01 | 0029 [ 072 | 0.0

mclust 3 o2l 0.79 | 0054 | 078 | 37.2 | 0.08 092 [ 0026 [ 09 [435 | o017 0.83 [ 0.047 | 075 | 39.0

“ 4 | 099 [o0o01 |002 |08 [0 ! 0 0.029 [ 078 J 0.0 | 099 0.01 | 0043 [ 073 | 0.0

“ 5 | 094 0.06 [ 0.009 | 0.8 0.89 0.11 [ 0014 [ 093 | 3.0 1 0 0.014 | 0.85 [ 0.0
s/nuvens | 1 | 0 1 0 0.96 0 1 0 1 475 |0 1 0 1 47.5

k-means 3 | nd nd 0.181 [ 025 | 131 | nd nd 0.051 | 0.78 | 01 nd nd 0.018 | 0.78 | 0.0

NN “ 4 | nd nd 0.028 [ 071 [ 0.0 | nd nd 0.001 | 085 |00 | nd nd 0.026 [ 0.82 | 0.0
SO «“ 5 | nd nd 0.008 [ 085 [ 0.0 | nd nd 0004 | 08 |00 | nd nd 0.04 [ 076 | 0.0
4y pam 3 | nd nd 0.124 | 047 | 74 | nd nd 0.051 [ 079 | 0.1 nd nd 0.016 | 0.8 0.0
LUAN3 [ « 4 | nd nd 0.007 [ 082 0.0 | nd nd 0.002 [ 076 [ 00 | nd nd 0.037 [ 0.81 | 0.0
“ 5 | nd nd 0.005 [ 089 00 | nd nd 0.003 1077 00 | nd nd 0.033 [ 0.76 | 0.0

meclust 3 | nd nd 0.034 [ 086 ] 0.0 | nd nd 0.007 [ 097 100 | nd nd 0.006 [ 09 ] 0.0

« 4 | nd nd 0.007 [ 088 J 0.0 | nd nd 0.004 | 083 | 00 | nd nd 0.012 [ 0.85 | 0.0

“ 5 | nd nd 0.002 [ 091 J 0.0 | nd nd 0.003 1093 100 | nd nd 0.013 [ 0.89 | 0.0

s/ nuvens 1 nd nd 0.001 0.9 0.0 nd nd 0 0.97 0.0 nd nd 0 0.97 0.0

k-means 3 076 024 0205 [ 021 | 173 J 024 [ 076 [ 0058 [ 076 | 359 | 0.07 0.93 | 0019 | 0.82 | 44.0

NN “ 4 o013 0.87 | 0045 | 057 | 41.0 | 0.03 0.97 | 0017 [ 071 | 46.0 | 0.01 0.99 | 0074 [ 075 | 482
CO “ 5 Jole 0.84 [ 0.015 [ 0.69 | 395 | 0.09 091 | 0012 [ 08 [430 Jo026 074 | 004 [079 | 345
4v pam 3 [ 066 034 | 0168 | 033 | 204 | 0.18 0.82 [ 0043 [ 082 | 385 | 0.04 0.96 [ 0.011 [ 085 | 45.5
LUAN3 [ « 4 Joss 0.12 [ 0131 [ 036 | 7.6 | 0.89 0.1 [ 0032 [077 30 Jo9 0.1 0.011 | 0.86 | 2.5
“ 5 o074 0.26 | 0013 [ 079 [ 105 | 053 047 | 0001 | 0.8 [ 210 | o098 0.02 | 0018 [ 0.85 | 0.0

mclust 3 023 0.77 | 0291 [ 053 | 481 | 0.07 093 [ 0167 [ 072 | 499 | 0.18 0.82 | 0171 | 0.64 | 446

“ 4 |1 0 0.013 [ 0.84 [ 0.0 | 0.96 0.04 | 0.006 | 0.88 | 0.0 | 099 0.01 | 0.009 | 0.88 | 0.0

“ 5 094 0.06 | 0007 [ 092 o5 | o077 0.23 [ 0001 [ 093 [ 9.0 | o098 0.02 [ 0015 {09 [ 0.0

s/ nuvens | 1 | 0 1 0.001 [ 09 [475 |o 1 0 095 | 475 J o 1 0 0.96 | 47.5
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Tabela D.3: Resultados da simulag@o para a configuracio CRUZU

MCD OGK Classicos
k | ps p2 p3 Pa DIF | p: p: ps P4 DIF | p: p> ps P4 DIF
k-means 3 nd nd 0.004 | 097 0.0 nd nd 0 1 0.0 nd nd 0.007 0.47 0.0
NN “ 4 nd nd 0.039 | 0.21 0.0 nd nd 0.035 | 0.17 | 0.0 nd nd 0.009 | 0.77 | 0.0
SO “ 5 nd nd 0.013 | 0.65 | 0.0 nd nd 0.006 | 0.54 | 0.0 nd nd 0.005 | 09 0.0
2v pam 3 nd nd 0.006 | 096 | 0.0 nd nd 0.003 | 098 | 0.0 nd nd 0.015 | 0.32 § 0.0
CRUZU “ 4 nd nd 0.038 | 0.09 | 0.0 nd nd 0.031 | 0.13 | 0.0 nd nd 0.10 0.69 | 5.0
“ 5 nd nd 0.010 | 0.44 ] 0.0 nd nd 0.006 | 0.55 | 0.0 nd nd 0.004 | 092 ] 0.0
mclust 3 nd nd 0.001 | 099 | 0.0 nd nd 0 1 0.0 nd nd 0.10 0.76 | 5.0
“ 4 nd nd 0.018 | 0.25 | 0.0 nd nd 0.014 | 0.33 | 0.0 nd nd 0.002 | 0.71 0.0
“ 5 nd nd 0.009 | 048 | 0.0 nd nd 0.006 | 0.57 | 0.0 nd nd 0.002 | 0.88 | 0.0
s/ nuvens 1 nd nd 0219 [ 0 169 | nd nd 0.067 | 0 1.7 nd nd 0.006 | 048 | 0.0
k-means 3 0.31 0.273 0.064 | 033 119 | 0.21 0.322 0.019 | 043 13.6 | 0.17 0.16 0.008 | 044 | 5.5
NN “ 4 0.57 0.033 0.146 | 0.01 4.8 0.51 0.065 0.062 | 0.08 1.4 0.49 0.06 0.009 | 044 | 0.5
Cco “ 5 0.61 0.027 0.124 | 0.01 3.7 0.67 0.022 0.058 | 0.05 | 04 041 0.049 0.011 | 046 -
2v pam 3 0.12 0.462 0.022 | 0.66 | 20.6 | 0.07 0.433 0.02 0.7 19.2 | 0.03 0.362 0.024 | 0.71 15.6
CRUZU “ 4 0.24 0.194 0.084 | 0.15 8.9 0.23 0.22 0.042 | 0.3 8.5 0.1 0.338 0.003 | 0.75 14.4
“ 5 0.26 0.178 0.064 | 0.18 | 71 0.23 0.251 0.032 | 0.37 10.1 | 0.07 0.245 0.004 | 075 ] 9.8
mclust 3 0.12 0.722 0.001 0.92 0.16 0.664 0.001 | 092 | 30.7 ] 0.17 0.699 0.001 093 | 325
“ 4 0.2 0.679 0.001 | 092 | 315 | 0.16 0.675 0.002 | 091 31.3 | 0.13 0.602 0.001 | 0.9 27.6
“ 5 0.14 0.642 0.002 | 0.84 | 29.6 | 0.24 0.589 0.002 | 0.83 | 27.0 | 0.28 0.424 0.005 | 0.69 18.7
s/ nuvens 1 0.79 0.012 0227 | 0 8.9 0.53 0.032 0.071 | 0.06 | 1.1 0.26 0.061 0.007 | 0.38 | 0.6
k-means 3 nd nd 0.003 | 096 | 0.0 nd nd 0.001 | 099 | 0.0 nd nd 0.003 | 0.77 | 0.0
NN “ 4 nd nd 0.017 | 049 | 0.0 nd nd 0.009 | 0.59 | 0.0 nd nd 0.002 | 095 ] 0.0
SO “ 5 nd nd 0.006 | 0.86 | 0.0 nd nd 0.005 | 0.77 | 0.0 nd nd 0.006 | 0.87 | 0.0
4v pam 3 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0.007 | 0.53 | 0.0
CRUZU “ 4 nd nd 0.011 043 ] 0.0 nd nd 0.007 | 044 | 0.0 nd nd 0.001 0.83 ] 0.0
“ 5 nd nd 0.001 | 0.85 | 0.0 nd nd 0.002 | 0.82 | 0.0 nd nd 0.003 | 095 | 0.0
mclust 3 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0.003 | 089 ] 0.0
“ 4 nd nd 0.007 | 0.57 ] 0.0 nd nd 0.004 | 0.66 | 0.0 nd nd 0.004 | 0.84 ] 0.0
“ 5 nd nd 0.006 | 0.74 | 0.0 nd nd 0.005 | 0.75 | 0.0 nd nd 0.005 | 0.89 | 0.0
s/ nuvens 1 nd nd 0.126 | 0.03 | 7.6 nd nd 0.036 | 0.11 0.0 nd nd 0.003 | 0.63 ] 0.0
k-means 3 0.84 0.012 0.031 0.14 ] 0.0 0.84 0.008 0.012 | 0.33 | 0.0 0.72 0.016 0.005 | 0.55 ] 0.0
NN “ 4 0.9 0.005 0.041 | 0.13 | 0.0 0.91 0.005 0.022 | 0.2 0.0 0.75 0.015 0.003 | 0.77 | 0.0
CO “ 5 0.89 0.006 0.055 | 0.07 | 0.3 0.86 0.008 0.017 | 0.27 | 0.0 0.77 0.012 0.009 | 0.61 0.0
4v pam 3 0.73 0.067 0.036 | 0.13 | 0.9 0.87 0.023 0.02 0.19 | 0.0 0.53 0.1 0.004 | 0.63 | 2.5
CRUZU “ 4 0.68 0.021 0.046 | 0.06 | 0.0 0.85 0.009 0.025 | 0.14 | 0.0 0.32 0.145 0.006 | 0.76 | 4.8
“ 5 0.68 0.028 0.037 | 0.12 | 0.0 0.89 0.006 0.021 | 0.2 0.0 0.2 0.131 0.002 | 0.78 | 4.1
mclust 3 042 0.486 0 0.97 21.8 | 0.38 0.494 0.001 | 092 |J 222 ] 036 0.434 0 0.93 19.2
“ 4 0.19 0.581 0 097 ] 26.6 | 033 0.465 0.001 | 094 | 208 ] 04 0.384 0.002 | 0.75 16.7
“ 5 0.3 0.529 0 0.99 | 24.0 | 033 0.464 0.001 | 0.89 | 20.7 ] 0.51 0.209 0.004 | 0.63 ] 8.0
s/ nuvens 1 0.95 0.003 0.118 | 0.03 | 3.4 0.92 0.005 0.033 | 0.09 | 0.0 0.78 0.012 0.003 | 0.65 | 0.0
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Tabela D.4: Resultados da simulag@o para a configuracdio CRUZU com 10 outliers

MCD OGK Classicos
k Pi P2 Ps3 Ps DIF Pi P2 P3 P4 DIF P1 P2 Ps3 P4 DIF
k-means 3 nd nd 0.004 0.97 0.0 nd nd 0 1 0.0 nd nd 0.007 0.47 0.0
NN “ 4 nd nd 0.039 0.21 0.0 nd nd 0.035 0.17 0.0 nd nd 0.009 0.77 0.0
SO “ 5 nd nd 0.013 0.65 0.0 nd nd 0.006 0.54 0.0 nd nd 0.005 0.9 0.0
2v pam 3 nd nd 0.006 0.96 0.0 nd nd 0.003 0.98 0.0 nd nd 0.015 0.32 0.0
CRUZU “ 4 nd nd 0.038 0.09 0.0 nd nd 0.031 0.13 0.0 nd nd 0.10 0.69 5.0
10 “ 5 nd nd 0.010 0.44 0.0 nd nd 0.006 0.55 0.0 nd nd 0.004 0.92 0.0
mclust 3 nd nd 0.001 0.99 0.0 nd nd 0 1 0.0 nd nd 0.10 0.76 5.0
“ 4 nd nd 0.018 0.25 0.0 nd nd 0.014 0.33 0.0 nd nd 0.002 0.71 0.0
“ 5 nd nd 0.009 0.48 0.0 nd nd 0.006 0.57 0.0 nd nd 0.002 0.88 0.0
s/ nuvens 1 nd nd 0.219 0 16.9 nd nd 0.067 0 1.7 nd nd 0.006 0.48 0.0
k-means 3 0.53 0.054 0.086 0.04 2.0 0.69 0.043 0.027 0.12 0.0 0.56 0.066 0.009 0.35 20.2
NN “ 4 0.86 0.014 0.118 0 34 0.73 0.32 0.045 0.05 13.5 0.64 0.041 0.009 0.49 20.6
CO “ 5 0.73 0.033 0.1 0 2.5 0.72 0.031 0.035 0.08 0.0 0.66 0.043 0.009 0.44 2.5
2v pam 3 0.32 0.561 0.034 0.55 25.6 0.37 0.461 0.032 0.48 20.6 0.39 0.236 0.012 0.52 21.3
CRUZU “ 4 0.79 0.023 0.056 0.03 0.3 0.69 0.035 0.046 0.07 0.0 0.45 0.193 0.014 0.7 28.2
10 “ 5 0.7 0.035 0.031 0.16 0.69 0.04 0.024 0.15 0.0 0.38 0.174 0.001 0.83 26.0
mclust 3 0.22 0.664 0.002 0.92 30.7 0.22 0.718 0.002 0.91 0.26 0.651 0 0.95 32.5
“ 4 0.32 0.534 0.004 0.85 24.2 0.32 0.458 0.004 0.74 20.4 0.35 0.472 0.002 0.86 32.5
“ 5 0.32 0.51 0.002 0.82 23.0 0.39 0.425 0.003 0.78 18.8 0.4 0.399 0.005 0.68 20.8
s/ nuvens 1 0.83 0.019 0.229 0 9.0 0.76 0.027 0.081 0 1.6 0.5 0.069 0.006 0.44 0.3
k-means 3 nd nd 0.003 0.96 0.0 nd nd 0.001 0.99 0.0 nd nd 0.003 0.77 0.0
NN “ 4 nd nd 0.017 0.49 0.0 nd nd 0.009 0.59 0.0 nd nd 0.002 0.95 0.0
SO “ 5 nd nd 0.006 0.86 0.0 nd nd 0.005 0.77 0.0 nd nd 0.006 0.87 0.0
4v pam 3 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0.007 0.53 0.0
CRUZU “ 4 nd nd 0.011 043 0.0 nd nd 0.007 0.44 0.0 nd nd 0.001 0.83 0.0
10 “ 5 nd nd 0.001 0.85 0.0 nd nd 0.002 0.82 0.0 nd nd 0.003 0.95 0.0
mclust 3 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0.003 0.89 0.0
“ 4 nd nd 0.007 0.57 0.0 nd nd 0.004 0.66 0.0 nd nd 0.004 0.84 0.0
“ 5 nd nd 0.006 0.74 0.0 nd nd 0.005 0.75 0.0 nd nd 0.005 0.89 0.0
s/ nuvens 1 nd nd 0.126 0.03 7.6 nd nd 0.036 0.11 0.0 nd nd 0.003 0.63 0.0
k-means 3 0.92 0.009 0.034 0.13 0.0 0.93 0.01 0.015 0.2 0.0 0.91 0.011 0.003 0.71 1.3
NN “ 4 0.9 0.011 0.046 0.1 0.0 0.94 0.007 0.016 0.22 0.0 0.94 0.006 0.005 0.64 0.0
CcOo “ 5 0.91 0.01 0.058 0.08 04 0.91 0.009 0.02 0.23 0.0 0.91 0.013 0.013 0.52 0.0
4v pam 3 0.5 0.437 0.03 0.43 194 0.52 0.453 0.018 0.47 20.2 0.65 0.109 0.003 0.62 5.3
CRUZU “ 4 0.78 0.034 0.03 0.21 0.0 0.9 0.011 0.025 0.15 0.0 0.32 0.238 0.004 0.78 33
10 “ 5 0.71 0.04 0.018 0.37 0.0 0.95 0.005 0.01 0.44 0.0 0.33 0.207 0.002 0.8 34
mclust 3 0.5 0.464 0.001 0.92 20.7 0.57 0.367 0.002 0.9 15.9 0.58 0.402 0.001 0.97 25.5
“ 4 0.57 0.366 0 0.88 15.8 0.63 0.33 0.002 0.74 14.0 0.62 0.308 0.001 0.88 16.7
“ 5 0.39 0.492 0.002 0.86 22.1 0.58 0.335 0.001 0.9 14.3 0.74 0.198 0.003 0.75 13.4
s/ nuvens 1 0.98 0.002 0.114 0.05 3.2 0.96 0.004 0.028 0.01 0.0 0.96 0.004 0.003 0.62 0.0
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Tabela D.5: Resultados da simulag@o para a configuracdio CRUZU com 30 outliers

MCD OGK Cléssicos

k P, P2 Ps3 P4 DIF P1 P2 P3 P4 DIF P1 P2 P3 P4 DIF
k-means 3 nd nd 0.004 0.97 0.0 nd nd 0 1 0.0 nd nd 0.007 047 0.0
NN “ 4 nd nd 0.039 0.21 0.0 nd nd 0.035 0.17 0.0 nd nd 0.009 0.77 0.0
SO “ 5 nd nd 0.013 0.65 0.0 nd nd 0.006 0.54 0.0 nd nd 0.005 0.9 0.0
2v pam 3 nd nd 0.006 0.96 0.0 nd nd 0.003 0.98 0.0 nd nd 0.015 0.32 0.0
CRUZU “ 4 nd nd 0.038 0.09 0.0 nd nd 0.031 0.13 0.0 nd nd 0.10 0.69 5.0
30 “ 5 nd nd 0.010 0.44 0.0 nd nd 0.006 0.55 0.0 nd nd 0.004 0.92 0.0
mclust 3 nd nd 0.001 0.99 0.0 nd nd 0 1 0.0 nd nd 0.10 0.76 5.0
« 4 nd nd 0.018 0.25 0.0 nd nd 0.014 0.33 0.0 nd nd 0.002 0.71 0.0
“ 5 nd nd 0.009 0.48 0.0 nd nd 0.006 0.57 0.0 nd nd 0.002 0.88 0.0
s/ nuvens 1 nd nd 0.219 0 16.9 nd nd 0.067 0 1.7 nd nd 0.006 0.48 0.0
k-means 3 0.08 0.711 0.018 0.8 33.1 0 0.817 0.002 0.92 0.02 0.453 0.002 0.81 20.2
NN “ 4 0.3 0.451 0.104 0.23 22.8 0.18 0.508 0.038 0.39 229 0.14 0.462 0.016 0.66 20.6
CO “ 5 0.47 0.124 0.141 0.06 8.3 0.39 0.151 0.048 0.14 5.1 0.19 0.099 0.011 0.39 2.5
2v pam 3 0 0.789 0.001 0.94 37.0 0 0.794 0.001 0.94 37.2 0.02 0.476 0.021 0.91 21.3
CRUZU “ 4 0.06 0.601 0.109 0.23 30.5 0.05 0.722 0.023 0.68 33.6 0.01 0.614 0 0.95 28.2
30 “ 5 0.03 0.604 0.062 0.33 28.3 0.02 0.662 0.023 0.53 30.6 0 0.569 0.001 0.87 26.0
mclust 3 0.07 0.753 0 0.96 35.2 0.06 0.734 0.001 0.93 34.2 0.13 0.699 0.002 0.89 325
“ 4 0.14 0.674 0.001 0.91 31.2 0.14 0.642 0.002 0.86 29.6 0.11 0.7 0.001 0.9 32.5
“ 5 0.08 0.655 0.002 0.82 30.3 0.09 0.646 0.001 0.83 29.8 0.25 0.466 0.003 0.72 20.8

s/ nuvens 1 0.6 0.018 0.231 0 9.1 0.39 0.03 0.074 0.01 1.2 0.21 0.056 0.005 0.51
k-means 3 nd nd 0.003 0.96 0.0 nd nd 0.001 0.99 0.0 nd nd 0.003 0.77 0.0
NN “ 4 nd nd 0.017 0.49 0.0 nd nd 0.009 0.59 0.0 nd nd 0.002 0.95 0.0
SO “ 5 nd nd 0.006 0.86 0.0 nd nd 0.005 0.77 0.0 nd nd 0.006 0.87 0.0
4v pam 3 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0.007 0.53 0.0
CRUZU “ 4 nd nd 0.011 043 0.0 nd nd 0.007 0.44 0.0 nd nd 0.001 0.83 0.0
30 “ 5 nd nd 0.001 0.85 0.0 nd nd 0.002 0.82 0.0 nd nd 0.003 0.95 0.0
mclust 3 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0.003 0.89 0.0
« 4 nd nd 0.007 0.57 0.0 nd nd 0.004 0.66 0.0 nd nd 0.004 0.84 0.0
“ 5 nd nd 0.006 0.74 0.0 nd nd 0.005 0.75 0.0 nd nd 0.005 0.89 0.0
s/ nuvens 1 nd nd 0.126 0.03 7.6 nd nd 0.036 0.11 0.0 nd nd 0.003 0.63 0.0
k-means 3 0.67 0.14 0.022 0.38 4.5 0.6 0.17 0.009 0.44 6.0 0.63 0.076 0.004 0.61 1.3
NN “ 4 0.87 0.004 0.053 0.01 0.2 0.91 0.003 0.021 0.2 0.0 0.64 0.014 0.006 0.61 0.0
co “ 5 0.74 0.01 0.042 0.14 0.0 0.81 0.006 0.022 0.22 0.0 0.69 0.015 0.015 0.64 0.0
4v pam 3 041 0.22 0.019 045 8.5 0.35 0.205 0.007 0.51 7.8 0.29 0.156 0.004 0.64 53
CRUZU “ 4 0.6 0.04 0.061 0.07 0.6 0.55 0.124 0.027 0.23 3.7 0.37 0.115 0.003 0.74 33
30 “ 5 0.64 0.039 0.042 0.11 0.0 0.68 0.044 0.019 0.26 0.0 0.25 0.118 0.002 0.78 34
mclust 3 0.22 0.599 0 0.96 27.5 0.21 0.572 0.001 0.94 26.1 0.25 0.56 0 0.92 25.5
“ 4 0.18 0.619 0 0.97 28.5 0.31 0.501 0 0.94 22.6 0.35 0.384 0 0.8 16.7
« 5 0.27 0.537 0 0.94 24.4 0.28 0.519 0.001 0.89 235 0.33 0.318 0.003 0.78 13.4
s/ nuvens 1 0.85 0.005 0.117 0.02 3.4 0.88 0.004 0.035 0.13 0.0 0.82 0.006 0.004 0.62 0.0
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Tabela D.6: Resultados da simulag@o para a configuracio CRUZN

MCD OGK Classicos
kK | p P2 P P4 DIF P1 P2 P P4 DIF | p; P2 P P4 DIF
k-means 3 nd nd 0.004 0.97 0.0 0 0 0 1 0.0 nd nd 0.007 0.47 0.0
NN “ 4 nd nd 0.039 0.21 0.0 0 0 0.019 0.36 0.0 nd nd 0.009 0.77 0.0
SO “ 5 nd nd 0.013 0.65 0.0 0 0 0.002 0.88 0.0 nd nd 0.005 0.9 0.0
2v pam 3 nd nd 0.006 0.96 0.0 0 0 0 1 0.0 nd nd 0.015 0.32 0.0
CRUZN “ 4 nd nd 0.038 0.09 0.0 0 0 0.022 0.11 0.0 nd nd 0.10 0.69 5.0
“ 5 nd nd 0.010 0.44 0.0 0 0 0.003 0.87 0.0 nd nd 0.004 0.92 0.0
mclust 3 nd nd 0.001 0.99 0.0 0 0 0 1 0.0 nd nd 0.10 0.76 5.0
“ 4 nd nd 0.018 0.25 0.0 0 0 0.008 0.53 0.0 nd nd 0.002 0.71 0.0
“ 5 nd nd 0.009 0.48 0.0 0 0 0.002 0.83 0.0 nd nd 0.002 0.88 0.0
s/ nuvens 1 nd nd 0.219 0 16.9 0 0 0.059 0.03 0.9 nd nd 0.006 0.48 0.0
k-means 3 0.01 0.99 0.005 0.96 47.0 0 1 0.004 0.96 47.5 0 1 0.008 0.42 47.5
NN “ 4 0.04 0.95 0.003 0.05 45.0 0.09 0.909 0.074 0.07 44.2 0.02 0.98 0.008 0.62 46.5
CO “ 5 0.18 0.82 0.062 0.08 39.1 0.17 0.829 0.047 0.09 39.0 0.08 0.92 0.009 0.58 43.5
2v pam 3 0 1 0.011 0.93 47.5 0 1 0 1 47.5 0 1 0.003 0.69 47.5
CRUZN | “ 4 0.07 0.93 0.089 0.03 46.0 0.07 0.929 0.065 0.02 44.7 0.02 0.98 0.004 0.83 46.5
“ 5 0.3 0.7 0.032 0.26 32.5 0.15 0.849 0.026 0.12 40.0 0.1 0.9 0.009 0.59 42.5
mclust 3 0.99 0.01 0 1 091 0.09 0 1 2.0 0.77 0.23 0.002 0.83 9.0
“ 4 0.89 0.11 0.018 0.49 3.0 0.91 0.09 0.01 0.51 2.0 0.74 0.26 0.003 0.84 10.5
“ 5 0.87 0.13 0.025 0.23 4.0 0.94 0.06 0.016 0.33 0.5 0.84 0.16 0.003 0.85 5.5
s/ nuvens 1 0.12 0.88 0.042 0.25 41.5 0 1 0.016 0.23 47.5 0 1 0.004 0.54
k-means 3 nd nd 0.003 0.96 0.0 0 0 0.001 0.99 0.0 nd nd 0.003 0.77 0.0
NN “ 4 nd nd 0.017 0.49 0.0 0 0 0.013 0.5 0.0 nd nd 0.002 0.95 0.0
SO “ 5 nd nd 0.006 0.86 0.0 0 0 0.004 0.84 0.0 nd nd 0.006 0.87 0.0
4v pam 3 nd nd 0 1 0.0 0 0 0 1 0.0 nd nd 0.007 0.53 0.0
CRUZN | « 4 nd nd 0.011 0.43 0.0 0 0 0.014 0.3 0.0 nd nd 0.001 0.83 0.0
“ 5 nd nd 0.001 0.85 0.0 0 0 0.003 0.84 0.0 nd nd 0.003 0.95 0.0
mclust 3 nd nd 0 1 0.0 0 0 0 1 0.0 nd nd 0.003 0.89 0.0
“ 4 nd nd 0.007 0.57 0.0 0 0 0.009 0.51 0.0 nd nd 0.004 0.84 0.0
“ 5 nd nd 0.006 0.74 0.0 0 0 0.008 0.71 0.0 nd nd 0.005 0.89 0.0
s/ nuvens 1 nd nd 0.126 0.03 7.6 0 0 0.060 0.05 1.0 nd nd 0.003 0.63 0.0
k-means 3 0 1 0 0.99 47.5 0 1 0 1 47.5 0 1 0.004 0.62 47.5
NN “ 4 0 1 0.048 0.12 47.5 0 1 0.041 0.2 47.5 0.01 0.99 0.005 0.72 47.0
CO “ 5 0.03 0.97 0.016 0.41 46.0 0.04 0.959 0.03 0.12 45.5 0.07 0.93 0.006 0.71 44.0
4v pam 3 0 1 0 1 47.5 0 1 0 1 47.5 0 1 0.002 0.79 47.5
CRUZN “ 4 0.03 0.97 0.036 0.12 46.0 0.02 0.98 0.03 0.12 46.5 0.01 0.99 0.001 0.82 47.0
“ 5 0.03 0.97 0.009 0.6 46.0 0.06 0.94 0.007 0.54 44.5 0.07 0.93 0.003 0.64 44.0
mclust 3 0.95 0.05 0 1 0.0 0.89 0.11 0 1 3.0 0.83 0.17 0.001 0.94 6.0
“ 4 0.8 0.2 0.004 0.75 7.5 0.88 0.12 0.003 0.74 3.5 0.95 0.05 0.004 0.96 0.0
“ 5 0.57 0.43 0.005 0.64 19.0 0.87 0.13 0.004 0.59 4.0 0.95 0.05 0 0.94 0.0
s/ nuvens 1 0 1 0.011 0.23 47.5 0 1 0.008 0.34 47.5 0 1 0.003 0.63 47.5
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Tabela D.7: Resultados da simulagdo para a configuracdo LUAT3

MCD OGK Classico
s

k | p: P2 Ps3 P4 DIF | p: P2 P3 Ps DIF | p; P2 P3 P4 DIF
k-means 3 nd nd 0.134 0.25 84 | nd nd 0.129 | 0.28 7.9 | nd nd 0.029 | 0.03 0.0
NN “ 4 nd nd 0.071 0.01 2.1 | nd nd 0.055 | 0 0.5 | nd nd 0.036 | 0.01 0.0
SO “ 5 nd nd 0.059 0 09 | nd nd 0.055 0.03 0.5 § nd nd 0.039 | 0.03 0.0
2v pam 3 nd nd 0.045 0.8 0.0 | nd nd 0.066 | 0.69 1.6 | nd nd 0.039 | 0 0.0
LUAT3 “ 4 nd nd 0.047 0 0.0 | nd nd 0.044 | 0 0.0 § nd nd 0.059 | 0.02 0.9
“ 5 nd nd 0.038 0 0.0 | nd nd 0.048 | O 0.0 § nd nd 0.037 | 0.03 0.0
meclust 3 nd nd 0.008 0.95 0.0 | nd nd 0.011 | 0.94 0.0 | nd nd 0.023 | 0.17 0.0
“ 4 nd nd 0.021 0.26 0.0 | nd nd 0.026 | 0.19 0.0 § nd nd 0.018 | 0.56 0.0
“ 5 nd nd 0.013 0.378 0.0 | nd nd 0.021 0.28 0.0 | nd nd 0.010 | 0.68 0.0
s/ _nuvens 1 nd nd 0.019 0.067 0.0 | nd nd 0.014 | 0.12 0.0 § nd nd 0.013 | 0.14 0.0

k-means 3 0.5 0.495 0.594 0.04 49.5 | 0.52 0.48 0.409 | 0.11 39.5 | 0.01 0.99 0.038 | 0.01
NN “ 4 0.39 0.599 | 0.259 0.01 379 | 0.29 0.701 0.211 0.01 40.6 | 0.06 0.94 0.074 | 0.02 45.7
Co “ 5 0.29 0.701 | 0.083 0.01 342 1 03 0.694 | 0.086 | 0.01 340 | 04 0.599 | 0.051 | 0.04 | 275
2v pam 3 0.38 0.62 0.657 0.03 58.9 | 046 0.54 0.425 0.24 433 | 0.04 0.96 0.056 | 0.01 45.8
LUAT3 “ 4 0.77 0.222 | 0.095 0 109 | 0.74 0.255 | 0.1 0 12.8 | 0.75 0.249 | 0.029 | 0.03 10.0
“ 5 0.4 0.592 | 0.039 0 27.1 | 045 0.542 | 0.045 | O 24.6 | 0.62 0.38 0.054 | 0.03 16.7
mclust 3 0.11 0.871 0.107 0.81 439 | 0.04 0.958 | 0.108 | 0.81 483 1 0 0.999 | 0.088 | 0.06 49.4
“ 4 0.92 0.052 | 0.053 0.01 0.87 0.081 | 0.049 | 0.04 1.6 ] 0.53 0.451 | 0.022 | 0.15 20.1
“ 5 0.21 0.783 0.020 0.26 367 | 03 0.695 | 0.023 0.21 323 | 036 0.611 0.006 | 0.57 28.1
s/ nuvens 1 0 1 0.011 0.29 475 ] 0 1 0.008 | 0.27 475§ 0 1 0.008 | 0.26 47.5
k-means 3 nd nd 0.061 0.15 1.1 | nd nd 0.074 | 0.18 24 | nd nd 0.045 0 0.0
NN “ 4 nd nd 0.077 0 2.7 | nd nd 0.084 | 0 34 | nd nd 0.061 0.01 1.1
SO “ 5 nd nd 0.005 0 0.0 | nd nd 0.101 0 51 § nd nd 0.102 | 0 5.2
4v pam 3 nd nd 0.02 0.91 0.0 | nd nd 0.018 | 0.92 0.0 | nd nd 0.044 | 0.01 0.0
LUAT3 “ 4 nd nd 0.054 0.01 04 | nd nd 0.077 1 0 2.7 | nd nd 0.043 0.02 0.0
“ 5 nd nd 0.051 0.01 0.1 | nd nd 0.073 0 23 | nd nd 0.048 | 0.04 0.0
mclust 3 nd nd 0.004 0.92 0.0 | nd nd 0.006 | 0.94 0.0 | nd nd 0.022 | 0.20 0.0
“ 4 nd nd 0.028 0.18 0.0 | nd nd 0.032 | 0.06 0.0 § nd nd 0.014 | 05 0.0
“ 5 nd nd 0.017 0.39 0.0 | nd nd 0.026 | 0.15 0.0 | nd nd 0.012 | 0.59 0.0
s/ nuvens 1 nd nd 0.064 0 14 | nd nd 0.059 | 0 0.9 § nd nd 0.037 | 0 0.0
k-means 3 |02 0.8 0259 | 0.11 | 480 | 0.15 | 0.85 | 0454 | 0.12 | 60.2 [ 0.01 0.99 | 0.086 | 0 48.8
NN “ 4 0.11 0.887 | 0.207 0 49.7 | 0.21 0.772 | 0332 | O 50.2 | 0.08 0.92 0.082 | 0.01 45.1
CcO “ 5 0.04 0.958 | 0.132 0.01 49.5 | 0.06 0.926 | 0.196 | 0 51.1 | 0.21 0.79 0.080 | 0.02 38.5
4v pam 3 0.16 0.84 0.340 0.43 54.0 | 0.2 0.8 0.549 | 0.21 625§ 0 1 0.11 0.01 50.5
LUAT3 “ 4 0.42 0.58 0.071 0 27.6 | 0.74 0.242 | 0.105 | O 124 ] 0.72 0.28 0.037 | 0 11.5
“ 5 0.13 0.869 | 0.049 0 41.0 | 0.31 0.675 | 0.066 | 0 321 § 0.63 0.361 0.059 | 0 16.0
mclust 3 0.02 0.98 0.042 0.92 465 | 0 0.999 | 0.068 | 0.88 484 | 0.01 0.99 0.110 | 0.01 50.0
“ 4 0.49 0.498 | 0.054 0.09 22.6 | 0.65 0.329 | 0.076 | 0.03 153 ] 025 0.73 0.023 | 0.29 | 340
“ 5 0.03 0.97 0.021 0.23 46.0 | 0.1 0.895 | 0.032 | 0.2 423 | 0.16 0.84 0.012 | 0.51 39.5
s/ nuvens 1 0 1 0.093 0 49.7 | O 1 0.085 0 493 | O 1 0.040 | 0.01 47.5
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Tabela D.8: Resultados da simulag@o para a configuracdo LUAT3 com 10 outliers

MCD OGK Cléssicos
k Pi P2 P3 Ps DIF P1 P2 P3 Ps DIF Pi P2 P3 P4 DIF
k-means 3 nd nd 0.134 0.25 84 | nd nd 0.129 0.28 79 | nd nd 0.029 0.03 0.0
NN “ 4 nd nd 0.071 0.01 2.1 | nd nd 0.055 0 0.5 | nd nd 0.036 0.01 0.0
SO “ 5 nd nd 0.059 0 09 | nd nd 0.055 0.03 0.5 | nd nd 0.039 0.03 0.0
2v pam 3 nd nd 0.045 0.8 0.0 | nd nd 0.066 0.69 1.6 | nd nd 0.039 0 0.0
LUAT3 “ 4 nd nd 0.047 0 0.0 | nd nd 0.044 0 0.0 | nd nd 0.059 0.02 0.9
10 “ 5 nd nd 0.038 0 0.0 | nd nd 0.048 0 0.0 | nd nd 0.037 0.03 0.0
mclust 3 nd nd 0.008 0.95 0.0 | nd nd 0.011 0.94 0.0 | nd nd 0.023 0.17 0.0
“ 4 nd nd 0.021 0.26 0.0 | nd nd 0.026 0.19 0.0 | nd nd 0.018 0.56 0.0
“ 5 nd nd 0.013 0.378 0.0 | nd nd 0.021 0.28 0.0 | nd nd 0.010 0.68 0.0
s/ nuvens 1 nd nd 0.019 0.067 0.0 | nd nd 0.014 0.12 0.0 | nd nd 0.013 0.14 0.0
k-means 3 0.47 0.485 0.116 0.03 25.1 | 043 0.535 0.092 0.23 26.4 | 0.02 0.98 0.027 0.04 46.5
NN “ 4 0.74 0.235 0.075 0 105 ] 0.74 0.215 0.059 0 8.7 1 0.02 0.98 0.036 0.05 46.5
Co “ 5 0.7 0.261 0.049 0.02 10.6 | 0.59 0.35 0.05 0.1 15.0 ] 0.15 0.85 0.046 0.03 40.0
2v pam 3 0.32 0.68 0.086 0.66 333 ] 033 0.67 0.074 0.67 322 ] 0.02 0.98 0.032 0.01 46.5
LUAT3 “ 4 0.66 0.331 0.090 0 16.1 | 0.69 0.297 0.104 0 151 ] 0.7 0.3 0.029 0 125
10 “ 5 0.4 0.6 0.043 0 27.5 | 047 0.529 0.042 0.01 24.0 | 0.64 0.36 0.042 0.02 15.5
mclust 3 0.02 0.98 0.10 0.96 49.0 | 0.03 0.97 0.009 0.94 46.0 | 0.02 0.98 0.019 0.2 46.5
“ 4 0.65 0.331 0.040 0.08 14.1 | 0.81 0.183 0.039 0.05 0.51 0.481 0.016 0.24 21.6
“ 5 0.33 0.67 0.021 0.32 31.0 | 036 0.63 0.021 0.28 29.0 | 0.27 0.721 0.013 0.54 33.6
s/ nuvens 1 0 1 0.013 0.14 47510 1 0.10 0.22 0 1 0.010 0.28 47.5
k-means 3 nd nd 0.061 0.15 1.1 | nd nd 0.074 0.18 24 | nd nd 0.045 0 0.0
NN “ 4 nd nd 0.077 0 2.7 | nd nd 0.084 0 34 | nd nd 0.061 0.01 1.1
SO “ 5 nd nd 0.005 0 0.0 | nd nd 0.101 0 51 | nd nd 0.102 0 5.2
4v pam 3 nd nd 0.02 091 0.0 | nd nd 0.018 0.92 0.0 | nd nd 0.044 0.01 0.0
LUAT3 “ 4 nd nd 0.054 0.01 04 | nd nd 0.077 0 2.7 | nd nd 0.043 0.02 0.0
10 “ 5 nd nd 0.051 0.01 0.1 | nd nd 0.073 0 23 | nd nd 0.048 0.04 0.0
mclust 3 nd nd 0.004 0.92 0.0 | nd nd 0.006 0.94 0.0 | nd nd 0.022 0.20 0.0
“ 4 nd nd 0.028 0.18 0.0 | nd nd 0.032 0.06 0.0 | nd nd 0.014 0.5 0.0
“ 5 nd nd 0.017 0.39 0.0 | nd nd 0.026 0.15 0.0 | nd nd 0.012 0.59 0.0
s/ nuvens 1 nd nd 0.064 0 1.4 | nd nd 0.059 0 0.9 | nd nd 0.037 0 0.0
k-means 3 0.15 0.839 0.083 0.13 411 | 0.1 0.891 0.082 0.18 43710 1 0.045 0 475
NN “ 4 0.08 0.92 0.086 0 453 | 0.07 0.927 0.099 0 46.3 | 0.04 0.96 0.070 0 46.5
Co “ 5 0.09 0.904 0.098 0 451 | 0.07 0.929 0.111 0 47.0 | 0.06 0.94 0.109 0 47.5
4v pam 3 0.07 0.93 0.024 0.92 44.0 | 0.15 0.85 0.042 0.83 40.01]0 1 0.042 0 475
LUAT3 “ 4 0.46 0.54 0.60 0 52.0 | 0.71 0.29 0.089 0 14.0 | 0.7 0.291 0.039 0 12.1
10 “ 5 0.09 0.91 0.049 0.02 43.0 | 0.27 0.73 0.069 0 35.0 | 0.63 0.37 0.048 0.01 16.0
mclust 3 0.02 0.953 0.011 0.86 45210 0.982 0.075 0.85 479 ] 0.01 0.936 0.073 0.16 45.5
“ 4 0.62 0.362 0.059 0.03 16.1 | 0.63 0.352 0.068 0.06 16.0 | 0.39 0.547 0.30 0.12 374
“ 5 0.07 0.825 0.019 0.03 38.8 | 0.24 0.715 0.03 0.23 333 ] 0.18 0.75 0.011 0.47 35.0
s/ nuvens 1 0 1 0.071 0 486 | 0 1 0.068 0 484 1 0 1 0.037 0.01 47.5
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Tabela D.9: Resultados da simulag@o para a configuracdo LUAT3 com 30 outliers

MCD OGK Classicos

kK | pi p> Ps P4 DIF | p: p> P Ps DIF P p2 ps P4 DIF

k-means 3 nd nd 0.134 0.25 8.4 nd nd 0.129 0.28 79 | nd nd 0.029 0.03 0.0

NN “ 4 | nd nd 0.071 0.01 2.1 nd nd 0.055 | 0 0.5 | nd nd 0.036_| 0.01 0.0
SO « 5 | nd nd 0059 [0 0.9 nd nd 0.055 | 0.03 0.5 | nd nd 0.039 [ 003 0.0
2v pam 3 nd nd 0.045 0.8 0.0 nd nd 0.066 0.69 1.6 | nd nd 0.039 0 0.0
LUAT3 | © 4 | nd nd 0.047 0 0.0 nd nd 0044 |0 0.0 | nd nd 0059 | 002 |09
30 « 5 | nd nd 0.038 0 0.0 nd nd 0.048 [ 0 0.0 | nd nd 0.037 | 003 [ 0.0
melust 3 | nd nd 0.008 0.95 0.0 nd nd 0011 | 0.94 0.0 | nd nd 0023 | 017 | 0.0

« 4 | nd nd 0.021 0.26 0.0 nd nd 0.026 | 0.19 0.0 | nd nd 0018 | 056 | 0.0

« 5 | nd nd 0.013 0378 | 0.0 nd nd 0.021 | 0.28 0.0 | nd nd 0.010 [ 068 [ 0.0

s/ nuvens 1 | nd nd 0019 | 0.067 | 0.0 nd nd 0.014 | 0.12 0.0 | nd nd 0013 | 014 | 0.0

k-means 3 o049 0.51 0.846 | 0 628 | 0.56 0.4 0.895 | 0.01 61.8 | 0.03 0.97 0076 | 005 | 473

NN « 4 o5 0.492 0414 [0 403 | 056 0423 [ 0402 [0 363 | 02 0.8 0.077 [ 007 | 389
[ ) « 5 | 032 0.665 0.163 0.01 364 | 052 0455 | 0.182 | 0 26.9 | 0.44 0.56 0.056 | 002 | 258
2v pam 3 Jos 0.5 0.853 0 62.7 | 0.46 0.54 0.898 [ 0 I o 1 0.118 | 0.02 50.9
LUAT3 | « 4 | o076 0.23 0.108 0 119 | 067 0323 [ 0131 |0 17.7 | 081 0.13 0.029 [ 0.01 6.5
30 « 5 | o042 0.567 0.044 | 001 259 | 0338 0601 | 0045 | 0 276 | 0.64 0359 | 0038 |0 155
melust 3 | o007 0.921 0.085 0.87 453 | 0.02 0979 [ 0173 | 0.73 526 | 0 0999 [ 0.124 [ 0.1 51.2

“ 4 |o083 0.14 0.066 | 0.01 53 |09 0049 | 0057 | 003 |HEOEN 055 043 0017 [ 022 [ 190

« 5 | 026 0.714 0.018 0.25 332 | 026 0693 | 0022 | 022 322 | 024 0.75 0.007 | 0.6 35.0

s/_nuvens 1 o 1 0.009 | 025 475 | o 1 0.007 | 037 475 [0 1 0009 | 022 | 475

k-means 3 | nd nd 0.061 0.15 1.1 nd nd 0.074 | 0.18 24 | nd nd 0.045 | 0 0.0

NN « 4 | nd nd 0.077 0 2.7 nd nd 0.084 | 0 34 | nd nd 0.061 | 0.01 1.1
SO « 5 | nd nd 0.005 0 0.0 nd nd 0.101_[ 0 51 | nd nd 0.102 [0 5.2
4v pam 3 | nd nd 0.02 0.91 0.0 nd nd 0.018 | 0.92 0.0 | nd nd 0.044_[ 0.01 0.0
LUAT3 | © 4 | nd nd 0.054 | 0.01 0.4 nd nd 0077 | 0 27 | nd nd 0043 [ 002 0.0
30 « 5 | nd nd 0.051 0.01 0.1 nd nd 0073 [0 23 | nd nd 0.048 [ 004 [ 0.0
melust 3 | nd nd 0.004 | 0.92 0.0 nd nd 0.006 | 0.94 0.0 | nd nd 0022 [ 020 | 0.0

« 4 | nd nd 0.028 0.18 0.0 nd nd 0.032_| 0.06 0.0 | nd nd 0014 | 05 0.0

« 5 | nd nd 0.017 0.39 0.0 nd nd 0.026 | 0.15 0.0 | nd nd 0012 | 059 0.0

s/_nuvens 1 | nd nd 0064 | 0 14 nd nd 0.059 | 0 0.9 | nd nd 0037 | 0 0.0

k-means 3 loie 0.83 0.756 | 0.02 743 | o.15 0.849 | 0.817 | 0 783 | 0 1 0.18 0 54.0

NN « 4 |ol6 0.825 0266 | 0 496 | 026 0697 | 0376 | 0 487 | 013 0869 | 0.117 | 0 443
Cco « 5 | o004 0.939 0.177 0 508 | 023 0734 | 0197 |0 41.6 | 039 0.607 | 0.091 | 0 29.9
4v pam 3 |o13 0.87 0.745 0.06 758 | 021 0.789 | 0.865 | 0 777 | 0 1 0208 [0 55.4
LUAT3 | 4 o033 0.664 0.074__| 0.01 319 | 063 0331 | 0103 |0 16.7 | 0.74 0259 | 0.038 | 0 105
30 « 5 | 0386 0.13 0149 [0 9.0 0.34 0621 | 0076 | 0 29.9 | 054 0456 | 0.053 | 0 20.5
melust 3 |o02 0.97 0.053 0.91 462 | o 0.999 [ 0079 | 0.87 489 | 0 0.998 [ 0.091 [ 0.01 495

« 4 | 053 0.463 0.057 0.05 213 | 062 0361 | 0.066 | 0.07 164 | 027 0719 | 0021 |02 335

« 5 |ol 0.879 0.021 0.28 415 | o017 0.824 | 0029 | 0.17 387 | 0.07 0918 [ 0.009 | 0.67 | 434

s/ nuvens 1 |o 1 0.105 0 503 | 0 1 0102 | 0 50.1 | 0 1 0.045 | 0 475

-266-




Apéndice D

Tabela D.10: Resultados da simulacdo para a configuragdio ESFERA

MCD OGK Classicos

kK | p P2 P P4 DIF | p, P2 P P4 DIF | p, P2 P3 P4 DIF

k-means 3 nd nd 0.519 | 0.02 | 469 | nd nd 0485 | 0.13 43.5 | nd nd 0.022 | 0.95 0.0

NN “ 4 nd nd 0873 [ 0 823 | nd nd 0816 | 0 76.6 | nd nd 0.125 | 058 | 7.5
SO “ 5 nd nd 0.881 0 83.1 - - - - - nd nd 0.225 | 0.36 17.5
2v pam 3 nd nd 0.55 0.01 50.0 nd nd 0.547 | 0.07 49.7 nd nd 0.017 [ 095 0.0
ESFERA | ¢ 4 nd nd 0925 [ 0 87.5 | nd nd 0878 | 0 82.8 | nd nd 0.084 | 0.71 34
“ 5 nd nd 0883 [ O 833 | - - - - - nd nd 0.204 | 0.37 154

mclust 3 nd nd 0.518 | 0.02 | 46.8 | nd nd 0485 | 0.13 435 | nd nd 0.116 | 0.72 | 6.6

“ 4 nd nd 0878 [ 0 82.8 | nd nd 0812 | 0 76.2 | nd nd 0.275 [ 0.33 22.5

“ 5 nd nd 0885 | 0 83.5 | nd nd 0.789 | 0 739 | nd nd 0.432 | 0.07 ] 38.2

s/ nuvens 1 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0 1 0.0

k-means 3 0.48 0.52 0.363 [ 0.23 39.2 | 0.61 0.39 0.337 | 0.25 314 | 0.04 096 | 0.013 | 096 | 45.5

NN “ 4 1 0 0919 [ 0 43.5 ]| 0.99 0.01 0.856 | 0.01 403 | 0.13 0.87 | 0.054 | 0.81 41.2
CcoO “ 5 1 0 0869 [ 0 410 | - - - - - 0.22 0.78 | 0.101 | 0.55 39.1
2v pam 3 0.02 0.548 | 042 0.01 434 | 0.1 0.53 0437 | 0.13 434 | 0 1 0 1 47.5
ESFERA | “ 4 1 0 0.94 0 45 | - - - - - 0 1 0 1 47.5
“ 5 1 0 0.891 0 42.1 - - - - - 0.55 045 | 0.057 | 0.79 | 204

mclust 3 0.55 0.45 0.341 025 | 346 | 0.7 0.3 0.353 | 0.22 277 ] 0.2 0.8 0.088 | 0.79 | 394

“ 4 0.98 0.02 0.91 0.01 43.0 | 0.88 0.12 0.73 0.01 375 | 045 0.55 | 0.169 | 0.55 31.0

“ 5 1 0 0.921 0 43.6 | 0.99 0.01 0765 | 0 358 | 092 0.08 | 0294 | 034 | 137

s/ _nuvens 1 0 1 0 1 47.5 0 1 0 1 47.5 0 1 0 1 47.5

k-means 3 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0 1 0.0

NN “ 4 nd nd 0.001 0.91 0.0 nd nd 0 0.99 0.0 nd nd 0 1 0.0
SO “ 5 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0 1 0.0
4v pam 3 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0 1 0.0
ESFERA | “ 4 nd nd 0 094 | 0.0 nd nd 0 1 0.0 nd nd 0 1 0.0
“ 5 nd nd 0 0.97 0.0 nd nd 0 0.99 0.0 nd nd 0 1 0.0

mclust 3 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0 1 0.0

“ 4 nd nd 0 099 | 0.0 nd nd 0 1 0.0 nd nd 0 1 0.0

“ 5 nd nd 0 0.95 0.0 nd nd 0 1 0.0 nd nd 0.001 | 0.99 | 0.0

s/ nuvens 1 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0 1 0.0

k-means 3 0 1 0 1 475 | 0O 1 0 1 475 | 0O 1 0 1 47.5

NN “ 4 0 1 0 1 475 | 0 1 0 1 475 | 0 1 0 1 47.5
Cco “ 5 0 1 0 098 | 475 | 0 1 0 1 475 | 0 1 0 1 47.5
4v pam 3 0 1 0 1 475 J 0 1 0 1 475 J 0 1 0 1 47.5
ESFERA | « 4 0 1 0 1 475 | O 1 0 1 475 | O 1 0 1 47.5
“ 5 0 1 0 097 | 475 | 0 1 0 1 475 | 0O 1 0 1 47.5

mclust 3 0 1 0 1 475 | 0 1 0 1 475 | 0 1 0 1 47.5

“ 4 0 1 0 1 475 | O 1 0 1 475 | O 1 0 1 475

“ 5 0 1 0 097 | 475 | O 1 0 1 475 | O 1 0 1 47.5

s/ nuvens 1 0 1 0 1 47.5 0 1 0 1 47.5 0 1 0 1 47.5
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Tabela D.11: Resultados da simulacdo para a configuragdo ESFERA com o dobro dos dados e 2v.

MCD OGK Cléssicos
kK | pi P2 P3 P4 DIF | p: P2 P3 P4 DIF | p: P2 P3 P4 DIF
k-means 3 nd nd 0.464 0.03 414 | nd nd 0.499 0.14 449 | nd nd 0 1 0.0
NN “ 4 nd nd 0.974 0 924 | nd nd 0.895 0 84.5 | nd nd 0.006 0.98 0.0
SO “ 5 nd nd 0.957 0 90.7 | nd nd 0.868 0 81.8 | nd nd 0.011 0.95 0.0
2v pam 3 nd nd 0.507 0 457 | nd nd 0.576 0.05 52.6 | nd nd 0 1 0.0
ESFERA | “ 4 nd nd 0.988 0 93.8 | nd nd 0.938 0 88.8 | nd nd 0 1 0.0
DOBRO “ 5 nd nd 0.973 0 923 | nd nd 0.893 0 84.3 | nd nd 0.017 0.92 0.0
mclust 3 nd nd 0.398 0 348 | nd nd 0.467 0.13 41.7 | nd nd 0.004 0.99 0.0
“ 4 nd nd 0.976 0 92.6 | nd nd 0.871 0 82.1 | nd nd 0.022 0.94 0.0
“ 5 nd nd 0.991 0 94.1 | nd nd 0.859 0 80.9 | nd nd 0.072 0.71 2.2
s/ nuvens 1 nd nd 0 1 0.0 | nd nd 0 1 0.0 | nd nd 0 1 0.0
k-means 3 0.58 042 | 0446 | 0.09 383 | 046 054 | 0212 | 047 32610 1 0 1 47.5
NN “ 4 1 0 0.979 0 46.5 | 0.99 0.01 0.867 0.02 409 | 0 1 0 1 47.5
CcO “ 5 1 0 0.956 0 453 | 0.98 0.02 0.844 0.02 39.7 | 0.01 0.99 0.007 0.97 47.0
2v pam 3 0.05 0.54 0.449 0.06 44.5 | 0.02 0.68 0.305 0.3 43| 0 1 0 1 47.5
ESFERA | « 4 1 0 0.988 0 469 | 1 0 0.926 0 43.8 | 0.38 0.579 0 1 26.5
DOBRO “ 5 1 0 0.977 0 46.4 1 0 0.902 0 42.6 | 047 0.514 0.005 0.97 23.2
mclust 3 0.48 0.52 0.373 0.19 39.7 | 0.56 0.44 0.249 0.4 29.5 | 0.01 0.99 0.005 0.99 47.0
“ 4 1 0 0.983 0 46.7 | 0.88 0.12 0.751 0.02 38.6 | 0.04 0.96 0.019 0.94 45.5
“ 5 1 0 0982 | 0 46.6 | 0.99 0.01 0.833 | 0.02 39.2 | 0.09 091 0.035 | 0.88 43.0
s/ nuvens 1 0 1 0 1 475 1 0 1 0 1 475 | 0 1 0 1 47.5
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Tabela D.12: Resultados da simulacio para a configuragdo DONUT

MCD OGK Classicos
kK | p P2 p3 P4 DIF | p: p2 ps P4 DIF | p P2 D3 P4 DIF
k-means 3 nd nd 0.316 0.2 26.6 nd nd 0.241 0.39 19.1 nd nd 0.017 0.95 0.0
NN “ 4 nd nd 0.141 0.36 9.1 nd nd 0.063 0.61 1.3 nd nd 0.022 0.91 0.0
SO “ 5 nd nd 0.029 0.72 0.0 nd nd 0.007 0.89 0.0 nd nd 0.022 0.9 0.0
2v pam 3 nd nd 0.332 0.11 28.2 nd nd 0.239 0.42 18.9 nd nd 0.007 0.98 0.0
DONUT “ 4 nd nd 0.193 0.21 14.3 nd nd 0.059 0.57 0.9 nd nd 0.022 0.91 0.0
“ 5 nd nd 0.021 0.71 0.0 nd nd 0.008 0.92 0.0 nd nd 0.021 0.9 0.0
mclust 3 nd nd 0.227 0.32 17.7 nd nd 0.157 0.54 10.7 nd nd 0.027 0.93 0.0
“ 4 nd nd 0.129 0.3 7.9 nd nd 0.054 0.63 0.4 nd nd 0.069 0.76 1.9
“ 5 nd nd 0.035 0.64 0.0 nd nd 0.01 0.89 0.0 nd nd 0.045 0.79 0.0
s/ nuvens 1 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0 1 0.0
k-means 3 0.35 0.65 0.17 0.54 36.0 0.35 0.65 0.13 0.69 34.0 0.19 0.81 0.002 0.99 38.0
NN “ 4 0.66 0.34 0.361 0.09 30.1 0.57 0.42 0.221 0.3 27.1 0.61 0.39 0.011 0.97 17.0
Cco “ 5 0.86 0.14 0.139 0.28 9.0 0.83 0.17 0.045 0.68 6.0 0.99 0.01 0.019 0.93
2v pam 3 0.47 0.53 0.249 0.43 34.0 0.43 0.57 0.177 0.59 324 0.28 0.72 0.003 0.99 33.5
DONUT “ 4 0.8 0.2 0.408 0.02 254 0.86 0.14 0.252 0.21 14.6 0.95 0.05 0.01 0.97 0.0
“ 5 0.9 0.1 0.161 0.16 8.1 0.83 0.17 0.068 0.49 6.9 1 0 0.018 0.94 0.0
mclust 3 0.59 0.41 0.108 0.79 20.9 0.41 0.59 0.117 0.81 304 0.54 0.46 0 1 20.5
“ 4 0.76 0.24 0.326 0.18 233 0.67 0.33 0.161 047 19.6 0.84 0.16 0.021 0.95 5.5
“ 5 0.89 0.11 0.132 0.28 7.1 0.79 0.21 0.035 0.76 8.0 0.98 0.02 0.023 0.92 0.0
s/ nuvens 1 0 1 0 1 0 1 0 1 47.5 0 1 0 1 47.5
k-means 3 nd nd 0.276 0.28 22.6 nd nd 0.102 0.73 5.2 nd nd 0.014 0.96 0.0
NN “ 4 nd nd 0.085 0.41 3.5 nd nd 0.017 0.89 0.0 nd nd 0.018 0.93 0.0
SO “ 5 nd nd 0.01 0.88 0.0 nd nd 0.002 0.94 0.0 nd nd 0.017 0.93 0.0
3v pam 3 nd nd 0.265 0.32 21.5 nd nd 0.062 0.82 1.2 nd nd 0.004 0.99 0.0
DONUT “ 4 nd nd 0.101 0.38 5.1 nd nd 0.014 0.89 0.0 nd nd 0.009 0.96 0.0
“ 5 nd nd 0.014 | 0.85 0.0 nd nd 0 0.99 0.0 nd nd 0.008 0.96 0.0
mclust 3 nd nd 0.174 | 0.52 12.4 nd nd 0.045 0.87 0.0 nd nd 0.033 0.92 0.0
“ 4 nd nd 0.064 | 0.49 14 nd nd 0.011 0.89 0.0 nd nd 0.031 0.89 0.0
“ 5 nd nd 0.019 0.73 0.0 nd nd 0.081 0.97 3.1 nd nd 0.027 0.85 0.0
s/ nuvens 1 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0 1 0.0
k-means 3 0.36 0.64 0.141 0.62 34.1 0.16 0.84 0.011 0.96 39.5 0.22 0.78 0 1 36.5
NN “ 4 0.66 0.34 0.297 0.13 26.9 0.45 0.55 0.066 0.76 25.8 0.49 0.51 0.004 0.98 23.0
CO “ 5 0.67 0.33 0.067 0.52 14.9 0.59 0.41 0.02 0.9 18.0 0.98 0.02 0.004 0.98 0.0
3v pam 3 0.37 0.63 0.146 0.6 33.8 0.23 0.77 0.037 0.9 36.0 0.28 0.72 0.003 0.99 33.5
DONUT “ 4 0.77 0.23 0.272 0.14 20.1 0.67 0.33 0.065 0.66 14.8 0.84 0.16 0 1 5.5
“ 5 0.76 0.24 0.077 0.49 10.9 0.71 0.29 0.017 0.84 12.0 1 0 0 1 0.0
mclust 3 0.36 0.64 0.058 0.9 29.9 0.29 0.71 0.041 0.93 33.0 0.36 0.64 0.006 0.99 29.5
“ 4 0.64 0.36 0.224 | 0.23 24.2 0.61 0.39 0.038 0.83 17.0 0.75 0.25 0.009 0.98 10.0
“ 5 0.78 0.22 0.06 0.5 9.0 0.69 0.31 0.026 0.87 13.0 0.92 0.08 0.026 0.9 1.5
s/ nuvens 1 0 1 0 1 47.5 0 1 0 1 47.5 0 1 0 1 47.5
k-means 3 nd nd 0.142 0.6 9.2 nd nd 0.02 0.95 0.0 nd nd 0.007 0.98 0.0
NN “ 4 nd nd 0.041 0.67 0.0 nd nd 0.001 0.94 0.0 nd nd 0.016 0.94 0.0
SO “ 5 nd nd 0.001 0.96 0.0 nd nd 0.002 0.96 0.0 nd nd 0.013 0.94 0.0
4v pam 3 nd nd 0.151 0.57 10.1 nd nd 0.003 0.92 0.0 nd nd 0.004 0.99 0.0
DONUT “ 4 nd nd 0.023 0.72 0.0 nd nd 0.008 0.91 0.0 nd nd 0.002 0.99 0.0
“ 5 nd nd 0.001 0.9 0.0 nd nd 0.005 0.97 0.0 nd nd 0.009 0.96 0.0
mclust 3 nd nd 0.076 0.74 2.6 nd nd 0.005 0.98 0.0 nd nd 0 1 0.0
“ 4 nd nd 0.045 0.6 0.0 nd nd 0.005 0.92 0.0 nd nd 0.027 0.89 0.0
“ 5 nd nd 0.004 | 0.86 0.0 nd nd 0.005 0.95 0.0 nd nd 0.021 0.89 0.0
s/ nuvens 1 nd nd 0 1 0.0 nd nd 0 1 0.0 nd nd 0 1 0.0
k-means 3 0.28 0.72 0.053 0.85 33.7 0.07 0.93 0.011 0.97 44.0 0.24 0.76 0 1 355
NN “ 4 0.46 0.54 0.142 0.37 29.1 0.44 0.56 0.025 0.82 25.5 0.4 0.6 0.003 0.99 27.5
CO “ 5 0.51 0.49 0.025 0.69 22.0 0.62 0.38 0.006 0.95 16.5 0.98 0.02 0.007 0.97 0.0
4v pam 3 0.26 0.74 0.117 0.67 379 0.17 0.83 0.018 0.94 39.0 0.22 0.78 0 1 36.5
DONUT “ 4 0.66 0.34 0.179 0.26 21.0 0.6 0.4 0.03 0.88 17.5 0.83 0.17 0 1 6.0
“ 5 0.55 0.45 0.045 0.65 20.0 0.58 0.42 0.006 0.97 18.5 0.99 0.01 0.005 0.98 0.0
mclust 3 0.35 0.65 0.044 | 0.92 30.0 0.16 0.84 0.006 0.99 39.5 0.34 0.66 0 1 30.5
“ 4 0.57 0.43 0.132 0.37 23.1 0.56 0.44 0.019 0.91 19.5 0.71 0.29 0.011 0.97 12.0
“ 5 0.54 0.46 0.011 0.74 20.5 0.66 0.34 0.004 0.94 14.5 0.89 0.11 0.021 0.91 3.0
s/ nuvens 1 0 1 0 1 47.5 0 1 0 1 47.5 0 1 0 1 47.5
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Tabela D.13: Resultados da simulagdo para a configuragao T1

MCD OGK Classico
s
k | p P2 Ps Ps DIF | p: P2 Ps Ps DIF | p P2 Ps Ps DIF
k-means 3 nd nd 0.035 | 0.44 ] 0.0 nd nd 0.037 | 0.35 ] 0.0 nd nd 0.0025 0.15 0.0
NN “ 4 nd nd 0.057 | 0.09 | 0.7 nd nd 0.057 | 0.02 | 0.7 nd nd 0.031 0.14 | 0.0
SO “ 5 nd nd 0.051 | 0.07 ] 0.1 nd nd 0.055 | 0.02 | 0.5 nd nd 0.045 0.11 0.0
2v pam 3 nd nd 0.002 | 097 | 0.0 nd nd 0.002 | 0.96 | 0.0 nd nd 0.018 0.07 | 0.0
T1 “ 4 nd nd 0.05 0 0.0 nd nd 0.046 | 0.02 | 0.0 nd nd 0.019 0.19 | 0.0
“ 5 nd nd 0.035 | 0.06 | 0.0 nd nd 0.037 | 0.03 ] 0.0 nd nd 0.02 0.22 | 0.0
mclust 3 nd nd 0.001 | 0.97 | 0.0 nd nd 0 0.99 | 0.0 nd nd 0.005 0.57 0.0
“ 4 nd nd 0.015 | 0.35 0.0 nd nd 0.017 | 033 ] 0.0 nd nd 0.003 0.76 | 0.0
“ 5 | nd nd 0.008 | 0.54 | 0.0 nd nd 0.012 | 0.37 | 0.0 nd nd 0.004 0.82 ] 0.0
s/ nuvens 1 nd nd 0.057 | 0 0.7 nd nd 0.056 | O 0.6 nd nd 0.033 0.02 | 0.0
k-means 3 0.92 0.08 0.016 | 0.34 1.5 0.92 0.08 0.014 | 043 1.5 1 0 0.033 0.02 -
NN “ 4 0.76 0.234 0.06 0.01 9.7 0.85 0.149 0.059 | 0.02 | 54 0.9 0.1 0.024 0.1 2.5
Cco “ 5 0.66 0.334 0.059 | 0.03 14.7 | 0.79 0.207 0.054 | 0.02 | 8.1 0.97 0.03 0.032 0.11 0.0
2v pam 3 0.98 0.02 0.005 | 042 ] 0.0 0.99 0.01 0.005 | 0.47 ] 0.0 0.98 0.02 0.035 0 0.0
T1 “ 4 ] 093 0.069 | 0.056 | 0 1.3 0.93 0.068 | 0.056 | 0 1.2 0.91 0.089 0.019 0.05 | 2.0
“ 5 0.68 0.316 0.048 | 0.02 13.3 | 0.79 0.203 0.053 | 0.01 7.8 0.95 0.05 0.019 0.08 0.0
mclust 3 0.67 0.265 0 0.98 10.8 | 0.69 0.198 0.002 | 091 7.4 0.75 0.25 0.007 0.46 10.0
“ 4 0.74 0.259 0.025 | 0.26 10.5 | 0.74 0.259 0.02 0.31 10.5 | 0.67 0.33 0.005 0.58 14.0
“ 5 0.55 0.449 0.014 | 0.29 | 20.0 | 0.66 0.33 0.012 | 0.49 14.0 | 0.59 0.41 0.003 0.76 18.0
s/muvens | 1 |1 0 0055 [0 03 |1 0 006 |0 05 |0 1 0016 | 013 | IS
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Tabela D.14: Resultados da simulago para a configuragdo T2

MCD OGK Classicos
k_| ps P2 Ps Ps DIF | p; P2 Ps Ps DIF | p; P2 Ps Ps DIF
k-means 3 nd nd 0.041 0.3 0.0 nd nd 0.043 0.34 0.0 nd nd 0.030 0.02 0.0
NN “ 4 nd nd 0.056 0 0.6 nd nd 0.057 0 0.7 nd nd 0.038 0.03 0.0
SO “ 5 nd nd 0.057 0.02 0.7 nd nd 0.06 0.03 1.0 nd nd 0.05 0 0.0
2v pam 3 nd nd 0.009 0.95 0.0 nd nd 0.015 0.91 0.0 nd nd 0.027 0.02 0.0
T2 “ 4 nd nd 0.047 0 0.0 nd nd 0.047 0 0.0 nd nd 0.028 0.04 0.0
“ 5 nd nd 0.046 0.01 0.0 nd nd 0.049 0 0.0 nd nd 0.028 0.09 0.0
mclust 3 nd nd 0.004 0.97 0.0 nd nd 0 0.99 0.0 nd nd 0.014 0.46 0.0
“ 4 nd nd 0.022 0.29 0.0 nd nd 0.027 0.19 0.0 nd nd 0.007 0.59 0.0
“ 5 nd nd 0.014 | 0.27 0.0 nd nd 0.018 | 0.3 0.0 nd nd 0.010 [ 0.74 ] 0.0
s/ nuvens 1 nd nd 0.054 0.01 0.4 nd nd 0.039 0 0.0 nd nd 0.024 0.03 0.0
k-means 3 0.18 0.801 0.115 0.27 40.8 0.26 0.705 0.033 0.46 32.8 0 1 0.038 0.02 47.5
NN “ 4 0.29 0.694 | 0.079 | 0.02 | 33.7 0.32 0.644 | 0.072 | 0.02 | 30.8 | 0.09 0.909 | 0.034 | 0.05 43.0
CO “ 5 0.34 0.652 0.063 0.01 30.8 0.38 0.597 0.057 0.01 27.7 0.56 0.44 0.039 0.04 19.5
2v pam 3 0.54 0.46 0.277 0.19 319 0.46 0.54 0.222 0.31 33.1 0.55 0.45 0.043 0 20.0
T2 “ 4 0.51 0485 | 0.047 | 0 21.8 0.59 0.401 0.053 | 0 17.7 | 0.63 0.37 0.026 | 0.03 16.0
“ 5 0.24 0.75 0.044 0 35.0 0.31 0.674 0.043 0.01 31.2 0.63 0.36 0.028 0.02 15.5
mclust 3 0.87 0.03 0.037 0.9 0.78 0.074 0.041 0.84 1.2 0.74 0.242 0.041 0.01 9.6
“ 4 0.47 0.519 0.037 0.12 23.5 0.6 0.386 0.039 0.1 16.8 0.25 0.741 0.007 0.58 34.6
“ 5 0.23 0.727 0.019 0.25 33.9 0.25 0.746 0.019 0.3 34.8 0.23 0.77 0.004 0.69 36.0
s/ nuvens 1 0.09 0.851 0.035 | 0 40.1 0.03 0.959 | 0.024 | 0.04 | 455 | O 1 0.013 0.16
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Programas relativos ao Capitulo 5

c(p,n;,05)- Constantes (Becker e Gather, 2001) que funcionam como limites de
deteccao dos outliers.

constantes<-function (n,p)
{
consl<-matrix (0,7,1)

cons2<-matrix(0,7,1)

cons3<-matrix (0,7,1)

res<-rep(0,10000)

for (i in 1:10000) {

dados<—-rmvnorm (n, d=p)
covmcdl<-cov.mcd (dados, quan=floor (0.75*n))
mat<-covmcdlS$Scov

mu<-covmcdlS$center
maha<-mahalanobis (dados, mu,mat, inverted=F)
res[i]<-max (maha)

}

for (k in 1:7){

perl<-0.9"(1/k)

per2<-0.85"(1/k)

per3<-0.8"(1/k)

consl[k,l]<-quantile (res,probs=c (perl))
cons2[k,l]<-quantile (res,probs=c(per2))
cons3[k,l]<-quantile (res,probs=c (per3))

}

list (cons0.9=consl, cons0.85=cons2,cons0.8=cons3)

}
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AIC_EXEMPLO- Valor médio do AIC para 100 simulacoes com utilizacao do
método k-means e estimador robusto MCD.

akaikefinal<-0
for (i in 1:100)
{

dens<-function (x, k,nt,mu, sigma) {
fest<-0
n<-sum (nt)
p<—-nrow (mu)
# print (p)
for (j in 1:k){
muj<-mul[, j]
# print (Jj)
# print ( (((3-1)*p+1): (J*p)) )
sigmaj<— sigmal (((Jj-1)*p+l): (j*p)),]
# print (sigmaij)
fest<- fest+nt[]j]/n*dmvnorm(x, mean=muj, cov=sigmaj)
}
fest
}

akaike<- function (dados, k,nt,mu, sigma) {
n<-sum(nt)
p<—- nrow (mu)
1nL<-0
for (i in 1:n){
InL<-1nL+log(dens (dados[i, ],k,nt,mu,sigma))
}
ak<— —2*1InL+2*k* (p+p* (p+1) /2)
ak

dart<-
rbind (rmvnorm(50,c(0,12),diag(c(1,0.3))), rmvnorm(50,c(0,0),diag(c(1,0.3))),
rmvnorm (50,c(1.5,6),diag(c(0.2,9))), rmvnorm(10,c(-2,6),diag(c(0.01,0.01))))

clusdn2<-kmeans (dart, 2)
clusdn3<-kmeans (dart, 3)
clusdné4<-kmeans (dart, 4)
clusdnb<-kmeans (dart, 5)
clusdnb6<-kmeans (dart, 6)
clusdn7<-kmeans (dart, 7)
clusdn8<-kmeans (dart, 8)

igl<- clusdn8S$cluster==
ig2<- clusdn8S$cluster==2
1ig3<- clusdn8S$cluster==
ig4<- clusdn8Scluster==
ig5<- clusdn8S$cluster==
ig6<- clusdn8Scluster==
ig7<- clusdn8S$cluster==7
ig8<- clusdn8Scluster==8

gl<-dart
gz2<-dart
g3<-dart
g4<-dart
gb<-dart
gb<-dart
g7<-dart
g8<-dart

igl,
ig2,
ig3,
ig4,
ig5,
ige,
ig7,
ig8,

]
]
]
]
]
]
]
]
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tnuveml<-nrow (gl)
tnuvem2<-nrow (g2)
tnuvem3<-nrow (g3)
tnuvemé4<-nrow (g4)
tnuvembS<-nrow (g5)
tnuvemb<-nrow (g6)
tnuvem7<-nrow (g7)
tnuvem8<-nrow (g8)

ml<-cov.mcd(gl,quan=floor (0
m2<-cov.mcd (g2, quan=£floor (0
m3<-cov.mcd (g3, quan=floor (0
m4<-cov.mcd (g4, quan=£floor (0
mbS<-cov.mcd (g5, quan=floor (0.
m6<-cov.mcd (g6, quan=floor (0
m7<-cov.mcd (g7, quan=floor (0
m8<-cov.mcd (g8, quan=floor (0

mu8<-—

.75*tnuveml
.75*tnuvem?2
.75*tnuvem3
.75*tnuvem4d

.75*tnuvemb6
.75*tnuvem?’
. 75*tnuvems

))
))
))
))
75*tnuvemb) )
))
))
))

cbind (mlScenter,m2Scenter,m3Scenter,méScenter, mbScenter, mé6Scenter, m7Scenter

,m8Scenter)

mu8

sigma8<-rbind (ml$cov,m2$cov, m3$cov, mdScov, m55cov, m6Scov, m7$cov, m8Scov)

akaikefinal<-akaikefinal+akaike (dart, 8, nt=c(sum(igl), sum(ig2),sum(ig3),

sum(ig4),sum(ig5),sum(ig6), sum(ig7),sum(ig8)),mu8, sigmasd)

akaikefinal<-akaikefinal/100
akaikefinal
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RRO- programa que implementa a RRO

RRO<-function(idat, imetodo, iestimador, itipconstantes, iconstantes,
inumnuvens, ialfa)

numero<-1
n<-nrow (idat)
indicn<-c (1:n)
final<-rep (0, n)
niteracoes<-1
#
while (numero>0)
{
datnovo<-idat [indicn, ]
#
if (inumnuvens==1)
{
result<-rroprogsn (datnovo, iestimador, itipconstantes, iconstantes,
ialfa)
}
else
{
result<-rroprog(datnovo, imetodo, iestimador, itipconstantes,
iconstantes, inumnuvens, ialfa)
}
#
numero<-result$numero
final<-especial (final, result$novadat)
indicn<-order (final) [1: (n—sum(final)) ]
niteracoes<-niteracoes+1
}
#
if (inumnuvens>1)
{
wfinal<-rrooutfinal (n, inumnuvens, final, resultS$mind, result$novoqui,
resultSclusterl)
final<-wfinalS$Sfinal
numerofinal<-sum(wfinal$final)
indi<-wfinal$indicn
}
else
{
numerofinal<-sum(final)
indi<-indicn
}
#
list (fim=final, num=numerofinal, indi=indi)

}
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rroprogsn<-function(idat, iestimador, itipconstantes, iconstantes, ialfa)
{
n<-nrow (idat)
variaveis<-ncol (idat)
#
if (iestimador==1)
{
alfan<-(l-ialfa)”(1/n)
quiquadrado<-gchisqg(alfan,variaveis)
medial<-apply (idat, 2, mean)
variancial<-var (idat)
mhl<-mahalanobis (idat,medial,variancial, inverted=F)
}
if (iestimador==2)
{
nk<-round (n/5)
if (variaveis==2) p<-
if (variaveis==3) p<-
) p<-

w N =

if (variaveis== <
if(ialfa==0.1) a<-1
if (ialfa==0.15) a<-2
if (ialfa==0.2) a<-3
#
if (nk<=50)
{
quiquadrado<-iconstantes[nk,p, a]
}
else
{
alfan<-(l-ialfa)”(1/n)
guiquadrado<-gchisg(alfan,variaveis)
}
#
covmcdl<-cov.mcd (idat, quan=floor (0.75*n))
covmcdl<—-as.matrix (covmcdl)
centerl<-covmcdl$center
covl<—covmecdl$cov
mhl<-mahalanobis (idat, centerl, covl, inverted=F)

}

if (iestimador==3)
{

nk<-round (n/5)

if (variaveis==2) p<-1
if (variaveis==3) p<-2
if (variaveis==4) p<-3
#

if (nk<=50)

{
quiquadrado<-iconstantes[nk, p]
}
else
{
alfan<-(l-ialfa)” (1/n)
quiquadrado<-gchisqg(alfan,variaveis)
}
#
ogkl<-final (idat, 0.9)
centerl<-ogkl$tw
covl<-ogklS$vw
mhl<-mahalanobis (idat, centerl, covl, inverted=F)
}
#
outl<-matrix(0,n, 1)
indics<-matrix(0,n, 1)
indicn<-matrix (0, n, 1)
#

contan<-0
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contas<-0
#
for (i in 1:n)
{
conta<-0
if (mhl[i]>quiquadrado)
{
outl[i]<-1
contas<-contas+1
indics[contas]<-1
}
else
{
outl[1]1<-0
contan<-contan+1
indicn[contan]<-1i

#
list (indics=indics, indicn=indicn, numero=contas, novadat=outl)

}

rroprog<-function(idat, imetodo, iestimador, itipconstantes, iconstantes,
inumnuvens, ialfa)

n<-nrow (idat)

variaveis<-ncol (idat)

#

wnuvens<-rronuvens (idat, imetodo, itipconstantes, iconstantes, inumnuvens,
ialfa, variaveis)

#

westimador<-rroestimador (idat, iestimador, inumnuvens, wnuvensS$nuveml,
wnuvens$nuvem?2, wnuvensSnuvem3, wnuvensS$nuvemé4, wnuvensS$nuvemb,
wnuvens$tamanho, wnuvens$Sclusterl, ialfa, variaveis)

#

woutliers<-rrooutliers (imetodo, inumnuvens, ialfa, variaveis,
wnuvens$clusterl, westimador$mhl, westimador$mh2, westimadorS$mh3,
westimador$mh4, westimador$mh5, westimador$contateste, wnuvens$quiquadrado,
wnuvens$tamanho, n)

#

list (indics=woutliers$indics, indicn=woutliers$indicn, numero=woutliers$numero,n

ovadat=woutliers$novadat, mind=westimador$mind, novoqui=woutliers$novoqui,
clusterl=wnuvensS$Sclusterl)
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rroestimador<-function (idat, iestimador, inumnuvens, inuveml, inuvem2,
inuvem3, inuvem4, inuvemb5, itamanho, iclusterl, ialfa, ivariaveis)

n<-nrow (idat)
contateste<-0
mhl<-0
mh2<-0
mh3<-0
mh4<-0
mh5<-0

#

maxd<-matrix (0, inumnuvens, inumnuvens)
mind<-matrix (0, inumnuvens, inumnuvens)
novoqui<-matrix (0, inumnuvens, 1)

#

if (iestimador==1)

{

if (itamanho[l]>2*ivariaveis+1)

{

}

#

tnuveml<—-nrow (inuveml)
medial<-apply (inuveml, 2, mean)
variancial<-var (inuveml)
invariancial<-ginverse (variancial)
mhl<-mahalanobis (idat,medial, invariancial, inverted=T)
contateste<-contateste+l
#
for (il in 1l:inumnuvens)
{
maxd[1l,il]<-max (mhl* (iclusterl==il))
mind[1l,il]<-sort (mhl* (iclusterl==11)) [n—-itamanho[il]+1]

if (itamanho[2]>2*ivariaveis+1)

{

}
#

tnuvem2<—-nrow (inuvem2)
media2<-apply (inuvem2, 2, mean)
variancia2<-var (inuvem?2)
invariancia2<-ginverse (variancia?2)
mh2<-mahalanobis (idat,media2, invariancia?2, inverted=T)
contateste<-contateste+l
#
for (il in 1:inumnuvens)
{

maxd[2,il]<-max (mh2* (iclusterl==il))

il)

mind[2,il]<-sort (mh2* (iclusterl==1il)) [n—-itamanho[il]+1]

if (inumnuvens>2)

{

H

if (itamanho[3]>2*ivariaveis+1)
{
tnuvem3<-nrow (inuvem3)
media3<-apply (inuvem3, 2, mean)
variancia3<-var (inuvem3)
invariancia3<-ginverse (variancia3)
mh3<-mahalanobis (idat,media3, invariancia3, inverted=T)
contateste<-contateste+l
#
for(il in 1:inumnuvens)
{
maxd[3,11]<-max (mh3* (iclusterl==il))
mind[3,1il]<-sort (mh3* (iclusterl==1l1)) [n—-itamanho[i1]+1]
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if (inumnuvens>3)
{
if (itamanho[4]>2*ivariaveis+1)
{
tnuvemd4<—-nrow (inuvemd)
mediad<-apply (inuvemd, 2, mean)
varianciad4<-var (inuvemd)
invarianciad4<-ginverse (variancia4)
mh4<-mahalanobis (idat,media4, invariancia4, inverted=T)
contateste<-contateste+l
#
for(il in 1:inumnuvens)
{
maxd[4,1l1]<-max (mh4* (iclusterl==il))
mind[4,il]<-sort (mhd4* (iclusterl==11)) [n—-itamanho[il1]+1]

}
#
if (inumnuvens>4)
{
if (itamanho[5]>2*ivariaveis+1)
{
tnuvem5<—-nrow (inuvemb)
mediaS5<-apply (inuvemb, 2, mean)
varianciab<-var (inuvemb)
invarianciab<-ginverse (varianciab)
mh5<-mahalanobis (idat,media5, invariancia5, inverted=T)
contateste<-contateste+l
#
for(il in 1:inumnuvens)
{
maxd[5,1il]<-max (mh5* (iclusterl==il))
mind[5,1il1]<-sort (mh5* (iclusterl==11)) [n—-itamanho[i1]+1]

if (iestimador==2)
{
if (itamanho[l]>2*ivariaveis+1)
{
tnuveml<-nrow (inuveml)
covmcdl<-cov.mcd (inuveml, quan=floor (0.75*tnuveml) )
covmcdl<-as.matrix (covmcdl)
centerl<-covmcdlS$center
covl<-covmcdl$cov
mhl<-mahalanobis (idat, centerl, covl, inverted=F)
contateste<-contateste+l
#
for(il in 1:inumnuvens)
{
maxd[1l,il]<-max (mhl* (iclusterl==il))
mind[1l,il]<-sort (mhl* (iclusterl==11)) [n—-itamanho[il]+1]

}

#

if (itamanho[2]>2*ivariaveis+1)

{
tnuvem2<—-nrow (inuvem?2)
covmcd2<-cov.mcd (inuvem?2, quan=floor (0.75*tnuvem?) )
covmcd2<-as.matrix (covmcd2)
center2<-covmcd2S$center
cov2<-covmcd2S$cov
mh2<-mahalanobis (idat, center2, cov2, inverted=F)
contateste<-contateste+l

#
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H

for (il in 1:inumnuvens)

{
maxd[2,11]<-max (mh2* (iclusterl==il))
mind[2,1il]<-sort (mh2* (iclusterl==1il)) [n—itamanho[i1]+1]

}
#
if (inumnuvens>2)
{
if (itamanho[3]>2*ivariaveis+1)
{
tnuvem3<—-nrow (inuvem3)
covmcd3<-cov.mcd (inuvem3, quan=floor (0.75*tnuvem3))
covmcd3<—-as.matrix (covmcd3)
center3<-covmcd3$center
cov3<-covmcd3S$cov
mh3<-mahalanobis (idat, center3, cov3, inverted=F)
contateste<-contateste+l
#
for (il in 1:inumnuvens)
{
maxd[3,il]<-max (mh3* (iclusterl==il))
il)

mind[3,il]<-sort (mh3* (iclusterl==il)) [n—-itamanho[il]+1]

}
#
if (inumnuvens>3)
{
if (itamanho[4]>2*ivariaveis+1)
{
tnuvemd4<—-nrow (inuvemd)
covmcd4<-cov.mcd (inuveméd, quan=floor (0.75*tnuvemd) )
covmcd4<—-as.matrix (covmcd4)
center4<-covmcd4S$Scenter
covéd<-covmcd4 Scov
mh4<-mahalanobis (idat, center4, cov4d, inverted=F)
contateste<-contateste+l
#
for (il in 1:inumnuvens)
{
maxd[4,1il1]<-max (mh4* (iclusterl==il))
mind[4,il]<-sort (mh4* (iclusterl==1il1)) [n—-itamanho[il1]+1]

}
#
if (inumnuvens>4)
{
if (itamanho[5]>2*ivariaveis+1)
{
tnuvem5<-nrow (inuvemb)
covmcd5b<-cov.mcd (inuvem5, quan=floor (0.75*tnuvemb) )
covmcdb<—-as.matrix (covmcdb)
center5<-covmcd5S$center
cov5<—covmecd5S$cov
mh5<-mahalanobis (idat, center5, cov5, inverted=F)
contateste<-contateste+l
#
for(il in 1:inumnuvens)
{
maxd[5,1i1]<-max (mh5* (iclusterl==il))
mind[5,1il1]<-sort (mh5* (iclusterl==1i1)) [n—-itamanho[i1]+1]

}
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if (iestimador==3)
{
if (itamanho[l]>2*ivariaveis+1)
{
tnuveml<—-nrow (inuveml)
ogkl<-final (inuveml, 0.9)
centerl<-ogklS$tw
covl<-ogklS$vw
mhl<-mahalanobis (idat,centerl, covl, inverted=F)
contateste<-contateste+l
#
for(il in 1:inumnuvens)
{
maxd[1l,il]<-max (mhl* (iclusterl==il))
mind[1l,il]<-sort (mhl* (iclusterl==11)) [n—-itamanho[il1]+1]
}
}
#
if (itamanho[2]>2*ivariaveis+1)
{
tnuvem2<-nrow (inuvem?2)
ogk2<-final (inuvem2,0.9)
center2<-ogk2S$tw
cov2<-ogk2$vw
mh2<-mahalanobis (idat, center2, cov2, inverted=F)
contateste<-contateste+l
#
for (il in 1:inumnuvens)
{
maxd[2,11]<-max (mh2* (iclusterl==il))
mind[2,1il]<-sort (mh2* (iclusterl==1l1)) [n—-itamanho[i1]+1]

}
#
if (inumnuvens>2)
{
if (itamanho[3]>2*ivariaveis+1)
{
tnuvem3<—-nrow (inuvem3)
ogk3<-final (inuvem3, 0.9)
center3<-ogk3S$tw
cov3<-ogk3S$vw
mh3<-mahalanobis (idat, center3, cov3, inverted=F)
contateste<-contateste+l
#
for(il in 1:inumnuvens)
{
maxd[3,1l1]<-max (mh3* (iclusterl==il))
mind[3,1il]<-sort (mh3* (iclusterl==1i1)) [n—-itamanho[i1]+1]

}
#
if (inumnuvens>3)
{
if (itamanho[4]>2*ivariaveis+1)
{
tnuvem4<—-nrow (inuvem4)
ogk4<-final (inuvem4,0.9)
centerd<-ogk4Stw
covéd<-ogkdsvw
mh4<-mahalanobis (idat, center4, cov4d, inverted=F)
contateste<-contateste+l
#
for (il in 1:inumnuvens)
{
maxd[4,11]<-max (mh4* (iclusterl==il))
mind[4,il]<-sort (mh4* (iclusterl==1il1)) [n—-itamanho[i1]+1]
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}
#
if (inumnuvens>4)
{
if (itamanho[5]>2*ivariaveis+1)
{
tnuvemS5<—-nrow (inuvemb)
ogk5<-final (inuvem5, 0.9)
center5<-ogk5S$tw
cov5<-ogk5%vw
mh5<-mahalanobis (idat, center5, cov5, inverted=F)
contateste<-contateste+l
#
for (il in 1:inumnuvens)
{
maxd[5,1il]<-max (mh5* (iclusterl==il))
mind[5,1il1]<-sort (mh5* (iclusterl==1il1)) [n—-itamanho[il]+1]

}
#
list (mhl=mhl, mh2=mh2, mh3=mh3, mh4=mh4, mh5=mh5, contateste=contateste,
mind=mind)

}
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rronuvens<-function(idat, imetodo, itipconstantes,

{

ialfa, ivariaveis)

n<-nrow (idat)

#

if (imetodo==1)

{
clus<-kmeans (idat, inumnuvens)
clusterl<-clus$cluster

}

if (imetodo==2)

{
clus<-pam(idat, inumnuvens)
clusterl<-clus$cluster

}

if (imetodo==3)
{
clusmc<—-mclust (idat)
clus<-mclass (clusmc, inumnuvens)
clusterl<-category(clus$classification)
}
#
nuvens<-matrix (0,n, ivariaveis+1)
#
for (i in 1:n)
{
nuvens [i,1]<-clusterl[i]
#
for (j in l:ivariaveis)
{
nuvens[i, j+l]<-idat[i, j]
}
}

if (imetodo==1)

{
tamanho<-clus$size

}

else

{
tamanho<-matrix (0, inumnuvens)
for (i in 1:n)

{
tamanho[clusterl[i] ]<-tamanho[clusterl[i]]+1
}

}

#

quiquadrado<-matrix (0,n,1)

#

#

for (i in 1l:inumnuvens)

{
nuvem<-matrix (0, tamanho[i],ivariaveis)
cont<-1
#
for (3 in 1:n)

{
if (nuvens([j,1l]==1)
{
#
if (itipconstantes==1)
{
alfan<-(l-ialfa)”(1/n)
quiquadrado[j]l<-gchisqg(alfan,ivariaveis)
}

else

iconstantes,

inumnuvens,
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nk<-round (tamanho[1]/5)

if (ivariaveis==2) p<-1
if (ivariaveis==3) p<-2
if (ivariaveis==4) p<-3
#

k<-inumnuvens-1
if(ialfa==0.1) a<-1
if (ialfa==0.15) a<-2
if(ialfa==0.20) a<-3

#

if (nk<=50)

{
if (itipconstantes==2) quiquadrado[j]l<-iconstantes|[nk,p,k,al
if (itipconstantes==3) quiquadrado[j]<-iconstantes[nk,p, k]

}

else

{
alfan<-(l-ialfa)”~(1/n)
quiquadrado[j]<-gchisqg(alfan,ivariaveis)
}
}
#
for (k in l:ivariaveis)
{
nuvem|[cont, k]<-nuvens|[]j, k+1]
}

cont<-cont+1

}

#

if (i==1)

{
nuveml<-matrix (0, tamanho[i],2)
nuveml<-nuvem

}

#

if (i==2)

{
nuvem2<-matrix (0, tamanho[i],2)
nuvem2<-nuvem

}

#

if (i==3)

{
nuvem3<-matrix (0, tamanho[i], 2)
nuvem3<-nuvem

}

#

if (i==4)

{
nuvemi4<-matrix (0, tamanho[i], 2)
nuvem4<-nuvem

}

#

if (i==5)

{
nuvemb<-matrix (0, tamanho[i], 2)
nuvemS<-nuvem

}
#
list (nuveml=nuveml, nuvem2=nuvem?, nuvem3=nuvem3, nuvemi4d=nuvemi,
nuvembS=nuvem5, tamanho=tamanho, clusterl=clusterl, quigquadrado=quiquadrado)

}
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iclusterl)

rrooutfinal<-function(indata, inumnuvens, ifinal, imind, inovoqui,
{
n<-indata
final<-ifinal
#
xcl<-matrix (0, inumnuvens, inumnuvens)
#
for (i in 1:inumnuvens)
{
for (j in 1:inumnuvens)
{
xcl[i, jl<-(imind[i, j] > inovoquil[il])
}
}
#
antefinal<-matrix (0, length(iclusterl), 1)
#
for (i in 1l:inumnuvens)
{
if (sum(xcl[,1])==inumnuvens-1) antefinal<-antefinal+ (iclusterl==i)

}

#

final<-especial (final,antefinal)
indicn<-c (1l: (n-sum(final)))
indicn<-order (final) [1: (n—-sum(final)) ]

#

list (final=final, indicn=indicn)

}

-286-



Apéndice E

rrooutliers<-function (imetodo, inumnuvens, ialfa, ivariaveis, iclusterl, imhl,

{

imh2, imh3, imh4, imh5, icontateste, iquiquadrado, itamanho, nin)

n<-nin

outl<-matrix (0,n,1)
indics<-matrix(0,n, 1)
indicn<-matrix (0,n, 1)
contan<-0

contasl<-0

contas2<-0
novogqui<-rep (0, inumnuvens)

#

for (i in 1:n)

{

contal<-0
conta2<-0
conta3<-0
contad<-0
contab5<-0

#
if (itamanho[l]>2*ivariaveis+1)
{
if(imhl[i]>iguiquadrado[i]) contal<-contal+l
}
if (itamanho[2]>2*ivariaveis+1)
{
if (imh2[i]>igquiquadrado[i]) conta2<-contaz+l
}
if (inumnuvens>2)
{
if (itamanho[3]>2*ivariaveis+1)
{
if (imh3[i]>iquiquadrado[i]) conta3<-conta3+l
}
}
if (inumnuvens>3)
{
if (itamanho[4]>2*ivariaveis+1)
{
if(imh4[i]>igquiquadrado[i]) contad4<-contad+l
}
}
if (inumnuvens>4)
{
if (itamanho[5]>2*ivariaveis+1)

{

if (imh5[i]>iquiquadrado[i]) contab5<-contab5+1
}
}
#
conta<-contal+conta2+conta3+contad+contab
#

if (conta==icontateste)
{
outl[i]<-1
contasl<-contasl+1l
indics|[contasl]<-1i
}
else
{
if (itamanho [iclusterl[i]]<=2*ivariaveis+1)
{
outl[i]<-1
contas2<-contas2+1
indics[contas2]<-1
}
else

{
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#

list (numero=contas, novadat=outl, novoqui=novoqui,

}

outl[1]1<-0
contan<-contan+1
indicn[contan]<-1i

}

#
contas<-contasl+contas2
#

if (ivariaveis==2) p<-1
if (ivariaveis==3) p<-2
if (ivariaveis==4) p<-3

#
k<—inumnuvens-1
if (ialfa==0.1) a<-1
if(ialfa==0.15) a<-2
if (ialfa==0.20) a<-3
#
for (i in 1l:inumnuvens)
{
nk<-round (itamanho[i]/5)
if (nk<=50)
{
if (itipconstantes==1)
{
alfan<-(l-ialfa)”(1/n)
novoqui[i]<-gchisg(alfan,ivariaveis)
}
#

if (itipconstantes==2) novoqui[i]<-iconstantes|[nk,p,k,a]
if (itipconstantes==3) novoqui[i]<-iconstantes[nk,p, k]

}

else
{
alfan<-(l-ialfa)”(1/n)
novoqui [i]<-gchisg(alfan,ivariaveis)
}
}

indics=indics,

indicn=indicn)
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especial<-function (vecl,vec2)
{
nant<-0
n<-length (vecl)
final<-rep(0,n)
for (i in 1:n){
j<-i-nant

if (vecl[i] == 0 & vec2[j] == 0) final[i] <-0
if (vecl[i] == 1)
{

final[i]<-1

nant <- nant+1}

if (vecl[i] == 0 & vec2[]j] == 1) finall[i] <-1

}

return (final)
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RROSIM- programa que implementa a RRO para dados simulados

RROSIM<-function (imetodo,
inrepeticoes,

ialfa,

{

iopcao)

nroutliers<-matrix (0, inrepeticoes)
mi<-matrix (0, inrepeticoes)
si<-matrix (0, inrepeticoes)
idemi<-matrix (0, inrepeticoes)
idesi<-matrix (0, inrepeticoes)

numero<-1

while (numero<=inrepeticoes)

{

if (iopcao==1
if (iopcao==

if (iopcao==3
if (iopcao==

if (iopcao==5
if (iopcao==

if (iopcao==7
if (iopcao==

if (iopcao==9)

if (iopcao==10)
if (iopcao==11)
if (iopcao==12)
if (iopcao==13)
if (iopcao==14)
if (iopcao==15)
if (iopcao==16)
if (iopcao==17)
if (iopcao==18)
if (iopcao==19)
if (iopcao==20)
if (iopcao==21)
if (iopcao==22)
if (iopcao==23)
if (iopcao==24)
if (iopcao==25)
if (iopcao==26)
if (iopcao==27)
if (iopcao==28)
if (iopcao==29)
if (iopcao==30)
if (iopcao==31)
if (iopcao==32)

)
)
)
)
)
)
)
)

resdat<-datsiml ()
resdat<-datsim2 ()
resdat<-datsim3 ()
resdat<-datsim4 ()
resdat<-datsimb ()
resdat<-datsim6 ()
resdat<-datsim7 ()
resdat<-datsim8 ()
resdat<-datsim9 ()
resdat<-datsimlO ()
resdat<-datsimll ()
resdat<-datsiml2 ()
resdat<-datsiml3 ()
resdat<-datsiml4 ()
resdat<-datsiml5 ()
resdat<-datsiml6 ()
resdat<-datsiml7 ()
resdat<-datsiml8 ()
resdat<-datsiml9 ()
resdat<-datsim20 ()
resdat<-datsim21 ()
resdat<-datsim22 ()
resdat<-datsim23 ()
resdat<—-datsim24 ()
resdat<-datsim25 ()
resdat<-datsim26 ()
resdat<-datsim27 ()
resdat<-datsim28 ()
resdat<-datsim29 ()
resdat<-datsim30 ()
resdat<-datsim31 ()
resdat<-datsim32 ()

inicio<-resdat$inicio

n<-resdat$n
g<-resdat$g
b<-resdats$b

resout<-RRO (resdat $dat,
ialfa)

inumnuvens,

imetodo,

nroutliers[numero]<-resout$num

iestimador,

iestimador,

itipconstantes,

resinifim<-ressimu (numero, inicio, resout$fim, n)

mi[numero]<-resinifim$imi
si[numero]<-resinifim$isi

if (resinifim$imi==0)

idemi [numero] <-1

itipconstantes,

iconstantes,

inumnuvens,

iconstantes,

-290-



Apéndice E

if (resinifim$isi==0) idesi[numero]<-1

numero<-numero + 1

ATENCAO
se b=0, pl=0 e p2=0

H= oW e

if (b!=0)

{

pl<-(1/inrepeticoes) *sum(idemi)

p2<-(1/ (inrepeticoes*b)) *sum (mi)
p3<-(1/ (inrepeticoes*qg)) *sum(si)
p4<-(1/inrepeticoes) *sum(idesi)

}

else

{

pl<-0

p2<-0

p3<-(1/ (inrepeticoes*qg)) *sum(si)
p4<-(1l/inrepeticoes) *sum(idesi)

}

list (opl=pl, op2=p2, op3=p3, opd=p4)
}

ressimu<-function (inumero, iinicio, ifim, ene)

{
imi<-0
isi<-0

for (i in 1l:ene)

{

if (ifim[i]==0 & iinicio[i]==1)
if(ifim[i]==1 & iinicio[1]==0)

}

list (imi=imi, isi=isi)

imi<-imi+1
isi<-isi+l
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Conjuntos de dados

F.1 Dados do Exemplo 3.1

classe

(continua)

X9

Xg

X7

Xe

X5

X4

X3

X2

X1

52

64
45
57

60

53

36
50

55
51

49

38
32

52

45
48
40

40

47
42
50

49

62

51

50

55
60

50

48
55
63

57
59

48
61

60

41

55
69

48
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(continuacio)

(continua)

46
48
56
63

44
53

45
59

55
42

60

51

70

56
61

53

56
41

53

35
63
35
42

51

50

55
54

49

53

53

39

55
65
57
56
52

62

51

62

56
60

43

64
53

57

60

64
57

57
51

69
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531 (1]o|2]1]o0 0 1 (continuacio)
53| 1 0| 1 0o|0|O 1 1

62| 1 1 1 0|0|O 0 1
521 |1 |1]0]0|1]-3]1 1

49 | 1 1 0|01 0|-3|0 1
670 |1 |1]0]0|1]0]1 1
531 |1 |1]1]0|0]2]H1 1
401 |1 |1]0]0|0]3]1 1
451 |0 |1]2|0|0]2]H1 1
531 |1 |1]0]0|1]0]H1 1

53| 1 0| 1 210]0]|0]1 1
5901 |1 |1]0]0|1]2]H1 1
55|10 |1]0]|0|1]3]H1 1

60| 1|1 |lojo|1|1]2]0 1

64| 1|0 |1]0]O0|1]0]H1 1

56| 1|1|0]j0|O0|0]|-2]|0 1
57|10 |1]o0o|1|]1]0]oO 1

59 | 1 0|0 |0}|O0]|1 0 1
551 | 1|1 ]2]|0|1]-3]1 1
4711 | 1|lojojo|1]o0]|oO 1
541|100 |1 |1]-7]1 1

52/ 1|1 |1]2]0|l0|-5]0 1
x,: idade (anos)

X,: sexo (0-feminino/ 1-masculino)

X5: factor de risco (0-ausente/ 1-presente)
x4: dor precordial (0-espontanea/ 1-esforco)
Xs: pressdo arterial (O-sem alteragc@o/ 1- aumento da diastolica/ 2- decréscimo da sit6lica/ 3-ambas
Xe: aparecimento de arritmias (0-nao/ 1-sim)
x7: depressdo do ST (0-ndo/ 1-sim)

Xg: alterac@o na onda R (reais)

Xo: dor precordial perante o teste (0-nao/ 1-sim)

F.2a Dados do Exemplo 3.2: amostra de treino

npreg

glu [bmip| ed |age| classe

[6)]

w = W o o o u N

o

86 | 30.2 |0.364| 24
195| 25.1 |0.163| 55
77 | 35.8 |0.156| 35
165| 47.9 |0.259| 26
107| 26.4 |0.133| 23
97 | 35.6 |0.378| 52
83 | 34.3 |0.336| 25
193| 25.9 |0.655| 24
142| 32.4 10.200| 63

OO0 O - O O o =

(continua)
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- ©O© o N

W o W= N OO = © =+ 0 b~ 2N O s

—_
w N

0 N = =S4 A2 200D WS WD oD O =2 200 O 2 =

128
137
154
189
92

86

99

109
143
149
139
99

100
83

101
87

164
99

140
108
110
79

148
121
158
105
145
79

71

102
119
176
97

129
97

86

125
123
92

171
199
116
83

154
114
106
127
124
109
123
167

43.3
43.1
30.9
30.1
27.6
41.3
23.2
25.4
36.6
29.3
22.1
20.4
32.0
29.3
21.0
37.6
30.8
25.4
42.6
36.1
32.4
43.5
325
34.3
31.2
33.7
22.2
25.4
20.4
29.3
38.8
33.7
27.2
27.5
18.2
35.8
33.8
34.1
24.2
33.3
42.9
26.3
32.2
32.4
38.1
34.2
34.5
27.8
23.1
42.1
37.6

1.224
2.288
0.164
0.398
0.926
0.917
0.223
0.947
0.254
0.349
0.207
0.235
0.444
0.317
0.252
0.401
0.831
0.551
0.431
0.263
0.698
0.678
0.256
0.203
0.295
0.711
0.245
0.583
0.323
0.695
0.259
0.467
1.095
0.527
0.299
0.238
0.088
0.269
1.698
0.199
1.394
0.107
0.497
0.443
0.289
0.142
0.598
0.100
0.407
0.520
0.165

31
33
45
59
44
29
21
21
51
42
21
27
42
34
21
24
32
21
24
33
27
23
22
33
24
29
57
22
22
27
22
58
22
31
21
25
31
28
28
24
22
24
22
45
21
22
28
30
26
26
43

—_

- 0O O O O 0O O - OO0 - 4 00O 0O o oo o o + 00 o oo -~ o - 00 oo 0o -~ 0 o0 o o oo - <+ 0 o o = =+ o —

(continuacio)

(continua)
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S = N

W DD NN = = D O W ool o o w o ua o o

-
o AN

—_
o

N oy OO U N

-
ST S NI

—_
o

A =4 24 O 0O 0O A W W AW

184
9

129
92

109
139
134
106
131
135
158
112
181
121
168
144
101
9

107
121
100
154
125
125
122
114
115
114
115
130
79

112
150
91

100
140
110
94

84

148
61

117
99

80

154
103
111
124
143
81

189

35.5
33.2
35.9
32.0
25.0
31.6
35.4
30.9
34.3
40.6
39.4
31.6
30.1
39.1
35.0
46.1
24.2
21.1
22.9
26.5
29.7
31.3
27.6
31.1
35.9
28.7
34.6
23.8
30.8
28.6
32.0
39.4
35.2
25.2
25.3
39.2
28.4
31.6
30.4
37.6
34.4
29.7
19.3
34.2
32.8
37.7
34.2
27.4
26.2
46.3
28.5

0.355
0.289
0.280
0.085
0.206
0.361
0.542
0.292
0.196
0.284
0.395
0.197
0.615
0.886
0.905
0.335
0.614
0.647
0.678
0.259
0.368
0.338
0.565
0.205
0.483
0.092
0.529
0.466
0.421
0.692
0.396
0.236
0.692
0.234
0.658
0.528
0.118
0.649
0.968
1.001
0.243
0.380
0.284
1.292
0.237
0.324
0.260
0.254
0.256
1.096
0.680

41
21
39
46
27
25
29
24
22
26
29
25
60
23
52
46
23
26
23
62
21
37
49
41
26
25
32
31
21
21
22
38
54
23
28
58
27
23
21
51
46
30
30
27
23
55
24
36
21
32
37

—_
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116
103
124
71
137
112
148
136
145
93
107
151
97
144
112
99
109
120
187
129
179
80
105
191
95
99
137
97
100
167
180
122
920
120
154
56
177
124
85
88
152
198
188
139
168
197
142
126
158
130
100

22.1
39.1
28.7
33.2
27.3
34.2
30.9
37.4
37.9
22.5
30.8
41.8
38.1
32.0
38.4
24.6
25.2
38.9
37.7
36.4
34.2
26.2
34.9
30.9
36.5
25.6
24.8
18.2
46.8
23.4
36.5
36.8
27.2
42.9
46.1
24.2
34.6
33.2
24.4
35.3
34.2
41.3
32.0
28.6
38.2
34.7
24.7
25.9
31.6
28.4
37.8

0.463
0.344
0.687
0.422
0.231
0.260
0.150
0.399
0.637
0.417
0.821
0.742
0.218
0.452
0.246
0.637
0.833
1.162
0.254
0.968
0.164
0.313
0.225
0.299
0.330
0.294
0.143
0.147
0.962
0.447
0.314
0.340
0.580
0.452
0.571
0.332
1.072
0.305
0.136
0.378
0.893
0.502
0.682
0.411
0.787
0.575
0.761
0.162
0.851
0.323
0.498

37
31
52
21
59
36
29
24
40
22
24
38
30
58
28
21
23
41
41
32
60
41
25
34
26
28
21
21
31
33
35
27
24
30
27
22
21
26
42
48
33
28
22
26
40
62
21
39
28
34
24

o
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F.2b Dados do Exemplo 3.2: amostra de teste

164
95
122
85
151
144
111
107
115
105
194
184
95
124
111
137
57
157
95
140
117
100
123
138
100
175
74
133
119
155
128
112
140
141
129
106
118

155

32.8
35.4
36.2
27.8
42.1
33.9
28.4
26.5
33.7
36.9
35.9
37.0
37.4
25.5
24.0
32.0
32.8
39.4
26.1
37.4
30.8
39.4
33.1
34.6
36.6
33.6
27.8
32.8
34.9
38.7
40.5
34.1
241
25.4
38.5
39.4
33.3
34.0

0.341
0.284
0.816
0.306
0.371
0.255
0.495
0.165
0.245
0.159
0.745
0.264
0.247
0.161
0.138
0.391
0.096
0.134
0.748
0.244
0.493
0.661
0.374
0.534
0.412
0.212
0.269
0.234
0.725
0.619
0.613
0.315
0.828
0.699
0.439
0.605
0.261
0.543

npreg‘ glu ‘bmi p‘ ed

50
28
28
28
21
40
29
24
40
28
41
31
24
37
23
39
41
30
22
41
22
43
40
21
46
38
22
45
23
34
24
26
23
24
43
22
23
46

‘agel classe ‘

- O O - O 0O o0 - OO0 - O =+ - 4 0O -+ 0O 0O 0O O O oo o o =+ =+~ 24 O —+ O o o =+ o o o o

1

1
1
3

26.6
28.1
43.3
39.3

0.351
0.167
0.183
0.704

31
21
33
27

0

o o o

(continuacao)

(continua)
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97
109
88
122
103
180
106
71
103
101
88
150
73
105
99
95
146
129
95
112
113
83
101
106
100
123
81
92
93
81
126
144
89
97
107
84
100
93
106
108
106
90
153
88
151
102
114
75
113
108
111

23.2
36.0
24.8
27.6
24.0
34.0
22.7
28.0
19.4
24.2
24.4
34.7
23.0
41.5
29.0
19.6
28.9
35.1
37.7
25.0
22.4
29.3
24.6
36.6
38.5
32.0
46.7
31.6
28.7
26.6
28.7
29.5
31.2
28.2
33.6
38.3
30.8
28.7
39.5
32.5
30.5
27.3
40.6
29.0
29.7
37.2
44.2
29.7
31.0
27.3
23.9

0.487
0.546
0.267
0.512
0.966
0.271
0.235
0.586
0.491
0.526
0.342
0.718
0.248
0.173
0.203
0.334
0.189
0.231
0.370
0.307
0.140
0.767
0.237
0.178
0.324
0.443
0.261
0.130
0.356
0.283
0.801
0.287
0.192
0.443
0.404
0.457
0.597
0.532
0.286
0.318
1.400
0.085
0.687
0.229
0.294
0.204
0.167
0.370
0.874
0.787
0.407

22
60
22
45
33
26
48
22
22
26
30
42
21
22
32
25
27
23
27
24
22
36
22
45
26
34
42
24
23
24
21
37
23
22
23
39
21
22
38
22
34
22
23
22
36
45
27
33
21
32
27

O OO O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O o o o o o o o o o o
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81
147
125
142
100

87
197
117

74

91

91
146
165
124
111

90
111

95

96
128
108
100
104
108
133
136

96

78
151
126
120
113
115
112
157
105
118

87

95
130

95
126
139

99
103
147

99

81

84

98

87

27.7
42.8
30.0
28.8
23.6
34.6
36.7
45.2
29.7
29.2
33.1
38.2
52.3
35.4
30.1
24.4
30.1
32.1
33.6
40.0
25.2
40.5
27.8
25.3
32.4
26.0
20.8
36.9
35.5
30.7
39.7
29.5
38.1
35.7
25.6
30.8
23.1
32.7
23.9
25.9
25.9
38.5
28.7
21.8
39.2
34.9
34.0
27.5
35.8
25.2
37.2

0.290
0.375
0.464
0.687
0.666
0.101
2.329
0.089
0.293
0.192
0.446
0.329
0.427
0.282
0.143
0.249
0.557
0.612
0.997
1.101
0.128
0.677
0.454
0.881
0.262
0.647
0.340
0.434
0.692
0.520
0.215
0.626
0.150
0.148
0.123
0.122
1.476
0.166
0.260
0.472
0.673
0.349
0.654
0.279
0.305
0.385
0.499
0.306
0.545
0.299
0.509

25
24
32
61
26
22
31
24
23
21
22
29
23
34
23
24
30
24
43
24
21
25
23
22
37
51
26
21
28
24
29
25
28
21
24
37
46
25
22
22
36
49
22
26
65
30
30
22
21
22
22

O OO O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O o o o o o o o o o o
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93
105
90
125
119
100
131
127
96
72
102
112
143
119
94
102
89
80
90
117
120
82
91
134
120
74
88
124
97
144
137
132
123
84
139
173
83
89
99
81
154
117
84
94
9
99
129
68
87
122
77

43.4
20.0
25.1
24.3
22.3
31.6
23.7
27.7
24.7
31.6
35.7
34.4
42.4
45.3
26.0
40.6
30.4
30.0
24.5
33.2
30.5
21.2
39.9
25.9
20.8
35.3
27.6
21.8
36.8
41.3
33.2
28.0
35.2
38.2
40.7
46.5
36.8
33.5
32.8
30.1
29.3
25.2
37.2
33.3
37.3
25.6
19.6
25.0
21.8
29.8
33.3

1.021
1.021
1.268
0.221
0.205
0.949
0.389
1.600
0.944
0.280
0.674
0.528
1.076
0.507
0.561
0.496
0.551
0.527
1.138
0.230
0.285
0.415
0.381
0.460
0.733
0.705
0.258
0.452
0.600
0.607
0.170
0.419
0.197
0.233
0.536
1159.000
0.629
0.292
0.145
0.547
0.839
0.313
0.267
0.738
0.238
0.154
0.582
0.187
0.444
0.717
1.251

35
22
25
25
24
28
21
25
39
38
28
25
22
26
21
21
38
22
36
24
26
23
25
81
48
39
37
21
25
28
22
63
29
23
21
58
24
42
33
25
39
21
28
41
40
24
60
25
21
22
24
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127
84
88

131

116
84
88
84

103
99
99

111
98

143

119

108

112
82

123
89

108

124
92

152

105
68
94
90
94

102

128

100

103

117

101

112
98

165
68

123
95

129

107
80

127

126

134
94

108

117

116

36.3
39.5
32.0
33.1
27.4
31.9
29.9
36.9
46.2
26.9
38.6
29.5
34.7
30.1
35.5
24.0
39.4
28.5
33.6
27.8
271
35.8
19.5
41.5
32.5
20.1
43.5
37.7
24.7
34.5
27.5
19.5
27.6
33.8
21.8
34.8
34.0
33.6
35.5
57.3
44.6
33.2
28.3
39.8
34.4
29.6
26.4
23.1
35.5
39.1
36.1

0.804
0.159
0.365
0.160
0.204
0.591
0.422
0.471
0.126
0.497
0.412
0.430
0.198
0.892
0.280
0.813
0.175
1.699
0.733
0.559
0.400
0.514
0.482
0.270
0.878
0.257
0.347
0.362
0.148
0.238
0.115
0.149
0.730
0.466
0.155
0.217
0.430
0.631
0.285
0.880
0.366
0.591
0.181
0.177
0.176
0.439
0.352
0.595
0.415
0.251
0.496

23
25
29
28
21
25
23
28
42
32
21
22
22
23
25
35
24
25
34
21
24
21
25
27
26
23
21
29
21
24
22
28
27
27
22
24
43
49
47
22
22
25
29
28
22
40
21
56
24
42
25

O OO O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O O o o o o o o o o o o
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141
106
126
65

99

102
109
153
100
121
108
88

101
121
93

148
78

197
166
118
119
102
90

111
171
180
109
100
136
122
160
162
88

117
173
170
156
152
163
104
179
129
128
109
109
196
109
85

162
134
181

32.4
29.0
27.4
32.0
36.6
30.8
28.5
40.6
30.0
39.0
26.0
28.4
32.9
26.2
30.4
33.6
31.0
30.5
25.8
45.8
29.0
32.9
38.2
37.1
45.4
42.0
32.5
32.9
37.1
49.7
30.5
53.2
55.0
34.5
29.7
34.5
34.3
50.0
40.9
29.9
32.7
67.1
32.0
27.9
34.8
37.5
35.8
29.0
37.2
46.2
35.9

0.433
0.426
0.515
0.600
0.453
0.400
0.219
1.174
0.488
0.261
0.223
0.766
0.171
0.245
0.315
0.627
0.248
0.158
0.587
0.551
0.263
0.665
0.503
1.390
0.721
1.893
0.855
0.867
0.153
0.325
0.588
0.759
0.496
0.403
0.361
0.356
1.189
0.337
0.817
0.722
0.719
0.319
1.321
0.640
0.905
0.605
0.514
1224.000
0.652
0.238
0.586

22
22
21
42
21
26
22
39
46
28
25
22
63
30
23
50
26
53
51
31
29
46
27
56
54
25
38
28
43
31
39
25
26
40
33
30
42
36
47
41
36
26
33
31
26
57
25
32
24
46
51

—_ T 4 4 4 4 4 4 4 4 4 4 4 4 4 4 4 4 4 4 4 4 4 4 4 4 4 A4 a4 A4 4 A 4aA 4O a4 O 0 0O O O 0O 0O 0O 0O 0O 0O 0O o o o
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179| 441 | 0686 |23 1 (continuacdo)
119|271 | 1318 |33
184|30.0 | 1.213 |49
113|33.6 | 0543 | 21
155|33.3 | 1.353 | 51
101|456 | 1.136 |38
106|265 | 0.296 |29
119|456 | 0.808 |29
107|36.6 | 0.757 |25
146|28.0 | 0.337 |29
144|316 | 0422 |25
161|255 | 0.326 |47
128|305 | 1.391 |25
124|329 | 0875 |30
155| 26.6 | 0.433 |27
109|359 | 1.127 |43
152| 26.8 | 0.731 |43
122|351 | 0692 |30
102|455 | 0.127 |23
125|333 | 0962 |28
196|36.5 | 0.875 |29
189(31.2| 0583 |29
173|384 | 2137 |25
116|32.3 | 0.660 |35
105| 43.3 | 0.239 |45
193|34.9 | 0241 |25
136(35.0 | 0.286 |35
172|424 | 0702 |28
173|357 | 0258 |22
144|385 | 0554 |37
129|264 | 0219 |28
151| 42.9 | 0516 |36
181|34.1| 0328 |38
95 |35.0 | 0233 |43
189|34.3 | 0435 | 41
180| 59.4 | 2.420 |25
104|336 | 0510 |22
158|355 | 0.344 |35
135| 42.3 | 0.365 |24
125 28.9 | 1.144 |45
84 |29.7 | 0297 |46
163|31.6 | 0.268 |28
145|303 | 0.771 |53
128|324 | 0549 |27
90 | 349 | 0825 |56
186|34.5 | 0.423 |37
187|436 | 1.034 |53
176|33.3 | 1.154 |52
111|468 | 0925 |45
181]40.0 | 1.258 |22
174|329 | 0.593 | 36 1 (continua)
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138
112
97

179
136
155
145
111
162
142
169
93

129
187
173
174
120
147
187
181
128
170

36.1
28.2
40.9
37.8
28.3
38.7
32.5
27.5
49.6
30.4
29.9
38.0
412
33.9
33.8
445
42.3
49.3
36.4
43.3
36.5
44.0

0.557
1.282
0.871
0.455
0.260
0.240
0.235
0.141
0.364
0.128
0.268
0.674
0.441
0.826
0.970
0.646
0.785
0.358
0.408
0.222
1.057
0.403

50 1 (continuacio)
50
32
22
42
25
70
40
26
43
31
23
38
34
31
24
48
27
36
26
37
43

- 4 4 4 4 4 4 4 4 a4 4 a4 a4 4 A A A a A A

npreg: nimero de vezes que esteve gravida
glu: concentracdo de glucose no sangue
bmi p: concentracao de insulina

ed: indice de massa muscular

age: idade.

F.3 Dados do Exemplo 6.1: HBK

X1

X2

X3

10.1
9.5
10.7
9.9
10.3
10.8
10.5
9.9
9.7
9.3
11.0
12.0

19.6
20.5
20.2
21.5
21.1
20.4
20.9
19.6
20.7
19.7
24.0
23.0

28.3
28.9
31
31.7
31.1
29.2
29.1
28.8
31.0
30.3
35.0

37.0

(continua)
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12.0
11.0
3.4
3.1
0.0
2.3
0.8
3.1
2.6
0.4
2.0
1.3
1.0
0.9
3.3
1.8
1.2
1.2
3.1
0.5
1.5
0.4
3.1
1.1
0.1
1.5
21
0.5
3.4
0.3
0.1
1.8
1.9
1.8
3.0
3.1
3.1
21
2.3
3.3
0.3
1.1
0.5
1.8
1.8
2.4
1.6
0.3
0.4
0.9
1.1

26.0
34.0
2.9
2.2
1.6
1.6
2.9
3.4
2.2
3.2
2.3
2.3
0.0
3.3
25
0.8
0.9
0.7
1.4
2.4
3.1
0.0
2.4
2.2
3.0
1.2
0.0
2.0
1.6
1.0
3.3
0.5
0.1
0.5
0.1
1.6
2.5
2.8
1.5
0.6
0.4
3.0
2.4
3.2
0.7
3.4
2.1
1.5
3.4
0.1
2.7

34.0 (continuacao)

34.0
21
0.3
0.2
2.0
1.6
2.2
1.9
1.9
0.8
0.5
0.4
2.5
2.9
2.0
0.8
3.4
1.0
0.3
1.5
0.7
3.0
2.7
2.6
0.2
1.2
1.2
2.9
2.7
0.9
3.2
0.6
3.0
0.8
3.0
1.9
2.9
0.4
1.2
3.3
0.3
0.9
0.9
0.7
1.5
3.0
3.3

3.0
0.3

(continua)
0.2
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(continuacao)
28|30 |29 ¢

20|07 |27
02]18|0.8
16 20|12
0.1]0.0|11
20|06 |0.3
1.022|29
22|25 |23
06|20|15
03|17 |22
0.0[22|16
03]04 |26

F.4 Dados do Exemplo 6.2: HEMO

Normais

l0gi10 X1 10g10 X2
-0.0056 -0.1657
-0.1698 -0.1585
-0.3469 -0.1879
-0.0894 0.0064
-0.1679 0.0713
-0.0836 0.0106
-0.1979 -0.0005
-0.0762 0.0392
-0.1913 -0.2123
-0.1092 -0.119
-0.5268 -0.4773
-0.0842 0.0248
-0.0225 -0.058
0.0084 0.0782
-0.1827 -0.1138
0.1237 0.214
-0.4702 -0.3099
-0.1519 -0.0686
0.0006 -0.1153
-0.2015 -0.0498
-0.1932 -0.2293
0.1507 0.0933
-0.1259 -0.0669
-0.1551 -0.1232
-0.1952 -0.1007
0.0291 0.0442
-0.228 -0.171
-0.0997 -0.0733
-0.1972 -0.0607
-0.0867 -0.056
0.0492 -0.0268
0.0569 0.0334
-0.0132 -0.0655 (continua)
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-0.1135 -0.0757
0.1303 0.0139
0.1038 0.1430
0.0718 0.0000
-0.1487 -0.2757
0.0569 -0.0705
0.1072 0.0644
0.2068 0.1139
0.1172 0.0334
-0.1249 -0.0457
-0.0457 -0.1938
-0.0915 -0.0506
-0.0809 -0.1191
0.0211 0.0569
-0.0809 -0.0409
0.1522 0.0681
0.0086 -0.0604
-0.2365 -0.2676
-0.0362 -0.1487
-0.3565 -0.4089
-0.2006 -0.2676
-0.1611 -0.2076
0.0374 -0.0132
0.0934 0.0863
0.2329 0.1959
0.0374 0.1238
0.0128 0.1105
Portadoras
10910 X1 10910 X2
-0.3478 0.1151
-0.3618 -0.2008
-0.4986 -0.086
-0.5015 -0.2984
-0.1326 0.0097
-0.6911 -0.339
-0.3608 0.1237
-0.4535 -0.1682
-0.3479 -0.1721
-0.3539 0.0722
-0.4719 -0.1079
-0.361 -0.0399
-0.3226 0.167
-0.4319 -0.0687
-0.2734 -0.002
-0.5573 0.0548
-0.3755 -0.1865
-0.495 -0.0153
-0.5107 -0.2483
-0.1652 0.2132

(continuacdo)

(continua)
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(continuacao)
-0.2447 | 0.0407 ¢

-0.4232 -0.0998
-0.2375 0.2876
-0.2205 0.0046

-0.2154 -0.0219
-0.3447 0.0097
-0.254 -0.0573
-0.3778 -0.2682
-0.4046 -0.1162
-0.0639 0.1569
-0.3351 -0.1368
-0.0149 0.1539
-0.0312 0.14

-0.174 -0.0776

-0.1416 0.1642
-0.1508 0.1137
-0.0964 0.0531
-0.2642 0.0867
-0.0234 0.0804
-0.3352 0.0875

-0.1878 0.251
-0.1744 0.1892
-0.4055 -0.2418

-0.2444 0.1614
-0.4784 0.0282

F.5 Dados do Exemplo 6.4: pendigits (pen-based recognition of
handwritten digits)

Disponivel em http://www.ics.uci.edu/~mlearn/MLSummary.html
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“A esséncia da determinacdo consiste em persistir por mais um momento
quando o objectivo parece inalcangdvel.”

Thomas Edison
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